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Introduction

L’intelligence artificielle fait assurément partie des sujets les plus discutés de notre époque. En
témoigne la mise en avant sans cesse croissante de cette thématique par les revues scientifiques
et médias généralistes. Sur MEDLINE | notamment, les termes relatifs a I’intelligence

artificielle ont ét¢ de plus en plus employés a partir des années 80 [2] (figure 1).
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Figure 1. Proportion de littérature relative aux intelligences artificielles répertoriée par MEDLINE au
cours du temps (Reproduit selon les termes de la licence CC BY-NC-ND 4.0. Auteurs : Laszlo Balkanyi et Ronald
Cornet.) 2]

Cette discipline de I’informatique, ayant comme parents les automates et la cybernétique, a
émergé dans les années 50 dés lors que les machines furent capables de réaliser des taches
nécessitant une forme d’intelligence [3]. Selon Andrew Ng, chercheur en informatique
spécialis¢ dans l'apprentissage automatique et la robotique, « Tout comme la révolution
industrielle a grandement libéré [’humanité d’un fardeau physique, l'intelligence artificielle a
le potentiel de grandement libérer [’humanité d 'un fardeau mental » [4]. En effet, I’intelligence
artificielle ne se limite pas a un sujet d’actualité briilant, puisque celle-ci est déja a I’ceuvre dans
des secteurs tres divers : le transport, la finance, la communication, le divertissement, mais aussi
la santé [5]. Ce potentiel, dont les limites nous sont encore partiellement inconnues, suscite
notamment 1’intérét des pouvoirs publics qui percoivent la nécessité¢ de mener une réflexion de
fond concernant les capacités, les perspectives et le cadre réglementaire relatif aux intelligences

artificielles [6]. En I’occurrence, en septembre 2017, le Premier ministre Edouard Philippe

" MEDLINE (Medical Literature Analysis and Retrieval System Online) est une base de données bibliographiques,
gérée par la bibliothéque nationale américaine (United States National Library of Medicine) qui couvre tous les
domaines médicaux et bio médicaux de 1'année 1966 a nos jours [1].
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confie a Cédric Villani, mathématicien et député de la République en marche, cette tache lourde
mais fondatrice [7]. La santé fait partie des quatre axes prioritaires identifiés par Cédric Villani
dans son rapport Donner un sens a l’intelligence artificielle remis en mars 2018 [8]. Selon ce
rapport, les applications de I’intelligence artificielle en santé permettraient notamment
d’améliorer la qualité, la sécurité et I’accessibilité des soins. Consécutivement a cette mise en
lumiere, Cédric Villani et Bernard Nordlinger, chef du service de chirurgie générale digestive
et oncologie de 1'hopital Ambroise-Paré, publient en octobre 2018 un ouvrage intitulé Santé et
intelligence artificielle [9]. Cet ouvrage, fruit d’une collaboration entre 1’Académie nationale
de médecine et I’Académie des sciences, présente un état de 1’art au sein duquel certaines
spécialités médicales se distinguaient déja en 2018 comme étant au centre des expérimentations
et avancées : la radiologie, I’oncologie, la dermatologie et les maladies génétiques. Les autres
spécialités médicales ne sont pas en reste, celles-ci semblent avoir tous les atouts pour se préter
aux mémes innovations. Les pistes de travail sont nombreuses et ne manquent pas de motiver
les nombreuses start-ups et fabricants de dispositifs médicaux voyant en cette technologie

I’opportunité de développer de nouvelles solutions thérapeutiques et diagnostiques [10].

L’appropriation de ces systémes par les professionnels de santé est essentielle pour garantir
leurs développement et usage éthiques [11]. Appréhender leur fonctionnement requiert tout
d’abord de maitriser le vocabulaire propre a I’intelligence artificielle, car ses différents concepts
tels que le big data, le machine learning ou encore le deep learning sont souvent amalgamés.
Se familiariser avec les différentes techniques, leurs méthodologies d’évaluation, ainsi que leurs
capacités et limites connues, est primordial pour établir la facon dont leur intégration a la
pratique des soignants peut servir au mieux I’intérét des patients. Néanmoins, ces technologies
sont sujettes a des limitations lorsque leurs applications concernent le diagnostic ou la
thérapeutique [12]. Outre la complexité¢ de leurs aspects techniques, leurs éventuelles
conséquences néfastes sont susceptibles d’inquiéter les soignants et leurs patients. En effet,
I’évolution des pratiques que cela engendre et pourrait engendrer a 1’avenir suscite un certain
nombre de questions éthiques et juridiques. Au cceur de ces derniéres réside 1’enjeu de la
réglementation, dont la réflexion nécessite un dialogue interdisciplinaire faisant intervenir non
seulement des professionnels de santé et de la donnée, mais également des juristes et

philosophes spécialistes de 1’éthique [13].
Ce manuscrit, en naviguant a travers ces différents sujets, a pour objectif principal de répondre

a la problématique suivante : quelles sont les applications actuelles et potentielles des

intelligences artificielles en diagnostic et en thérapeutique, et peut-on y transposer la
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réglementation et les méthodes d'évaluation appliquées aux produits de santé ? Nous nous
fixons comme objectif secondaire de proposer aux lecteurs, notamment aux novices, une vue
historique et technique suffisamment large pour mener une réflexion sur le sujet des

intelligences artificielles.
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PARTIE 1 : Définition, histoire et principes
techniques de P’intelligence artificielle
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PARTIE 1 : Définition, histoire et principes techniques de

Pintelligence artificielle

Cette premiere partie explorera les origines de I’intelligence artificielle et dressera un schéma
général de ce que représente cette discipline en présentant notamment ses aspects techniques
majeurs. En premier lieu, celle-ci proposera un panorama des disciplines connexes, définitions

et classifications de I’intelligence artificielle.

I. Héritages et définitions

1. Une discipline aux racines hétérogeénes

Bien qu’elle fasse partie des champs les plus récents des sciences et de l’ingénierie,
I’intelligence artificielle en tant que concept est antérieure a 1’Epoque contemporaine. En effet,
I’intelligence artificielle trouve ses racines les plus anciennes dans la philosophie [14]. Nous
verrons qu’au cours du temps, cette discipline s’est caractérisée par son universalité, de fait elle
hérite aujourd’hui de millénaires de réflexions et de découvertes. De par sa versatilité et son
potentiel, I’intelligence artificielle a su s’adapter a ces différents domaines et élargir en retour
leurs champs des possibles. Les disciplines ayant bénéfici¢ et contribué a faire progresser les
intelligences artificielles vont du plus général (apprentissage, perception) au plus spécifique
(jeu d’échecs, démonstration de théorémes mathématiques, écriture, traduction, conduite de
véhicules, diagnostic médical, etc.) [15]. Parmi ces disciplines fondatrices de I’intelligence

artificielle, nous pouvons notamment citer :

* La philosophie [16,17] :
- La logique et les méthodes de raisonnement (formel, procédural, géométrique, par
analogie, par généralisation et abstraction) ;
- La vision de I’esprit comme étant un systéme physique opérant selon un ensemble de
lois ;

- L’apprentissage, le langage, le principe de rationalité.
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* Les mathématiques [18] :

Les représentations formelles (représentation des connaissances par des objets logiques
reliés par des propriétés, axiomes et reégles) ;
Les calculs et algorithmes ;

Les probabilités.

* Les neurosciences [19]:

L’étude du fonctionnement du cerveau ;

La comparaison entre les processus cérébraux et les processus informatiques.

* La psychologie [20] :

L’¢tude des pensées, des actions et de leurs mécanismes ;
La psychologie cognitive (¢tude des fonctions cognitives humaines) ;
Les sciences cognitives (comment un modéle informatique pourrait étre mis a 1’ceuvre

dans 1I’¢tude de la mémoire, du langage et de la pensée ?).

* La linguistique [21]:

L’¢tude du lien entre le langage et la pensée ;
Le développement d’intelligences artificielles dans le domaine de la linguistique

moderne (traitement automatique du langage naturel).

» L’économie [22]:

La théorie de la décision® ;

La théorie de la décision probabiliste (combinaison de la théorie de la décision et de la
théorie des probabilités' en prise de décision) ;

La théorie des jeux™.

Le processus de décision markovien".

ii Domaine de I'économie étudiant les prises de décision des individus dans des situations ou les conséquences sont
incertaines [23].

il Branche des mathématiques traitant de 1'analyse de situations aléatoires et incertaines. En économie, elle est
utilisée pour modéliser et quantifier les risques et les incertitudes associés aux décisions économiques [24].

¥ Domaine des mathématiques s’intéressant aux interactions stratégiques des agents (appelés « joueurs »). Cette
théorie a pour objectif de formaliser des situations conflictuelles inhérentes a une communauté composée de ces
individus en interaction, de discuter puis de proposer des solutions a ces conflits. La conception des solutions est
notamment guidée par des critéres d’optimalité individuelle ou collective, de cohérence temporelle, de justice
distributive [25].

¥ Modgéle stochastique ou un agent, dont les résultats de ses actions sont aléatoires, prend des décisions [26].
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* Le génie informatique [27] :

- Conception et fabrication de systemes informatiques adaptés et suffisamment puissants

pour permettre le développement et le fonctionnement des intelligences artificielles.

» La cybernétique et la théorie du contrdle"' [29]:

- Conception d’agents en mesure de recevoir des informations provenant de leur
environnement ;
- Conception de systémes en mesure d’identifier I’optimum d’une fonction objectif*! au

cours du temps.

2. Pluralité et connexité des définitions

La diversité des disciplines ayant contribué a développer les intelligences artificielles a donné
lieu a une pluralité de ses définitions. Bien que celles-ci soient similaires sémantiquement, ces

définitions présentent des subtilités selon la perspective adoptée.

a. Intelligence artificielle et cybernétique

Dans les années 50, nous assistons a I’émergence d’un nouveau domaine de recherche portant
sur I’étude des processus cognitifs et leur simulation. John Bates fonde le Ratio Club, un club
anglais informel qui réunit des psychologues, des médecins, des mathématiciens et des
ingénieurs entre 1949 et 1958 pour discuter de ce nouveau domaine de recherche qu’ils
nomment « cybernétique » [31]. En paralléle, en juillet 1956 lors de la conférence de Dartmouth
aux Etats-Unis, John McCarthy choisit un terme différent pour désigner ce domaine de
recherche : « intelligence artificielle » [15]. Nous assistons alors a une rivalité sémantique et 2
communautés se forment sur la base de cette polarité. Celles-ci, malgré des niveaux de
financement qui varient avec le temps, seront en interaction permanente. Cette rivalité a
cependant conduit ces deux communautés a diverger et a, par la suite, donné lieu a deux

disciplines distinctes.

vi Branche de I'ingénierie et des mathématiques appliquées ayant comme objet la conception et le développement
de systémes de contrdle automatique pour réguler le comportement des systémes dynamiques [28].

Vil Fonction mathématique utilisée pour évaluer la qualité ou la performance d'une solution ou d'un systéme, par
rapport & un ensemble de critéres ou d'objectifs spécifiques. Elle est souvent utilisée dans des problémes
d'optimisation, ou I'objectif est de trouver la meilleure solution possible en maximisant ou en minimisant la valeur
de la fonction objectif [30].
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L’édition actuelle du Dictionnaire de [’Académie francaise définit la cybernétique comme étant
la « science des systemes dans lesquels [’effet obtenu agit a son tour, par rétroaction, sur le
mécanisme provoquant cet effet, afin d ’obtenir un résultat constamment adapté au but désiré »
tandis qu’elle définit I’intelligence artificielle comme un « ensemble de propriétés rapprochant
du cerveau humain certains systemes informatiques trés évolués. » [32,33]. L’Encyclopédie
Larousse propose, pour I’intelligence artificielle, la définition suivante : « ensemble de théories
et de techniques mises en ceuvre en vue de réaliser des machines capables de simuler
l'intelligence humaine. » [34]. Cependant, cette derniére ne précise pas ce qu’elle entend par
« intelligence », un théme plus vaste encore et sujet a débat que celui de I’intelligence
artificielle. Parmi les définitions de I’intelligence proposées par 1’Académie francaise, nous
pouvons par exemple citer les suivantes : « Faculté de comprendre, de concevoir, de connaitre,
et notamment faculté de discerner ou d’établir des rapports entre des faits, des idées ou des
formes pour parvenir a la connaissance. » et « Aptitude a adapter son comportement a une
situation nouvelle » [35]. Ces deux définitions de I’intelligence paraissent complémentaires tant
elles en décrivent des aspects différents. Nous pouvons en retenir les notions de

conceptualisation, de connaissance et surtout d’adaptation.

Si de nos jours la cybernétique s’intéresse aux systémes et aux interactions, I’intelligence
artificielle est davantage orientée vers les sciences cognitives en se fixant comme objectif de
modéliser I’intelligence a I’instar, par exemple, de la physique qui vise a modéliser les
phénomenes naturels de I'univers [36]. L’intelligence artificielle n’est donc aujourd’hui plus a

confondre avec la cybernétique.

b. Intelligence artificielle et informatique

I1 est important de préciser que 1’intelligence artificielle est aussi a distinguer de 1’informatique.
L’ Académie francaise définit I’informatique comme étant la « science du traitement rationnel
et automatique de l’'information » ou encore comme « [’ensemble des applications de cette
science. » [37]. 1l s’agit donc d’une science qui englobe une large gamme de technologies et
qui, comme nous I’avons énoncé précédemment, permet a I’intelligence artificielle d’exister en
étant son support. En retour, I’intelligence artificielle a permis le progres de I’informatique
(traitement de données, optimisation des processus, etc.) et promet de révolutionner ce domaine

a I’avenir [38].
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Classiquement, les méthodes en informatique permettent le traitement de nombres ou de textes
spécifiques, de fagon machinale et par le calcul. Celles-ci sont capables de suivre des
algorithmes"'ii rigides et achevés et ne sont donc généralisables qu’a une classe de problémes
semblables. En comparaison, les méthodes propres aux intelligences artificielles tentent de
mimer le raisonnement humain et sont par conséquent généralisables a des domaines et
contextes plus variables. Bien qu’elle emprunte a I’informatique ses procédés, une intelligence
artificielle est supposée affranchir un programme de la nécessité de suivre une méthode simple
et précise. Les intelligences artificielles sont capables de traiter des symboles, d’utiliser des
inférences, des heuristiques™ et des raisonnements y compris dans le cas ou ces derniers sont
incertains (ex. : jeu d’échecs, compréhension et traduction de texte, reconnaissance d’images,

diagnostic médical, etc.). En nous permettant un néologisme, nous pourrions presque nommer

I’intelligence artificielle : « informatique heuristique » [41].

¢. Apprentissage automatique et profond

Un éventail aussi large de finalités a engendré un vaste spectre de techniques pour parvenir a
celles-ci. Qui-plus-est, les mécanismes intellectuels qu’une tache implique peuvent s’avérer
nombreux, complexes, évolutifs et imprévisibles [42]. Les intelligences artificielles ont donc da
s’adapter en reposant sur des techniques de plus en plus élaborées et capables d’apprendre, c’est
ce que I’on appelle I’apprentissage automatique ou encore l’apprentissage profond. Ces
concepts sont souvent sujets aux amalgames alors qu’en réalité ils désignent, bien qu’ils soient

imbriqués, des choses différentes [43]:

- L’apprentissage automatique (ou machine learning) fait partie des techniques
employées dans le fonctionnement d’une forme particuliere d’intelligences artificielles.
Celui-ci permet a un programme d’apprendre a réaliser des taches pour lesquelles il
n’est pas programmé de fagon formelle. Au lieu d’indiquer explicitement des régles et
des actions a une architecture, I’apprentissage automatique permet a cette architecture

de prendre des décisions basées sur un apprentissage a partir de données. Cela présente

viii .’ Académie frangaise définit un algorithme comme suit : « Méthode de calcul qui indique la démarche a suivre
pour résoudre une série de problémes équivalents en appliquant dans un ordre précis une suite finie de régles. »
[39].

ix Selon le CNRTL (Centre National de Ressources Textuelles et Lexicales), une méthode heuristique procéde par

approches successives en éliminant progressivement les alternatives et en ne conservant qu'une gamme restreinte
de solutions tendant vers celle qui est optimale [40].
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I’avantage d’accroitre 1’efficience, 1’adaptabilité et la scalabilité* de ce programme.
Nous pouvons distinguer plusieurs formes d’apprentissage automatique que nous

développerons par la suite.

- L’apprentissage profond (ou deep learning) quant a lui désigne des techniques
employées dans le fonctionnement d’une forme plus récente et spécifique
d’apprentissage automatique. Ces techniques attribuent a un programme la capacité de
s’appuyer sur des neurones artificiels organisés en couches. Ces couches, en étant
interconnectées, forment ce que 1’on nomme un « réseau de neurones artificiels » et
tentent ainsi d’imiter le fonctionnement du cerveau humain. Cela permet a une
architecture d’effectuer des tiches souvent plus complexes qu’en apprentissage
automatique traditionnel, comme par exemple la reconnaissance d’image, de son, ou le
traitement du langage. Selon les données que 1’on fournit a ce réseau de neurones pour

son apprentissage, celui-ci sera plus ou moins adapté a une tdche ou une autre.

Ces techniques sont aussi a distinguer des intelligences artificielles qui englobent non
seulement I’apprentissage automatique et 1’apprentissage profond mais également 1’ensemble
des théories mathématiques et scientifiques ayant amené a leur élaboration. Schématiquement,
les intelligences artificielles incluent les techniques d’apprentissage automatique qui elles-

mémes incluent les techniques d’apprentissage profond (figure 2) [45].

Data
scienca
Artificial
inlelligence
Big data

Figure 2. Diagramme de Venn faisant figurer les relations entre la science des données, I’intelligence
artificielle au sens large, I’apprentissage automatique, ’apprentissage profond et les données massives.
(Reproduit avec la permission de I’éditeur Elsevier. Auteurs : P. Ignacio Dorado-Diaz et coll.) [46]

* Selon la Commission d'enrichissement de la langue, la scalabilité (ou extensibilit¢) désigne « [’aptitude d'un
produit ou d'un systéeme a fonctionner correctement, sans perdre ses propriétés essentielles, lors d'un changement
d'échelle d'un ou plusieurs parameétres » [44].
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d. Intelligence artificielle et science des données

La science des données, communément désignée par son anglicisme data science, regroupe
¢galement un ensemble d’outils et de techniques mais leur périmétre s’étend au-dela de celui
des intelligences artificielles [47]. Comme son appellation 1’indique, il s’agit d’une science
s’intéressant aux données et a leurs traitements. L apprentissage automatique s’appuie aussi en

partie sur les données, c’est pourquoi la science des données y est souvent associée.

Il ne faut cependant pas les confondre car, si I’apprentissage automatique est tourné vers les
mathématiques et la programmation spécifiques aux intelligences artificielles, la science des
données couvre un tout autre spectre. Ce spectre comprend notamment la collecte,
I’exploration, 1’analyse, la visualisation ainsi que les manipulations de données telles que
I’intégration ou la modification, mais aussi les techniques d’apprentissage automatique.
Quoiqu’il en soit, nous pouvons assurément affirmer que 1’apprentissage automatique et la

science des données ont mutuellement bénéficié des avancées de 1’un et de ’autre.

e. Définition internationale

Au cours des années 90, L’ISO*! (International Organization for Standardization) a publié la
série de normes ISO IEC 2382 visant a définir le vocabulaire relatif aux technologies de
I’information [48,49]. Parmi les définitions publiées, nous pouvions retrouver pour la premicre
fois celle de l’intelligence artificielle : « Capacité d’une unité fonctionnelle a exécuter des
fonctions généralement associées a l’intelligence humaine, telles que le raisonnement et
I’apprentissage. » [50]. La derniére mise a jour de cette définition par I’ISO a été publiée en
2015 : « Discipline qui traite des systemes informatiques capables d'exécuter des fonctions
généralement associées a l'intelligence humaine, telles que le raisonnement, l'apprentissage et

l'auto-amélioration. » [51].

X ’ISO  (International Organization for Standardization) est une organisation internationale non
gouvernementale, créée en 1947, dont les 167 membres sont les organismes nationaux de normalisation. Par ses
membres, 1’organisation réunit des experts qui mettent en commun leurs connaissances pour €laborer des normes
internationales d’application volontaire, fondées sur le consensus, pertinentes pour le marché, soutenant
I’innovation et apportant des solutions aux enjeux mondiaux [48].
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f. Définition européenne

En 2017, le CESE*! (Comité Economique et Social Européen) publie dans le Journal officiel
de 1'Union européenne un avis concernant les enjeux économiques et sociétaux relatifs aux
intelligences artificielles. Au sein de celui-ci, le CESE propose une définition de I’intelligence
artificielle : « Il n’existe pas de définition précise unique de I'IA. 1l s’agit d’'un concept qui
englobe un grand nombre de (sous-)domaines, tels que l'informatique cognitive (cognitive
computing. algorithmes qui raisonnent et apprennent a un niveau supérieur, c’est-a-dire plus
humain), I’apprentissage automatique (machine learning: algorithmes qui apprennent de
maniere autonome a réaliser des tdches), l'intelligence augmentée (augmented intelligence:
coopération entre [’homme et la machine) et la robotique intelligente (IA intégrée dans des
robots). L objectif principal de la recherche et du développement en matiere d’IA est toutefois
d’automatiser les comportements intelligents, entre autres la capacité de raisonner, de
collecter des informations, de planifier, d’apprendre, de communiquer, de manipuler, de

signaler et méme de créer, de réver et de percevoir. » [53].

g. Définition francaise

Dans le Journal officiel de la République frangaise, un arrété définissant plusieurs termes en
informatique est publié¢ le 27 juin 1989. Parmi les termes définis, nous pouvons retrouver
I’intelligence artificielle : « Discipline relative au traitement par l'informatique des
connaissances et du raisonnement. » Ce méme arrété définit également les systémes experts,
une forme d’intelligence artificielle capable de raisonner a partir de faits et de régles connues :
« Ensemble de logiciels exploitant dans un domaine particulier des connaissances explicites et

organisées, pouvant se substituer a un expert humain. » [54].

Xi Le CESE est un organe consultatif de 'UE qui se compose de représentants d'organisations de travailleurs et
d’employeurs et d’autres groupes d’intéréts. Il transmet des avis sur des questions européennes a la Commission,
au Conseil de ’'UE et au Parlement européen et sert ainsi de lien entre les instances de décision et les citoyens de
I'UE [52].
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h. Définitions académiques

Les enseignants-chercheurs n’ont pas été en reste lorsqu’il s’est agi de proposer des définitions

de I’intelligence artificielle. En voici quelques-unes :

-« La science et l’ingénierie visant a créer des machines intelligentes, particulierement

des programmes informatiques intelligents. » par John McCarthy (1927-2011) [55] ;

-« L’étude et la conception d’agents intelligents ; c’est-a-dire des systemes susceptibles
d’analyser leurs environnements pour faire des choix ou mener des actions dans le but
de maximiser leurs performances pour un objectif donné. » par Stuart Russell (né en

1962) et Peter Norvig (né¢ en 1956) [56] ;

-« La construction de programmes informatiques capables d'accomplir des taches qui

sont, pour l'instant, accomplies de facon plus satisfaisante par des étres humains. » par

Marvin Minsky (1927-2016) [57] ;

-« Etude des activités intellectuelles de I'homme pour lesquelles aucune méthode n'est a

priori connue. » par Jean-Louis Lauriere (1945-2005) [58] ;

-« Faire faire par une machine des taches que I'homme accomplit en utilisant son

intelligence » par Dominique Pastre [41].

3. Classification macroscopique

A T’instar des définitions, les classifications sont multiples et nous aborderons au cours de ce
manuscrit plusieurs d’entre elles. Parmi celles-ci, la classification qui caractérise les
intelligences artificielles selon 1’axe faible/forte (ou étroite/générale) est certainement la plus
simple a appréhender, celle-ci vise a différencier les intelligences artificielles selon leurs

capacités.
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a. Intelligences artificielles faibles

Les intelligences artificielles dites faibles (ou étroites) correspondent aux intelligences
artificielles telles que nous les connaissons a 1’heure actuelle. Elles peuvent étre de complexité
trés variable, les systémes faisant intervenir de 1’apprentissage automatique ou profond entrent
notamment dans cette catégorie [59]. Celles-ci représentent une technologie, dite
« automatique », qui tente de simuler I’intelligence humaine dans un domaine d’expertise
spécifique. Elles ont vocation a assister les humains dans leurs tAches en exécutant des fonctions
bien définies et en nombre limité [60]. Leur fonctionnement repose sur la transformation de
données en informations exploitables par le biais de calculs et de prédictions effectués par des
modeles. Elles sont en particulier employées pour automatiser des taches fastidieuses ou
effectuer des analyses complexes. Bien qu’autonomes, ces intelligences artificielles sont
incapables d’avoir une compréhension globale de ce qu’elles effectuent ou de développer une
conscience. Nous sommes, a I’heure actuelle, incapables de développer des réseaux de neurones
équivalents a un cerveau humain tel qu’il est décrit par les sciences cognitives et les
neurosciences. Par conséquent, elles présentent des capacités d’adaptation limitées et exigent
d’étre réajustées pour accomplir des taches allant au-dela de leur rdle initial. Si certaines
d’entre-elles semblent parfois atteindre un niveau de raisonnement comparable a celui des
humains, il ne s’agit en réalit¢ que de I’exécution d’un ensemble limité de fonctions pré-

programmeées [61].

A ce jour, seule cette forme d’intelligences artificielles a pu étre créée et déployée (ex. :
AlphaGO, Siri, ChatGPT, voitures autonomes, fils d’actualité et suggestions d’amis sur les
réseaux sociaux, filtres anti-spam des boites mails, aide a la décision, domotique*, etc.). Si des
systémes aussi complexes et performants sont qualifiés de « faibles», a quoi pourrait

ressembler une intelligence artificielle « forte » ?

b. Intelligences artificielles fortes

L’intelligence artificielle dite « forte » (appelée aussi générale ou encore véritable) est un type
d’intelligence artificielle polyvalente, capable d’exécuter des taches intellectuelles variées et
couvrant un large périmétre de domaines avec la méme approche intellectuelle qu’un humain

[61]. L’un des avantages majeurs des intelligences artificielles fortes est qu’elles nécessiteraient

Xi Le dictionnaire Larousse définit la domotique comme suit : « Ensemble des techniques visant a intégrer a
I'habitat tous les automatismes en matiere de sécurité, de gestion de l'énergie, de communication, etc. » [62].
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peu de temps pour étre formées a accomplir leurs taches et qu’elles seraient donc capables
d’atteindre rapidement un haut niveau de qualification. Si I’intelligence artificielle faible tente
de simuler la cognition humaine, I’intelligence artificielle forte, quant a elle, vise a atteindre la
véritable cognition humaine [63]. Théoriquement, celles-ci seraient en mesure, tel un humain,
de mener une réflexion approfondie et globale, de raisonner analogiquement et
métaphoriquement, d’apprendre, de percevoir, de planifier, d’interagir avec leur
environnement, de communiquer, de résoudre des énigmes, d’étre créatives, d’anticiper, de
porter des jugements, de prendre du recul sur leurs actions, de plaisanter ou méme de ressentir
des émotions et développer une conscience (machines a prise de conscience de soi) voire une
sapience™” [65]. Nous employons ici le terme « théoriquement » car, bien que de nombreux
chercheurs de par le monde tentent de concevoir une intelligence artificielle forte, il n’en existe
a ce jour aucun exemple réel [66]. En effet, c’est surtout par le biais de la science-fiction que
nous pouvons entrevoir ce a quoi elle pourrait ressembler (ex. : Blade Runner, Ex machina,
Her, Black Mirror, Westworld, [’Odyssée de l’espace, Terminator, A.1. Intelligence artificielle,
Real Humans). Ces ceuvres entretiennent le mythe de ’intelligence artificielle forte, en abordant
notamment les enjeux éthiques et moraux que celle-ci impliquerait, et vont méme parfois

jusqu’a imaginer une machine supérieure a I’homme : la superintelligence artificielle [67].

Selon certains spécialistes, la premicre intelligence artificielle forte pourrait voir le jour entre
2030 et 2045 [68]. Cependant, d’autres experts prédisent que cela arrivera plutot au cours du
prochain siécle et d’autres encore estiment qu’atteindre cet objectif pourrait s’avérer impossible
[69]. Enfin, certains théoriciens affirment qu’une intelligence artificielle forte aurait
probablement besoin de suivre le méme processus de développement que les humains avant
d’atteindre son plein potentiel. En passant par plusieurs stades de développement, celle-ci
développerait ses capacités par 1’apprentissage au fil des interactions et des expériences, ce qui
nécessiterait un temps considérable. Il s’agit manifestement d’un sujet clivant, d’autant plus
qu’il n’existe pour le moment aucun consensus sur les éléments permettant d’identifier avec

certitude qu’une intelligence artificielle est forte.

XV e CNRTL définit la sapience comme suit : « Sagesse de celui/celle qui posséde le savoir, la science a un degré
éleve ainsi que les qualités de jugement, d'habileté, de raison, de prudence. » [64].
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4. Deux courants rivaux mais complémentaires

En nous focalisant sur I’intelligence artificielle qui opére de nos jours, c’est-a-dire I’intelligence
artificielle faible, nous pouvons distinguer deux courants qui s’affirment au cours de son

histoire : I’intelligence artificielle symbolique et 1’intelligence artificielle connexionniste.

a. Intelligence artificielle symbolique

L’intelligence artificielle est vue par certains comme étant une science de 1’ingénieur. Selon
cette vision, le propos de I’intelligence artificielle est de parvenir a habiliter avec succes des
machines a effectuer des taches ou des activités considérées comme intelligentes en y intégrant
des agents s’articulant autour de connaissances acquises et d’un raisonnement formel. Nous
parlons ici de DI'intelligence artificielle symbolique (approche logiciste), que I’on retrouve
notamment dans les systémes experts et les moteurs de regles™. Ces programmes peuvent
s’avérer trés performants lorsqu’il s’agit de reproduire des taches intellectuelles suivant une
logique spécifique batie selon des regles prédéfinies, leurs capacités d’adaptation et
d’apprentissage sont en revanche trés limitées voire nulles. L’un des avantages notables des
intelligences artificielles symboliques est que celles-ci bénéficient d’une bonne explicabilité

car leur logique peut étre décortiquée [71].

b. Intelligence artificielle connexionniste

D’autres voient ’intelligence artificielle davantage comme une science cognitive dans le sens
ou celle-ci se rattacherait a 1’étude des mécanismes de 1’intelligence, a 1’identification et a la
reproduction du raisonnement humain. Il s’agit d’une approche visant a émettre des théories et
modeles capables de mimer le raisonnement tels que les modeles mentaux ou les réseaux de
neurones. Le terme « cognitif » se rapporte a la notion d’apprentissage, a ses processus et a son
role dans I’intelligence. Il s’agit de D’intelligence artificielle connexionniste (approche
neuronale), aussi nommée intelligence artificielle numérique, qui se concrétise a travers
I’apprentissage automatique. Il s’agit d’outils puissants, adaptables et capables d’apprendre

mais dont I’explicabilité est limitée bien que cela soit trés variable selon les modeles [72].

¥ L’entreprise IBM définit un moteur de reégles comme suit : « Un moteur de régles est un module qui automatise
la gestion de certains processus trés variables. Le concept fondamental consiste a séparer les objets concernés
par les processus de la logique qui met en ceuvre ces processus. La logique est définie en écrivant des régles. Pour
chaque processus, le moteur de régles reconnait les régles a appliquer et les objets sur lesquels elles fonctionnent.
En cas de variation de la logique, les régles peuvent varier sans intervention dans l'architecture du systeme. »
[70].
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c¢. Qu’en est-il de nos jours ?

Ces deux approches ont vécu leurs heures de gloire et leurs heures difficiles de fagon alternée
depuis les années 50 [73]. A I’aube des premiéres intelligences artificielles, c¢’est I’approche
symbolique qui avait le vent poupe, la tendance s’est inversée par la suite. En effet, bien qu’elles
persistent toutes deux aujourd’hui, nous constatons une perte de vitesse significative pour
I’intelligence artificielle symbolique depuis les années 90. La hausse exponentielle des
puissances de calcul et des quantités de données a permis a I’intelligence artificielle
connexionniste de se développer a pas de géant, notamment les réseaux de neurones dans toutes
leurs applications. Pourtant, les intelligences artificielles symboliques et les intelligences
artificielles connexionnistes ne sont pas antagonistes en soi, elles furent davantage des rivales
du point de vue des financements que pour des raisons fonctionnelles (figure 3). De fait, nous
pouvons déja observer les prémisses d’une intelligence artificielle « neuro-symbolique » qui

réunirait le meilleur de ces deux approches [74].
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Figure 3. Subdivision du domaine de I’intelligence artificielle selon deux approches : symbolique et

connexionniste (Reproduit avec la permission de la revue The Journal of Nuclear Medicine. Auteurs : Felix Nensa et
coll.) [75]

Le chemin fut long avant que nous puissions nommer, définir 1’intelligence artificielle et en
¢tablir une classification. Et, bien que celles que nous avons présentées soient considérées
aujourd’hui comme pertinentes, nous constaterons que les méthodes employées en intelligences
artificielle sont tres diverses et font également 1’objet de catégories. Voyons a présent comment

les contours de I’intelligence artificielle se sont dessinés jusqu’a notre époque.
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II.  Origines et émergence : de I’idée a la technique

Durant des millénaires, les notions de raisonnement et d’intelligence ont été¢ le sujet de
nombreuses réflexions et débats [76]. Les imaginaires de toutes civilisations, nourris par la
fascination, n’ont cessé de se questionner sur les origines et le fonctionnement de cette capacité
dont I’humain est doté. Ces questionnements ont immanquablement marqué les mythes, les
croyances et les aspirations de ces civilisations, et ainsi 1’idée d’objets doués d’intelligence ou
d’autonomie fit surface. Nous verrons lors de cette premicre partie que le domaine de
I’intelligence artificielle va au-dela de I’imaginaire puisqu’il tente non seulement de
comprendre les entités intelligentes mais également d’en construire. Nous verrons que malgré
son caractere moderne, le concept d’intelligence artificielle a des racines ancrées dans notre
antiquité. Aussi, a travers cette rétrospective, nous constaterons qu’au fil des années il s’est
dégagé quatre écoles de pensées majeures concernant la définition d’une intelligence
artificielle. Ces quatre approches, différentes mais complémentaires, s’articulent autour de deux

dimensions : penser/agir et performances humaines/rationalité [77].

1. Le mythe d'une machine intelligente (Antiquité - 1950)

a. Antiquité

A D’Antiquité déja, nous retrouvons des mythes et croyances faisant écho au concept
d’intelligence artificielle (figure 4). Dans 1'lliade, épopée de la Gréce antique dont la création
est estimée entre 750 et 700 av. J.-C., le dieu du feu Héphaistos avait créé des objets capables
d’autonomie (ex. : tables a trois pieds). Parmi la multitude de personnages ayant insuffl¢ cette
capacité, nous pouvons également citer Dédale (créateur de Talos, un géant de bronze défenseur
de la Crete), Pygmalion (créateur d’une statue qu’Aphrodite amena a la vie), Zeus (créateur de

Pandore, la premiere femme) ou encore Prométhée (créateur des humains) [78].
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Figure 4. Différents mythes faisant écho a ’intelligence artificielle de par le monde (Reproduit selon les
termes de la licence CC BY 4.0. Auteurs : Haroon Sheikh et coll.) [78]

La légende du Golem, un étre artificiel fait d’argile mais capable de s’animer et se mouvoir, est
mentionnée pour la premiere fois dans la Bible hébraique (psaumes 139:16) dont la datation
traditionnelle estime 1’écriture vers 460 av. J.-C. [79]. Dans un registre similaire, la mythologie
nordique conte la 1égende d’ Hrungnir qui aurait combattu Thor en étant assisté de Mokkurkalfe,
une forme de vie artificielle faite d’argile [80]. Le vrai classique du vide parfait, recueil de
fables philosophiques et d’aphorismes attribué¢ au philosophe chinois Lie Zi, relate notamment
une histoire mettant en scéne un automate capable entre autres de marcher, se baisser, se
redresser et chanter sur commande [81]. La Lokapannatti (« Description du Monde » en pali), un
texte issu de la tradition bouddhiste, évoque les reliques de Buddha que I’empereur Ashoka souhaite
réunir, celles-ci sont protégées par des gardes mécaniques [82]. Les djinns (« génies » en arabe)
sont des créatures décrites dans la mythologie arabique et la théologie islamique comme étant

douées d’un libre-arbitre et d’une intelligence similaire a celle des humains [83].

Dans la Gréce antique, le philosophe Aristote (384-322 av. J.-C.) et le mathématicien Euclide
(environ 300 av. J.-C.) formalisent les fondements de la logique telle qu’elle sera employée
dans le domaine des intelligences artificielles a partir du XXéme siecle. En étudiant les procédés
des raisonnements et en proposant des structures argumentatives irréfutables (ex. :
syllogismes*" dont la conclusion est vraie si la prémisse est vraie), Aristote est a 1’origine de
cette grande discipline de la philosophie que I’on nomme « la logique » [85]. « Socrate est un
homme, tous les hommes sont mortels, donc Socrate est mortel. » est probablement le plus
célebre des syllogismes [86]. Les apports d’Euclide quant a eux sont spécifiques aux
mathématiques, ceux-ci sont présentés dans son trait¢é mathématique et géométrique

Eléments qui présente notamment le premier algorithme connu [87].

i’ Académie frangaise définit un syllogisme comme suit : « Raisonnement composé de trois propositions, la
majeure, la mineure et la conclusion. » [84).
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b. IXéme siécle

Au cours du IXéme siécle, le mathématicien Al-Khwarizmi systématise les algorithmes en
réunissant et en classifiant ceux-ci. Le terme « algorithme » tient d’ailleurs ses origines de son
nom (Al-Khwarizmi), qui signifie « 'homme de Khwarizm », une ville située dans I'actuel
Ouzbékistan [88]. Les algorithmes deviendront un outil primordial dans de nombreux domaines

dont ’intelligence artificielle.

¢. XVIéme siecle

Au XVIeme siecle, la compréhension des mécanismes physiques et des fonctions corporelles
s’accélere grace aux avancées dans les domaines de la mécanique et de la médecine. Les
découvertes et les expériences menées par des scientifiques tels qu’ Andreas Vesalius, William
Harvey et Leonardo da Vinci, contribuent a une meilleure compréhension de la structure et du
fonctionnement des organes du corps humain [89,90]. Ces avancées induisent de nouvelles
réflexions concernant la conception de machines intelligentes capables de reproduire le

fonctionnement des organes humains.

Thomas Harriot, mathématicien et astronome anglais, met au point des systémes de numération
non décimaux, dont le binaire qui sera le fondement du développement des ordinateurs

modernes [91].

d. XVIleme siecle
Au XVlIleme siecle, René Descartes donne naissance a la these métaphysique d’un « animal-
machine », selon laquelle le comportement des animaux serait semblable aux mécanismes des
machines [92].
Gottfried Wilhelm Leibniz, un philosophe, mathématicien et scientifique allemand, développe

en 1671 I’ancétre de la calculatrice moderne, une machine a calculer fonctionnant a I’aide d’un

systéme de roues dentées [93]. En outre, il met en avant I’idée du codage binaire en 1679 [94].
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e. XVIlléme siéecle

En 1737, Jacques Vaucanson crée le fluteur, premier automate*' connu de I’histoire. Celui-ci
¢tait capable de jouer automatiquement plusieurs airs de musique différents. En 1739, il
présente au public une autre de ses inventions : le canard digérant capable de se déplacer,

s’alimenter, digérer et cancaner a I’image d’un véritable canard [96].

Julien Offray de La Mettrie, médecin et philosophe, publie en 1748 un ouvrage nommé
[’homme-machine inspiré par I’animal-machine de René Descartes mais adoptant une vision
plus déterministe et matérialiste. Dans cet ouvrage, Julien Offray de La Mettrie revendique le

parallele entre les étres vivants et la mécanique des machines [97].

En 1769, le baron Wolfgang von Kempelen congoit 1'un des plus célebres tours de
prestidigitation : 1’automate joueur d’échecs (aussi appelé Turc mécanique), un automate qui
impressionne par sa capacité a affronter et vaincre un adversaire aux échecs (figure 5). En réalité
une personne était dissimulée dans le mécanisme, il s’agissait donc d’un leurre mais celui-ci a

contribué a susciter I’idée des automates dans 1’imaginaire collectif [98].

Figure 5. Mécanisme interne du Turc mécanique

Au cours du XVIIIéme siécle, un document nommé ludus melothedicus dont I’auteur est
anonyme est découvert a la Bibliothéque Nationale de France (figure 6). Ce manuscrit présente
une méthode mathématique permettant d’automatiser la composition de menuets par le biais

d’un ensemble de regles et de lancements de dés [99].

il e dictionnaire Larousse définit un automate comme suit : « Machine qui, par le moyen de dispositifs
mécaniques, pneumatiques, hydrauliques, électriques ou électroniques, est capable d'actes imitant ceux des corps
animés. (pris souvent dans le sens d'androide.) » ou « Machine et mécanisme automatiques, utilisés par exemple
pour la peinture et le soudage dans l'industrie automobile. » [95].
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Figure 6. Menuet composé a partir du ludus melothedicus, extrait d’un compte rendu de réunion tenue le
31 janvier 1964 et portant sur la composition de la musique a I’aide de machines a calculer [100]

f. XIXeéme siéecle

C’est au XIXeme siecle que la logique, discipline philosophique initiée durant la Gréce antique,
se modernise avec notamment 1’aboutissement de 1’idéographie, un langage visant a représenter
la logique mathématique. C’est Gottlob Frege, un mathématicien, logicien et philosophe
allemand, qui publie pour la premiére fois en 1879 un ouvrage portant sur 1I’idéographie (figure
7). Celui-ci sera suivi en 1884 par Les Fondements de l'arithmétique, du méme auteur, qui

approfondit ce concept [101].

Figure 7. Notation employée par Gottlob Frege (Reproduit selon les termes de la licence CC BY-NC-ND 4.0.
Auteur : Bruno Leclercq.) [102]

g. XXeéme siécle

En 1912, Leonardo Torres Quevedo, ingénieur des travaux publics, mathématicien, physicien
et inventeur espagnol, rend réalité la mise en scéne de Wolfgang von Kempelen en inventant

El Ajedrecista, considéré comme étant le premier véritable automate joueur d’échecs [103].
Neuf ans plus tard, le terme « robot » est employé publiquement pour la premiére fois lorsque

la piece de théatre nommée R.U.R (Rossum’s Universal Robots) est jouée a Prague [104]. Cette

ceuvre, écrite par 1’auteur tchécoslovaque Karel Capek, met en scéne un futur dystopique ot
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des machines a I’apparence humaine prennent le dessus sur I’humanité. Le mot « robot » ne fut

pas choisi au hasard par son auteur car robota signifie « corvée » en tcheque [105].

Durant les années 30, Kurt Godel, Alonzo Church, Jacques Herbrand et Alan Turing, a travers
leurs travaux en tant que mathématiciens, progressent dans I’automatisation des calculs et

raisonnements [106].

Konrad Zuse, ingénieur allemand, crée en 1941 le Z3 (Zuse 3), premier calculateur
programmable en binaire et a virgule flottante fonctionnel. Il convertira les régles du jeu

d’échecs en programme pour la premiére fois en 1945 [107].

Isaac Asimov et John Campbell, auteurs de science-fiction, formulent des lois auxquelles les
robots présents dans leurs romans doivent obéir. Celles-ci, que 1’on nomme aujourd’hui les
« trois lois de la robotique » ou encore les « trois lois d’Asimov », sont présentées pour la
premiére fois en 1942 dans la nouvelle Runaround [108] :
- Un robot ne peut porter atteinte a un étre humain ni, restant passif, permettre qu'un étre
humain soit exposé au danger ;
- Unrobot doit obéir aux ordres que lui donne un étre humain, sauf'si de tels ordres entrent
en conflit avec la premiére loi ;
- Unrobot doit protéger son existence tant que cette protection n'entre pas en conflit avec

la premiére ou la deuxieme loi.

En mai 1942, Frank Fremont-Smith souhaitant encourager I’interdisciplinarité, notamment
entre les sciences dites « exactes » et les sciences humaines et sociales, organise une réunion
sur le sujet de I’inhibition cérébrale. Cette réunion interdisciplinaire s’averera fondatrice pour
le domaine de D’intelligence artificielle car celle-ci rassemble plusieurs personnalités qui
contribueront grandement a 1’émergence de cette discipline : Warren McCulloch et Arturo
Rosenblueth (neurobiolologistes et physiciens), Margaret Mea et Gregory Bateson
(anthropologues), Lawrence Kubie (psychiatre et psychanalyste), Milton Erickson (psychiatre
et psychologue), Howard Liddell (psychologue), et bien d’autres. Ce premier événement, qui
préfigurera les conférences de Macy, a donné lieu a des échanges informels autour de plusieurs
sujets tels que le fonctionnement de la pensée humaine, I’hypnose ou le réflexe conditionné

[109].
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Warren McCulloch, présent a cette réunion, ainsi que Walter Pitts proposent en 1943 le tout
premier modele mathématique et informatique du neurone biologique basé sur leurs propriétés
connues a I’époque. Il s’agissait 1a d’un modele simple, binaire, c'est-a-dire dont la sortie vaut
0 ou 1. Cette proposition sera a 1’origine des premicres constructions de perceptrons et réseaux

de neurones artificiels [110].

En conséquence de la réunion sur I’inhibition cérébrale, s’est déroulée une trés célebre série de
conférences portant sur la cybernétique appelées aujourd’hui « Conférences de Macy » [111].
Celles-ci, dont la coordination scientifique était confiée a8 Warren McCulloch, furent au nombre
de dix et se sont tenues entre 1946 et 1953, rassemblant ainsi la plupart des acteurs qui allaient
jouer un role important en ingénierie de I’intelligence et en sciences cognitives [112]. Ces
participants étaient issus des sciences « exactes » et des sciences humaines et sociales a 1’instar
de la réunion sur I’inhibition cérébrale. L’objectif de ces conférences était d’élaborer et
alimenter une théorie générale du fonctionnement de la pensée humaine. Cet objectif de départ
ne sera pas atteint, néanmoins ces conférences thématiques ont malgré tout permis de
grandement approfondir les sujets qui y ont été abordés. Ces conférences ont également eu
comme conséquence de former deux communautés aux visions différentes. La premicre était
enthousiaste a I’idée de simuler les processus cognitifs par le biais de machines digitales tandis
que I’autre souhaitait analyser ces processus en tenant compte des dimensions émotionnelles et
sociales [113]. Des lors, trois questions majeures sont soulevées :

- Comment un de nos sens pourrait-il étre simulé, en particulier la vue (reconnaissance et
traitement des images) et 1’ouie (reconnaissance et traitement des sons) ?

- Comment un joueur pourrait-il devenir imbattable ? Les échecs en particulier ont été et seront
un terrain ludique approprié a 1’étude de cette problématique. Parmi les notions soulevées par
celle-ci, nous pouvons citer la théorie des jeux dont les fondements ont été décrits durant les
années 1920 et qui est toujours appliquée actuellement a des domaines divers (ex. : I’analyse
comportementale durant la crise sanitaire due a la COVID-19) [114].

- Comment le processus de recherche d’un scientifique pourrait-il étre simulé ? Cette question
s’appliquera dans un premier temps au calcul formel, c’est-a-dire a la démonstration de

théorémes mathématiques.
En 1943, I'armée américaine commande un calculateur entiérement électronique afin d'effectuer

des calculs de balistique [115]. Celui-ci sera achevé en 1945 et nommé ENIAC (Electronic

Numerical Integrator and Computer) [116].
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En 1948, Claude Shannon publie un article nommé A Mathematical Theory of Communication
dans lequel il expose la théorie de l'information. Appliquée a la télécommunication, cette
théorie permet de quantifier, a travers une approche probabiliste, le contenu moyen en
information d’un ensemble de messages. Dans cet article, Claude Shannon identifie les
¢léments basiques d’un systéme de communication : source d’information, transmetteur, canal,
bruit, récepteur, destinataire (figure 8). Il introduit également le bit comme unité d’information

[117].

Information
Source Transmitter Receiver Destination

- .
- -

Signal Received
Signal
Message Message

Moise
Source

Figure 8. Schéma d’un systéme de communication selon Claude Shannon [117]

En 1949, il publie un autre article nommé Programming a computer for playing chess dans
lequel il analyse et met en avant des techniques et algorithmes formant la base des programmes
d'échecs développés par la suite [118]. Il construit également un automate composé de 150 relais

¢lectromécaniques permettant de jouer aux échecs [119].

Ces avancées de la cybernétique ont jusqu’alors grandement contribué a 1’industrialisation.
Dans les années 50, les chaines de montage étaient déja en mesure de saisir des objets (outils,
vis, etc.) et de les assembler (ex. : production de véhicules motorisés) [120]. Mais ces systémes
présentaient des limites puisque ceux-ci étaient incapables de s’adapter aux variations de leur
environnement, par exemple si la position des objets a saisir était différente de celle prévue par
le programme. Les besoins industriels des uns ainsi que la curiosité scientifique des autres ont
suscité des questionnements a ce sujet, en I’occurrence s’il était envisageable de permettre aux
programmes informatiques contenus au sein de ces automates de prendre en considération ces
variations de I’environnement et de s’adapter a celles-ci. Cette perspective du passage de la
robotique que 1’on connaissait a une machinerie douée d’adaptabilité a motivé les discussions
autour des techniques susceptibles de doter les machines de comportements intelligents et de
I’évaluation de cette intelligence. Les premicres idées consistaient a apporter de la connaissance
sous forme de données autour de la tiche a résoudre afin de permettre au programme d’effectuer

une forme d’apprentissage [121].
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Alan Turing, fameux mathématicien britannique ayant déchiffré le code Enigma utilis¢ par
I’Allemagne durant la seconde guerre mondiale, publie en 1950 Computing Machinery and
Intelligence [122]. Cet article a notamment pour but de répondre a la question « Les machines
peuvent-elles penser ? » et propose ainsi une définition opérationnelle de I’intelligence a travers
ce que I’on appelle aujourd’hui le test de Turing [123]. Le test de Turing évalue la capacité
d’une machine a imiter le comportement humain, telle que jugée par un autre humain en
aveugle. Une machine (A) réussit le test de Turing lorsqu’un humain (C) n’est plus en mesure
de distinguer la différence entre le comportement de cette machine (A) et celui d’un humain
(B) sur une tache similaire (figure 9). Ici, c’est donc la vision « agir comme les humains » qui
est mise en abstraction en souhaitant faire appliquer par une machine la gestion de
connaissances, le raisonnement, le langage, I’apprentissage, la perception et la manipulation
d’objets [77]. Les modalités de réussite du test varient donc selon la tiche en question [124]. Par
exemple, pour réussir le test dans le cadre d’un échange verbal, une machine doit étre capable
de répondre aux questions posées par un controleur humain et ce dernier doit étre dans
I’incapacité d’affirmer si les réponses fournies par la machine proviennent d’un humain ou d’un

programme informatique. Cela impliquerait que le programme possede les capacités suivantes

- La représentation des connaissances, permettant au programme de stocker les
informations qui lui sont fournies ou qu’il acquiére ;

- Le raisonnement automatis¢, permettant au programme de faire usage des informations
mémorisées afin d’aboutir a des conclusions et de répondre aux questions ;

- Le traitement du langage naturel, permettant au programme de communiquer ;

- L’apprentissage, conférant au programme la capacité de s’adapter a différentes

situations, d’identifier des constantes et de les extrapoler.

>

]

I

[

Figure 9. Illustration du test de Turing (Reproduit selon les termes de la licence CC BY 2.5. Auteurs : Juan Alberto
Sanchez Margallo. https://commons.wikimedia.org/wiki/File: Turing test_diagram.png)
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Il est important de noter qu’afin d’assurer que le jugement du contrdleur humain ne soit pas
influencé, le test de Turing proscrit les interactions physiques directes entre ce controleur et la
machine passant le test. Ceci est acceptable méthodologiquement car la stimulation physique
n’est pas considérée comme indispensable pour évaluer I’intelligence. Cependant, afin de
satisfaire I’ensemble des criteres évalués par le test de Turing, la machine testée devrait
¢galement étre capable de :

- Percevoir des objets a 1’aide d’un dispositif de vision artificielle ;

- Manipuler des objets et se déplacer (robotique).
Pour ce faire, le test de Turing complet peut étre mis en ceuvre en permettant au controleur
d’émettre un signal vidéo et de remettre des objets matériels, ce qui lui permettrait de tester les

capacités perceptives et motrices du sujet [125].

Le test de Turing a donc été considéré pour évaluer la capacité de penser et I’intelligence d’une
machine. Cependant, lorsqu’une machine réussit le test, peut-on pour autant affirmer de fagon
absolue que cette machine est douée d’intelligence ? En réalité, le test de Turing présente des
faiblesses. De nombreux experts du domaine, tels que Gary Marcus par exemple, ont vivement
critiqué la fiabilité de ce test en affirmant que celui-ci était essentiellement en mesure de mettre
en évidence la disposition de 1’esprit humain a étre dupé [126]. Le test suppose qu’un contrdleur
humain est capable de determiner si une machine peut « penser » en comparant ses réactions
aux réactions d’un humain. Cette supposition sur laquelle le test se base est sujette a plusieurs
problématiques : la fiabilité du jugement du contrdleur, la pertinence d’une comparaison entre
une machine et un humain (certains comportements humains peuvent étre considérés comme
non intelligents et certains comportements considérés comme intelligents sont inhumains), et

le fait de comparer uniquement les réactions (figure 10).

Human behavior Intelligent behavior

Unintelligent

human
behavior

Figure 10. Diagramme de Venn illustrant ’une des faiblesses du test de Turing
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Malgreé ces faiblesses, Alan Turing a accompli la prouesse de concevoir a I’aube des premiéres
intelligences artificielles un test qui est encore aujourd’hui considéré comme une référence. En
effet, les six capacités qu’évalue le test constituent actuellement les composantes majeures de

I’intelligence artificielle appliquée [41].

2. Naissance des premiers programmes d’intelligence artificielle (1950 -

années 1970)

Si durant la premiére moitié du 20°™ siécle le concept d’intelligence artificielle s’est dessiné,
c’est durant la deuxieme moitié que le terme sera érigé et que I’on verra naitre les premiers
programmes d’intelligence artificielle ayant pour objectif de faire réaliser a des machines, en

mimant 1’activité cérébrale, des taches jusqu’alors accomplies uniquement par des humains.

C’esten 1951 que Marvin Minsky et Dean Edmunds construisent le SNARC (Stochastic Neural
Analog Reinforcement Calculator), le premier réseau de neurones artificiels. Celui-ci vise a
simuler, a I’aide de diodes, un rat a la recherche de nourriture dans un labyrinthe. Elaboré a
I’aide de 3000 tubes électroniques, ce réseau de neurones est composé de 40 neurones et de
synapses capables de modifier leur pondération selon qu’un choix aboutisse sur un succes ou

un échec [127].

En 1952, Arthur Samuel écrit un programme de jeu de dames fonctionnel sur I'/BM 701, le
premier ordinateur commercialisé par la compagnie IBM (International Business Machines
Corporation) [128]. 11 élaborera par la suite une version capable d’apprendre qu’il terminera en
1955 et présentera a la télévision en 1956 [129]. Arthur Samuel se lance alors le défi d’apprendre
al’IBM 701 a le battre au jeu de dames. Malgré la simplicité des régles du jeu, il existe pres de
500 milliards de milliards (5 x 10?°) de situations différentes [130]. Il serait trés long et difficile
de programmer chacune de ces situations ainsi que les différentes réponses de 1’ordinateur a
celles-ci. Pour pallier a cette complexité, Arthur Samuel eut 1’idée de jouer contre I’ordinateur
un trés grand nombre de fois puis d’utiliser le résultat des parties (victoire/défaite) afin
d’attribuer une probabilité de victoire en jouant un coup donné dans une situation donnée (figure
11). L’aboutissement de ce programme sera atteint en 1959 puisque, cette année-la, Arthur
Samuel réalise un programme capable de jouer aux dames et d’apprendre en ajustant ses
coefficients au fil de I'expérience. Sa consécration aura lieu en 1962 puisque ce programme
vaincra le champion du Connecticut [131]. Il s’agira de la premiére fois qu’un programme est
capable de concurrencer I’intellect humain. En raison de ces travaux, Arthur Samuel est

aujourd’hui considéré comme 1’un des peres fondateurs de 1I’apprentissage automatique.
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Figure 11. Arthur Samuel jouant aux dames avec un ordinateur IBM (© /BM) [129]

Parallelement, en 1954, Allen Newell a pour projet de développer un programme de jeu
d'échecs, plus complexe encore a programmer que le jeu des dames [132]. Pour atteindre son
objectif, il s’entourera de John Clifford Shaw, Herbert Simon et de psychologues, dont Adriaan
de Groot qui a étudi¢ de grands joueurs d'échecs. Cette collaboration aboutira en 1956 a la
création du langage IPL (Information Processing Language), intégrant comme fonctionnalité
la manipulation des informations symboliques™! [134]. Ce langage a notamment initié le
concept de traitement de listes et peut étre considéré comme le prédécesseur d’un langage qui
sera grandement employé dans la recherche en intelligence artificielle : le langage LISP (/ist

processing), créé par John McCarthy et dont la premiére version date de 1958 [135].

Allen Newell, John CIliff Shaw et Herbert Simon vont également écrire un programme
informatique entre 1955 et 1956 nommé le Logic Theorist [136]. 1l s’agira 1a du premier
programme de démonstration en logique des propositions®*, considéré ainsi comme étant le
premier programme d’intelligence artificielle [127]. Celui-ci est capable de résoudre des
problémes en employant des raisonnements similaires a ceux d’un étre humain. Il a démontré
ces capacités en prouvant 38 des 52 théorémes des Principia Mathematica™ [139]. Ce
programme fut présenté lors de la conférence de Dartmouth, une conférence considérée par
beaucoup comme étant le lieu de naissance de I’intelligence artificielle.

Initiée par des chercheurs en mathématiques et en informatique (John McCarthy, Marvin

Minsky, Nathaniel Rochester et Claude Shannon), c’est lors de 1’été 1956 que cet atelier

il En programmation informatique, un symbole est une étiquette apposée sur certains éléments du code objet ou
d'un arbre syntaxique abstrait, permettant de les identifier sous cette forme transformée du code source [133].

XX La logique des propositions est un langage formel constitué d’une syntaxe et d’une sémantique. La syntaxe
décrit I’ensemble des formules qui appartiennent au langage. La sémantique permet de donner un sens aux

formules du langage [137].

* Les Principia Mathematica sont une ceuvre d'Alfred North Whitehead et Bertrand Russell publiés en trois
volumes entre 1910 et 1913. Cette ceuvre a pour sujet les fondements des mathématiques [138].
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scientifique a lieu @ Dartmouth aux Etats-Unis [140]. Durant huit semaines, cette réunion de
travail réunit 20 participants issus de différentes disciplines, dont quatre participants majeurs
des conférences de Macy (Warren McCullogh, Julian Bigelow, Claude Shannon et Ross
Ashby). C'est lors de cette conférence que John McCarthy convainc l'auditoire d’adopter
I'expression « intelligence artificielle » pour désigner une machine dotée d'un « esprit »
semblable a ’humain. La lumiére est ainsi projetée vers les sciences cognitives qui sont alors
per¢ues comme le carrefour de rencontre entre la psychologie expérimentale et les modeles
informatiques algorithmiques, ceci dans le but de décrire avec précision et rigueur le
fonctionnement de I’esprit humain : « penser comme les humains » [77]. John McCarthy
prononcera également en amont de cette conférence une phrase qui cristallisera cette approche
cognitive : « Toute activité intellectuelle peut étre décrite avec suffisamment de précision pour
étre simulée par une machine » [141]. C’était une vision avant-gardiste et trés ambitieuse car
celle-ci implique d’explorer 1’activité cérébrale a une époque ou les connaissances sur ce sujet
sont tres limitées. Quoiqu’il en soit la discipline était officiellement née, une discipline
réunissant 1’informatique, 1’électronique et les sciences cognitives, avec ses références
bibliographiques et comme toute discipline qui s’affirme ses controverses. De nos jours, les
sciences cognitives et les intelligences artificielles ne sont plus confondues et sont considérées
comme ¢étant des disciplines distinctes tant les progres réalisés dans ces deux domaines sont

importants.

John Mc Carthy présente également, a la conférence de Dartmouth, le principe d'élagage alpha-
béta, un algorithme d'évaluation. C’est en 1958 que ce principe est mis en pratique pour la
premiere fois par NSS (Newell-Shaw-Simon), un programme de jeu d’échecs présentant la
méme structure que le Logic Theorist en mettant en ceuvre la notion d’heuristique [142]. Les
progres sont tels qu’Allen Newell et Herbert Simon estiment qu’un programme atteindra le
niveau d’un champion d'échecs avant 1968 [143]. Cela ne se concrétisera en réalité que
beaucoup plus tard en 1997, néanmoins cette affirmation témoigne de I’enthousiasme et de

I’émulation suscités par ces travaux.

En 1957, Frank Rosenblatt, psychologue, crée le premier perceptron, un neurone artificiel
capable de classifier des données de fagon autonome. Son modéle d’apprentissage prend la
forme d’un logiciel congu tout d’abord sur un /BM 704 puis sur une machine destinée a la
reconnaissance d’image, le Mark I [144]. Ce perceptron simple, bien que limité en possibilités
de calcul, signe la naissance de I’intelligence artificielle connexionniste et ouvrira plus tard la

voie a I’apprentissage profond tel que nous le connaissons aujourd’hui.
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En 1958, Hans Peter Luhn publie un article intitulé 4 Business Intelligence System dans lequel
il décrit sa théorie d’un systéme d’informatique décisionnelle (ou business intelligence). Ce
systéme a pour but d’automatiser le traitement et la diffusion d’informations a partir des

données qui lui sont fournies [145].

Dans la continuité du Logic Theorist, Herbert Simon, Cliff Shaw et Allen Newell créent en
1959 le General Problem Solver, un programme informatique développé en langage IPL et
visant a résoudre tous types de problémes. Pour concrétiser ce projet, ils ont tenté de comparer
les étapes de raisonnement du programme a celles de sujets humains face aux mémes problémes
a résoudre. Il s’agit du premier programme a différencier sa base de données et sa stratégie de
résolution de problémes, il fonctionne sur un principe d’analyse moyens-fins en analysant les

différences entre les situations et en construisant des objectifs et sous-objectifs [146].

En 1960, Herbert Gelernter développe le programme geometry machine capable de démontrer

des théorémes en géométrie en utilisant des raisonnements plus ou moins rigoureux [147].

En 1961, Bert Green et son équipe s’intéressent a un programme nommé Baseball (congu par
Fredrick Frick, Oliver Selfridge et Gerald Dineen). Il s’agit d’un programme en langage IPL
capable de répondre, a partir d’une base de données, a des questions posées en anglais. Le
programme fonctionne en deux temps : premic¢rement, la partie linguistique du programme
interprete la question a partir d’une carte perforée en analysant son contenu et sa syntaxe et en
identifiant les informations contenues dans la question ainsi que les données a mobiliser pour y
répondre (figure 12). Ensuite, le processeur se charge de rechercher les informations
correspondantes dans la base de données. Aprés application des traitements nécessaires, la
réponse est imprimée. Ce programme ¢était spécialisé dans 1’apport de réponses concernant les
matchs de Baseball mais la technique employée laissait entrevoir la possibilité¢ de développer

des programmes de traduction automatique [148].
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Figure 12. Carte perforée (Reproduit selon les termes de la licence CC BY 2.0. Auteur : Pete Birkinshaw,
https://flickr.com/photos/93001633@N00/5151286161)
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Lofti Zadeh formalise en 1965 la logique floue, une technique largement utilisée en intelligence
artificielle et de facon plus générale en informatique. Contrairement a la logique booléenne qui
admet deux possibilités pour une proposition (0 pour fausse, 1 pour vraie), la logique floue
propose d’attribuer a une proposition un état pouvant prendre une valeur comprise entre 0 et 1

[149].

L’année 1965 marque un tournant pour 1’intelligence artificielle car c’est en cette année qu’est
créé le premier systéme expert, une forme d’intelligence artificielle qui sera la figure de proue
de nombreux chercheurs du domaine. Ce sont les informaticiens Edward Feigenbaum et Bruce
Buchanan, le médecin Joshua Lederberg et le chimiste Carl Djerassi qui sont a 1’origine de ce
programme nommé Dendral (acronyme de Dendritic Algorithm). Celui-ci est capable
d’identifier les structures chimiques d’un composé a partir de données telles que la
spectrométrie de masse et la spectroscopie de résonance magnétique nucléaire (RMN). Dendral,

de par ses performances, va étre a I’origine d’une vague de systémes experts [150].

Entre 1964 et 1966, Joseph Weizenbaum réalise 1’exploit d’écrire seul le programme
informatique ELIZA, le premier chatbot fonctionnel de I’histoire. Celui-ci tente de simuler un
psychothérapeute en entretenant un dialogue avec 1’utilisateur. ELIZA fonctionne en
reconnaissant les mots et expressions clés présents dans la phrase de I’utilisateur puis en

construisant une réponse incluant plus ou moins ces mots et expressions (figure 13) [151].

Figure 13. Exemple de conversation avec ELIZA

40



La pertinence des réponses formulées par le programme est trés variable selon les termes et la
syntaxe choisis par I’utilisateur. Durant certaines conversations, ELIZA parvenait a étre
suffisamment convaincant pour réussir le test de Turing. Bien que « Je comprends » fasse partie
de ses réponses éventuelles, ELIZA n’a pas la capacité de comprendre le sens des phrases qu’il
traite et c’est a ce niveau que résident ses limites [152]. Malgré cela, ce programme représente

a cette époque un pas de géant dans I’histoire du traitement du langage naturel.

En 1967, Richard Greenblatt congoit le premier programme d’échecs suffisamment performant

pour vaincre un joueur de niveau moyen [153].

En 1969 se tient la toute premicre IJCAI (International Joint Conference on Artificial
Intelligence) durant laquelle sont présentées les recherches les plus plébiscitées portant sur les
intelligences artificielles [154]. Celle-ci se tiendra tous les deux ans entre 1969 et 2015 puis tous

les ans [155].

En 1970, Edgar Frank Codd dévoile ses travaux relatifs au modele relationnel des bases de
données. En se basant sur la théorie mathématique des ensembles, ce modele permet d’attribuer
aux données des relations entre elles de fagon logique et mathématique en structurant celles-ci
sous la forme de matrices. Ce modele se révélera bien plus tard révolutionnaire pour les
systémes de gestion de bases de données et par extension pour les intelligences artificielles

[156].

Toujours en 1970, Seppo Linnainmaa met au point la rétropropagation de gradient qu’il décrit
dans son mémoire de maitrise [157]. Il s’agit d’un aspect fondamental de 1’entrailnement des
réseaux de neurones tel qu’il sera pratiqué jusqu’a nos jours. Celle-ci opére en modifiant les
poids (ou coefficients) associés a chaque synapse en commencant par la derniére couche puis
en parcourant I’ensemble du réseau de neurones jusqu’a sa premicre couche (figure 14). La
modification des poids s’effectue selon les erreurs mesurées, c¢’est-a-dire que plus une synapse
est responsable d’une erreur au niveau de la couche de sortie, plus le poids associ¢ a cette
synapse est susceptible d’étre modifié en conséquence. Ce concept sera ensuite repris et
développé par plusieurs pionniers en matieére d’apprentissage automatique tels que Paul Werbos
par exemple qui, dés 1974, communiquera a plusieurs reprises sur le sujet [158]. Cette
découverte représente une avancée décisive pour 1I’approche connexionniste des intelligences

artificielles.
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Figure 14. Représentation d’une rétropropagation s’opérant sur un réseau de neurones. Le flux d’activation
propage les données d’entrainement de la couche d’entrée vers la couche de sortie. Le flux d’erreur se
propage ensuite a son tour de la couche de sortie vers la couche d’entrée. (Reproduit avec la permission de
Déditeur Elsevier. Auteur : Barry J. Wythoff.) [159]

L’approche symbolique, sa rivale, n’est pas en reste durant les années 70 puisque les systémes
experts vont y avoir le vent en poupe [160]. Les chercheurs du secteur émettent I’hypothése que
les programmes d’intelligence artificielle seraient significativement plus performants en étant
dotés d’une connaissance approfondie du domaine qu’ils traitent. Leur objectif va alors étre
d’extraire ces connaissances, de les formaliser en régles puis de les programmer. Cependant,
plusieurs questions se posent : Comment sélectionner les connaissances a extraire ? Comment
représenter celles-ci ? Comment les programmer ? Ces idées et ces questionnements vont, au
fil des avancées, mener a la création de systémes basés sur la connaissance, les systémes
experts. Dans le méme temps, de nombreux chercheurs défendent la thése selon laquelle la
perception et la réflexion sont facilitées par des structures cognitives complexes regroupant et
organisant les informations de facon rationnelle. L un des arguments principaux a cette thése
est que la mémoire humaine contiendrait plus d’informations que celle-ci ne pourrait gérer sans
avoir recours a une forme ou une autre de structuration. Dans une volonté d’appliquer ces
théories, le traitement du langage naturel va alors introduire différentes techniques de
programmation et méthodes de représentation des connaissances. Le traitement du langage
naturel va faire un bond en avant grace notamment aux réseaux sémantiques qui fleurissent
durant cette période [161]. Ceux-ci, nommés ainsi par Ross Quillian en 1968, ont pour objectif
de représenter graphiquement des connaissances telles qu’elles pourraient étre organisées dans

la mémoire humaine (figure 15) [162].
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Figure 15. Exemple de représentation d'un réseau sémantique (Reproduit selon les termes de la licence CC BY-
SA 3.0. Auteur : Lamiot. https://commons.wikimedia.org/wiki/File:SemanticNetArbre_s%C3%A9Imantique_fr.jpg)

Marvin Minsky propose en 1974 le concept de cadre qui est un dérivé du réseau sémantique.
En intelligence artificielle, un cadre désigne une structure de données visant a subdiviser les
connaissances en sous-structures (figure 16). Contrairement aux réseaux sémantiques, les
représentations sous forme de cadre permettent de préciser des exceptions donc d’étre a la fois

plus flexibles et plus en adéquation avec la réalité [163].
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Figure 16. Exemple de cadre (Reproduit selon les termes de la licence CC BY-NC 4.0. Auteur : Marvin Minsky.) [163]

Deés 1975, Roger Schank et Robert Abelson vont mettre la lumiére sur un type de structure qui,
a I’instar des cadres, va constituer une avancée significative dans le monde des intelligences
artificielles : les scripts. Un script se définit par un ensemble de séquences d’événements
associés a un contexte. Essentiellement, il s’agit d’une structure de connaissances caractérisant
des événements et des actions nécessaires, auxiliaires et optionnelles dans le cadre d’une
situation définie et le plus souvent d’un point de vue (figure 17). En tant que structure, un script
est compos¢ d’emplacements (ou slots) et de régles conditionnant les contenus de ces
emplacements. Ces derniers sont interconnectés, ce qui implique que le contenu des uns peut

influencer le contenu des autres [164].
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Script: Restaurant
Entry Conditions: Customer 1s hungry.
Customer has money.
Scenes:
1. Entering
Customer goes into restaurant. (E1)
Customer looks around. (Ez)
Customer decides where to sit. (E3)
Customer goes to a table and sits down. (Es)
2. Ordering
Customer picks up a menu. (Es)
Customer decides on food. (Es)
Customer orders food from waiter. (E7)
Waiter tells cook the order. (Eg)
Cook prepares food. (Eg)
3. Eating
Cook gives food to waiter. (E1g)
Waiter gives food to customer. (E11)
Customer eats food. (E12)
4. Exiting
Waiter writes out check. (Ei3)
Waiter brings check to customer. (E14)
Customer gives tip to waiter. (E1s)
Customer goes to cash register. (Eig)
Customer gives money to cashier. (Eq7)
Customer leaves restaurant. (E1z)

Figure 17. Exemple de script situationnel : le script du restaurant (Reproduit avec la permission de ’auteur.
Sabah Al-Fedaghi.) [165]

Concomitamment a ces avancées, Terry Winogard met au point en 1970 la premicre version de
SHRDLU, un programme informatique capable de simuler la manipulation de blocs
géométriques a partir d’instructions données en anglais [166]. Par le biais d’un dialogue
interactif, ’utilisateur peut demander a SHRDLU de déplacer ces blocs ou lui poser des
questions sur ses manipulations antérieures (figure 18). A 1’aide de la mémoire qui lui est
pourvue, SHRDLU peut y conserver ses actions passées ainsi que leurs résultats et ainsi, dans
une certaine mesure, interpréter la demande de [’utilisateur lorsque celle-ci n’est pas
entierement explicite. Par exemple, si I’utilisateur lui demande de retirer un cube sans préciser
lequel, SHRDLU considérera dans la plupart des cas qu’il s’agit du dernier cube manipulé.
SHRDLU peut aussi, grace a sa mémoire et aux reégles dont il est pourvu, identifier si une action
est possible ou non, ou demander a I’utilisateur de reformuler sa demande si celle-ci lui parait
incongrue. C’est ici ’approche « agir rationnellement » qui est mise a I’épreuve, il est attendu
de SHRDLU qu’il présente les qualités d’un agent rationnel [77]. Un agent rationnel doit étre
en mesure de réagir a un stimulus (ici une requéte sous forme de texte) et de procéder aux
actions les plus efficientes compte tenu des informations dont il dispose, en vue d’atteindre ou
de s’approcher le plus possible du résultat escompté, et ce de facon autonome (figure 19). Cette
approche repose non seulement sur la qualit¢ des inférences produites par 1’agent mais
également sur ses raisonnements ainsi que sur la représentation des connaissances dont il
dispose [167]. SHRDLU est considéré par certains comme étant le premier programme capable

de véritablement comprendre et interpréter le langage naturel [168].
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Figure 18. Schéma d'un agent rationnel simple

En 1972 vont naitre deux langages de programmation notables et dont les apports seront
essentiels pour le développement des intelligences artificielles. Le premier est le langage
Prolog, acronyme de « Programmation en logique », créé par Alain Colmerauer et Philippe
Roussel. Comme son nom I’indique, il s’agit d’un langage de programmation logique, c’est-a-
dire s’appuyant sur des faits élémentaires, des régles de logique associant des conséquences a
ces faits, et un moteur d’inférences. Le langage Prolog est encore aujourd’hui considéré comme
I’une des principales innovations en informatique de ces 50 dernicres années [169]. Le second
est le langage Smalltalk, créé par Alan Kay, Dan Ingalls, Ted Kaehler et Adele Goldberg. Il
s’agit d’un langage de programmation innovant pour 1’époque en raison de plusieurs des
concepts qu’il concrétise comme notamment celui de la programmation orientée objet. Celle-
ci désigne un modele de langage de programmation qui, au lieu de se focaliser uniquement sur
la logique, permet de définir des données en tant qu’objets manipulables. La nature et la
hiérarchie de ces objets peuvent alors étre organisées selon des classes et des sous-classes [170].
Inspiré des langages LISP et Simula, Smalltalk constitue un apport fondamental pour les futurs
langages de programmation puisqu’il en inspirera a son tour plusieurs actuellement en vogue

tels que Java et Ruby.

Ces différentes prouesses ont assurément fait grandir I’enthousiasme autour des intelligences
artificielles, mais ces nouvelles technologies vont aussi susciter de vives critiques et étre
confrontées a des difficultés techniques qui feront traverser a I’intelligence artificielle son

premier hiver [171].
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3. Premier hiver des intelligences artificielles (1974 - 1980)

Durant les années 60, I’optimisme vis-a-vis des intelligences artificielles est tel que les
chercheurs aspirent a tendre vers des programmes doués d’une pensée rationnelle. Il s’agit de
I’approche « penser rationnellement » qui vise a codifier la pensée et se veut comme une mise
en pratique des écoles grecques philosophiques de la logique et de leurs héritages [77].
Seulement, deux problémes majeurs se posent. Tout d’abord, les notations logiques ne
permettent pas d’exprimer 1’enti¢reté de la connaissance, en particulier lorsqu’il s’agit de
connaissances informelles ou incertaines. Le deuxiéme obstacle se dressant devant cette
approche est la limite technologique. Plus le nombre de régles et de faits dont le programme
doit tenir compte est ¢élevé, plus ce programme sera exigeant en ressources de calcul, en
particulier si aucune directive n’est donnée au programme concernant les raisonnements a
prioriser. En outre, la vision par ordinateur et le traitement automatique du langage naturel
requicrent plus de données qu’il n’est possible de traiter pour les ordinateurs de 1’époque [172].

Ces problématiques vont prendre du relief avec les critiques émises de part et d’autre.

Dés 1965, Hubert Dreyfus, enseignant au MIT (Massachusetts Institute of Technology), pointe
du doigt le fait que les estimations exprimées par les chercheurs quant aux progres de
I’intelligence artificielle se sont avérées pour beaucoup erronées. L’approche symbolique est,

selon lui, a remettre en question [173].

En 1969, Marvin Minsky et Seymour Papert démontrent les limites du perceptron dans leur
livre intitulé Perceptrons. Ils soulignent également le décalage entre ses capacités réelles et les
prédictions formulées par Frank Rosenblatt, créateur du perceptron [174]. L’acuité de la critique
est telle que celle-ci va entrainer une traversée du désert pour le connexionnisme, aucune

recherche ne sera menée dans ce domaine durant dix ans.

Le mathématicien James Lighthill publie en 1973 I’article intitulé Intelligence artificielle : une
enquéte globale, plus communément appelé Le rapport de Lighthill. L’ objectif de ce rapport
est d’évaluer la recherche académique en intelligence artificielle. Celui-ci cristallise les
déceptions relatives au manque d’avancées exploitables, en particulier en robotique et en

traitement du langage naturel [175].

En 1976, Joseph Weizenbaum, lui aussi enseignant au MIT et créateur du programme ELIZA,

publie un ouvrage nommé Puissance informatique et raison humaine dans lequel il expose son
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point de vue concernant les conséquences néfastes que peut entrainer un usage a mauvais

escient de I’intelligence artificielle [176].

John Searle publie en 1980 un article dans lequel il expose sa critique du test de Turing qu’il
¢taye par I’argument de la chambre chinoise. Celui-ci met en scéne deux interlocuteurs, ’un a
I’intérieur d’une chambre ne disposant pas de compétences linguistiques en chinois (incarné
par John Searle), I’autre a I’extérieur maitrisant le chinois. Bien qu’elle ne sache pas parler
chinois, la personne a I’intérieur de la piéce est en mesure d’entretenir une conversation dans
cette langue avec la personne a 1’extérieur en suivant des instructions précises, donnant ainsi
I’impression d’étre sinophone. La personne a I’intérieur serait, dans cette configuration, en
mesure de réussir le test de Turing alors que pourtant elle serait incapable d’entretenir une
conversation en chinois sans avoir acces aux instructions ou si la conversation s’étend au-dela
de celles-ci. Le test de Turing est donc, selon John Searle, insuffisant pour qualifier un
programme d’intelligent car incapable d’évaluer la compréhension et la capacité¢ de
raisonnement de ce programme. C’est ainsi qu’est établi le qualificatif « faible » pour désigner

les intelligences artificielles [177].

La DARPA (Defense Advanced Research Projects Agency), dégue par les résultats en deca de
ce qui était attendu, rédige un rapport qui rejoint celui de James Lighthill et décide
d’interrompre leurs financements de recherche en intelligence artificielle [178]. Il en sera de
méme pour la NRC (Nuclear Regulatory Commission) et le gouvernement britannique [127,
179]. Tout cela va provoquer le premier hiver de I’intelligence artificielle durant lequel les
financements alloués a ce domaine se feront plus rares. Durant cette période, I’intelligence
artificielle s’industrialise mais évolue peu du point de vue de la recherche, il s’agit donc non

seulement d’un hiver économique mais surtout d’un hiver scientifique [171].

4. Ascension des systémes experts et premiers réseaux de neurones (années

1980)

Cet hiver ne durera pas puisque 1’intérét autour des intelligences artificielles fait son retour dés
les années 80. Ce sont dans un premier temps des projets japonais qui seront a 1’origine de ce
vent nouveau. Durant cette période, le ministére japonais de I'Economie, du Commerce et de
I'Industrie nage a contre-courant en attribuant des financements importants a la recherche sur
I’intelligence artificielle. Ils attribuent notamment 850 millions de dollars au projet des

ordinateurs de cinquieme génération qui débute en 1982. Ce projet, réalisé essentiellement en
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langage Prolog, a pour objectif de concevoir des ordinateurs capables d’atteindre les
performances d’un superordinateur en utilisant plusieurs processeurs en méme temps et de faire
usage a la fois d’une base de données massive et de programmation logique pour traduire,
entretenir une conversation, reconnaitre le contenu d’une image et raisonner. Il s’agit d’un
projet révolutionnaire et en avance sur son temps qui n’atteindra pas ses objectifs a la fin des
années 80 [180]. Cependant, en raison de la réputation forgée par 1’industrie japonaise durant
les années 70, notamment dans les secteurs de 1’électronique et de 1’automobile, ce financement
massif entraine une remise en question de la part des gouvernements et financeurs. En réponse
au projet financé par le gouvernement japonais, la MCC (Microelectronics and Computer
Technology Corporation) est fondée en 1982 par un groupement d’entreprises américaines afin
de financer des projets d’ampleur en intelligence artificielle [181]. Peu de temps aprés, la
DARPA fait machine arriére en investissant & nouveau dans ’intelligence artificielle et en
fondant la Strategic Computing Initiative, un programme gouvernemental prévoyant de
renforcer la recherche en intelligence artificielle entre 1983 et 1993 [182]. A I’instar des Etats-
Unis, le Royaume-Uni investit 350 millions de livres dans un programme similaire entre 1983

et 1987, le programme A/vey [183].

Les obstacles rencontrés durant les années 70 ont amené les chercheurs a penser que les
comportements intelligents étaient dépendants du traitement de la connaissance [184]. C’est
pourquoi I’'un des domaines les plus en vogue dans la recherche en intelligence artificielle des
années 80 est I’ingénierie des connaissances. Cela a fait la part belle aux systémes experts qui
avaient déja commencé a s’affirmer durant les années 70. L’exemple le plus réputé est le
programme MYCIN, dont le développement a démarré au début des années 70 et a duré six ans.
Il s’agit d’un systeme expert d’aide au diagnostic capable, a partir d’une symptomatologie et
de résultats biologiques, d’identifier des bactéries responsables d’une infection et de
recommander un traitement avec une posologie adaptée au poids du/de la patient(e). MYCIN
est capable d’expliquer, a la demande, le raisonnement I’ayant amené a son diagnostic et a ses
recommandations. Le programme fonctionne a partir d’un moteur d’inférence et d’une base de
connaissances constituée de 600 régles. Pour des raisons 1égales, éthiques et surtout du fait du
parc technologique encore restreint de 1’époque, MYCIN ne sera jamais employé en pratique
[185]. Malgré cela, MYCIN a ouvert la voie aux systémes experts qui furent ensuite nombreux
a suivre. Nous pouvons par exemple citer Xcon (eXpert CONfigurer) en informatique, Hearsay-
11 en linguistique ou encore PROSPECTOR en géologie [186,187,188]. Les systémes experts
amenent le secteur de I’intelligence artificielle a s’industrialiser et permet ainsi a celle-ci de

recouvrer de la crédibilité et de I’audience.
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En 1984, Douglas Lenat démarre le projet Cyc dont le nom est dérivé du mot « Encyclopedia ».
Comme sa dénomination I’indique, il s’agit d’une base de connaissance générale ayant pour
objectif de doter I’intelligence artificielle d’une culture générale similaire a celle d’un humain.
Douglas Lenat émet 1’opinion que, pour qu’une machine puisse comprendre les concepts
humains, il est nécessaire de lui apprendre chacun de ces concepts individuellement. Ce projet
s’appuie notamment sur les ontologies, que nous développerons plus tard dans ce manuscrit
(voir section PI.1Il.1.c.) [189]. Cyc continuera d’étre développé et deviendra plus tard
ResearchCyc puis enfin OpenCyc accessible au grand public dés 2001 [190]. Sa derniére version

a ce jour, la 4.0, regroupe 239 000 concepts et 2 093 000 faits [191].

Les bases de données de séquences génétiques s’enrichissent également durant les années 80 et
suscitent le besoin de développer des programmes capables de détecter des motifs. Cette
démarche va donner naissance a la bio-informatique qui va grandement bénéficier des moteurs
d’apprentissage a base de regles, des méthodes statistiques usuelles et de la programmation
logique inductive. Cette derni¢re est a l’intersection de la programmation logique et de
I’apprentissage automatique. En fouille de données, celle-ci est en mesure de rechercher des

régularités et d’établir des régles générales a partir de connaissances spécifiques [192].

L’intelligence artificielle connexionniste, dont la recherche était a I’arrét durant les années 70,
est a nouveau mise en avant suite aux travaux du physicien John Hopfield. En 1982, il découvre
un type de réseau neuronal capable d’apprendre et traiter I’information suivant le mode¢le de la
mémoire associative, appelé aujourd’hui réseau de Hopfield (figure 20) [193]. La
rétropropagation du gradient de I’erreur est remise sur le devant de la scéne par David Parker
en 1985 puis par Yann LeCun ainsi que par David Rumelhart, Geoffrey Hinton et Ronald
Williams en 1986 [194,195,196]. Bien que découverte par Paul Werbos 10 ans plus t6t, ce furent
les travaux et publications des chercheurs sus-cités qui rendirent cette méthode populaire et
opérationnelle. Celle-ci a permis notamment la mise au point des perceptrons multicouches, un
type de réseau de neurones artificiel (figure 21). Les perceptrons étaient dés lors, grace a la

rétropropagation du gradient, capables de traiter des problémes non linéaires.
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En 1988, Judea Pearl initie les réseaux bayésiens, des outils permettant de modéliser des
incertitudes en se fondant sur la théorie des probabilités. Appliqués a la prise de décision, les
réseaux bayésiens permettent de choisir, parmi plusieurs hypothéses, la plus performante

(figure 22). Ceux-ci sont encore aujourd’hui trés populaires en intelligence artificielle [197].

Signals
(ERK
metrics)

In (Speed)

Responses In (Persistence)

Figure 22. Réseau bayésien modélisant des voies de signalisation cellulaire (Reproduit selon les termes de la
licence CC BY-SA 4.0. Auteurs : Sachs K. et coll. https://commons.wikimedia.org/wiki/File:Bayesian_network.png)

En 1989, David Goldberg popularise les algorithmes génétiques dans son ouvrage Genetic
Algorithms in Search, Optimization, and Machine Learning. Les algorithmes génétiques
appartiennent a la famille des algorithmes évolutionnistes, il s’agit de méthodes de calcul
bioinspirées puisqu’elles simulent le processus de sélection naturelle pour résoudre un
probléme. En suivant le principe de sé€lection naturelle telle qu’il s’applique a la génétique, le
principe des algorithmes génétiques est de mettre en concurrence des solutions pour un
probléme donné puis, suite a une itération de processus aléatoires, d’identifier les solutions

optimales [198].
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5. Second hiver des intelligences artificielles (1987 - 1993)

Entre la fin des années 80 et le début des années 90, I’intelligence artificielle vit son second
hiver, cette fois-ci essentiellement économique. En effet, malgré la perte temporaire d’intérét
de la part des investisseurs et des agences gouvernementales, la recherche sur I’intelligence

artificielle parvient a se maintenir [171].

Cette période difficile est due, une nouvelle fois, a la déception consécutive aux attentes trop
¢levées suscitées par I’enthousiasme autour des systemes experts. Les premiers systémes
experts développés, pour certains ne trouvent pas leur place dans I’écosystéme professionnel
pour lequel ils sont congus (ex. : MYCIN), pour d’autres rencontrent un succes commercial mais
coutent trop chers en maintenance (ex. : Xcon) [127]. De plus, leurs défauts classiques, a savoir
leur incapacité a apprendre ainsi que leur difficulté a s’adapter aux situations inhabituelles, se
révélent et contribuent a ralentir les systémes experts dans leur course. Ce phénomene est
accentué par 1’échec partiel du projet d’ordinateurs de cinquieéme génération lancé au Japon qui,

trop ambitieux pour I’époque, n’atteint pas I’ensemble de ses objectifs [199].

Dans le méme temps, le marché de I’informatique spécialisé dans I’intelligence artificielle (ex. :
machines Lisp de Symbolics) s’effondre deés 1987 face aux progres technologiques véloces des
ordinateurs grand public. La vitesse et la puissance atteintes par les ordinateurs de bureau (ex. :
Macintosh Il d’ Apple, Personal System 2 d’IBM), qui-plus-est en étant moins cotliteux que les
machines Lisp, rendent ceux-ci plus intéressants aux yeux des consommateurs et des industriels

[178].

Devant ce déclin de popularité, la Strategic Computing Initiative de la DARPA, dont la
direction a changé depuis sa création, fait le choix de réduire les fonds alloués a la recherche
sur I’intelligence artificielle et de les rediriger vers des projets a plus court terme et moins

risqués [199].

La recherche en intelligence artificielle traverse alors une période de remise en question et une
théorie émerge en particulier : celle de I’embodiment. De nombreux chercheurs, tels que
Rodney Brooks et Hans Moravec, émettent I’hypothése que 1’intelligence d’une machine serait
conditionnée par ses facultés sensori-motrices. Selon cette théorie, le réle du raisonnement
abstrait dans I’intelligence est d’une importance moindre que celui acquis par 1I’expérience des

sens, pour acquérir une intelligence véritable une machine doit étre capable de percevoir, se
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déplacer, évoluer dans son environnement et enfin avoir conscience de son propre corps
[200,201]. En renouant avec la cybernétique et en conviant la robotique a la féte, cette approche
de I’intelligence artificielle contribuera grandement a dynamiser les travaux sur la vision par

ordinateur.

6. Le développement fulgurant de I’apprentissage automatique (années

1990 a nos jours)

Bien que le monde des intelligences artificielles fut marqué par un court hiver au début des
années 90, le long printemps qui s’en suivra verra plus que jamais fleurir le connexionnisme.
L’augmentation de la puissance des ordinateurs et de la quantité des données traitées vont
permettre a I’intelligence artificielle d’accéder a des niveaux de performance encore jamais
atteints et ainsi d’accomplir certains de ses objectifs les plus anciens [202]. En outre, la
recherche en intelligence artificielle va acquérir de la rigueur méthodologique de par le
rapprochement que celle-ci va opérer avec le domaine des statistiques. Stuart Russell et Peter
Norvig, dans leur deuxieme édition de leur ouvrage Intelligence artificielle : une approche
moderne, qualifieront cette nouvelle approche de révolutionnaire [56]. De grandes avancées
vont étre faites en planification, analyse de données, traitement du langage naturel,
reconnaissance visuelle et sonore, et bien d’autres [203,204]. Cette consécration
s’accompagnera en revanche d’une augmentation de la complexité des algorithmes et des
modeles, avec notamment les réseaux de neurones dont 1’explicabilité se révelera de plus en
plus hors de portée [205]. De plus, les fantasmes d’une intelligence artificielle forte entretenus
par les ceuvres de la culture populaire affectent la réputation de cette discipline. En
comparaison, 1’intelligence artificielle faible fait pale figure selon certains, par conséquent de
nombreux chercheurs éviterons d’employer les termes « intelligence artificielle » dans le cadre
de leurs projets afin de faciliter I'obtention de financements. C’est ce qui entrainera,
conjointement a la complexité grandissante, I’émergence de sous-disciplines de I’intelligence
artificielle propres a des secteurs spécifiques, tels que la robotique intelligente par exemple.
Sans pour autant s’annoncer par son nom, I’intelligence artificielle va donc s’ancrer dans les

pratiques industrielles, professionnelles, judiciaires, personnelles et méme artistiques [206].

En 1994, le Laboratoire d’informatique de Paris-VI congoit une installation vidéonumérique
affichant un écosystéme virtuel en deux dimensions compos¢ de diverses formes évoluant avec
le temps et interagissant entre-elles. Les couleurs et tailles de ces formes évoluent

continuellement selon des données temporelles et météorologiques que I’écosystéme regoit par
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modem. Ce projet a la croisée de 'intelligence artificielle et de I’art, nommé Jardins des
hasards, inspirera plus tard de nombreuses architectures d’intelligence artificielle a but

artistique (figure 23) [207].
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Figure 23. Architecture de la plate-forme de conception du Jardin des hasards (Reproduit selon les termes de
la licence CC BY-NC-ND 4.0. Auteur : Jean-Paul Fourmentraux.) [207]

A partir de 1985, le laboratoire de robotique de 1’université Carnegie-Mellon travaille sur
I’automatisation de la conduite automobile. En un peu plus de dix ans, ils congoivent dix
véhicules automobiles a conduite automatique nommés Navlab. En 1995, grace au réseau de
neurones de reconnaissance visuelle ALVINN (Autonomous Land Vehicle In a Neural
Network), le Navlab 5 parvient a traverser les Etats-Unis (de Pittsburgh a San Diego) de fagon

quasi-autonome, seuls les freins et I’accélérateur étaient gérés par des opérateurs humains [208].

En 1997, Garry Kasparov, champion du monde aux échecs, est battu pour la premicre fois par
un systéme informatique. Cet honneur revient a Deep Blue, un superordinateur congu par IBM.
Dans la méme année, Logistello, un programme spécialisé en Othello (jeu de stratégie opposant

deux joueurs) parvient a vaincre Takeshi Murakami le champion du monde [209].

Toujours en 1997 se tient la premicre édition de la RoboCup a Nagoya (Japon), un championnat
international de football durant lequel les matchs sont joués uniquement par des robots et en
autonomie par ceux-ci (figure 24) [210]. Cet éveénement réunira 38 équipes issues de 11 pays
différents et donnera lieu par la suite a une édition chaque année [211]. Outre la dimension
compétitive, la RoboCup sera aussi un lieu de partage de connaissances et d’échange ou se
tiendront des symposiums internationaux traitant de la robotique et de I’intelligence artificielle

[212].
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Figure 24. Photographie d’un match de la RoboCup-97 en catégorie « robots roulants de taille moyenne »
(Reproduit selon les termes de la licence CC BY-ND 2.0. Auteur : Itsuki Noda.) [212]

Le traitement du langage naturel poursuit sa course et se consolide grace a I’enrichissement des

bases de connaissances, telles que Cyc que nous avons déja évoqué, et des bases de données

lexicales telles que WordNet créée en 1998 [213]. Ces avancées ont permis, dans la continuité

des réseaux sémantiques, la création d’ontologies dans divers domaines. Nous pouvons par

exemple citer ’'UMLS (Unified Medical Language System), une compilation faisant office de

thesaurus et d’ontologie dans le domaine biomédical [214].

Les années 90 signent également le début de la démocratisation d’internet avec la naissance du
World Wide Web, une multitude de pages accessibles via leur adresse web (ou URL, Uniform
Resource Locator) [215]. Internet va permettre un élargissement de la communication et du
partage de connaissances, mais cela pose quelques questions. Comment ces masses
d’information promises a un accroissement continu peuvent et doivent &tre organisées ?
Comment permettre aux utilisateurs de rechercher et d’avoir acces a I’information souhaitée ?
C’est en 1998 que Sergey Brin and Lawrence Page proposent une réponse a ces questions a
travers leur prototype de moteur de recherche a large échelle qu’ils nomment Google. Leur
projet est congu pour explorer et indexer les pages du web de fagon a produire des résultats de
recherche plus pertinents et satisfaisants que les moteurs de recherche préexistants. Le procédé
repose sur des techniques avancées de recherche d’information, d’exploration de données (ou
data mining) et d’intelligence artificielle. Ils partagent librement leur prototype donnant acces,

en 1998, a 24 millions de pages [216].

L’intelligence artificielle devient de plus en plus une composante de projets plus larges au lieu
d’en étre le ceeur. En 1999, la NASA (National Aeronautics and Space Administration) confie
a un programme d’intelligence artificielle nommé Remote Agent Experiment (RAX) le pilotage
durant deux jours du satellite Deep Space a une distance d’environ 1 a 100 millions de
kilométres de la Terre. Remote Agent avait pour role principal de diagnostiquer les anomalies
et de les corriger en toute autonomie. Il s’agit de la premiere intelligence artificielle a contrdler

un vaisseau spatial sans la supervision d’un humain et elle le fit avec succés [217].
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Egalement en 1999, Sony commercialise AIBO (Artificial Intelligent Robot), le premier robot
animal de compagnie doté d’une intelligence artificielle. Celui-ci est capable se mouvoir et
integre de la reconnaissance visuelle et sonore. Ces capacités lui permettent d’étre autonome,
d’apprendre a partir de ce qu’il pergoit dans son environnement et de développer une

personnalité évoluant au fil du temps [2138].

L’intelligence artificielle commencera a étre appliquée aux services durant les années 2000. Ce
sera par exemple le cas de I’apprentissage en ligne (ou e-/learning) qui, grace a I’intelligence
artificielle, devient plus adaptatif et donc plus efficace. Sur la base des données collectées
concernant les intéréts, le niveau, et les objectifs de I’apprenant, le modele d’intelligence
artificielle est en mesure d’ajuster le rythme, la méthode d’apprentissage et le contenu de la
formation [219]. Les systémes de recommandations sur le web se développent ¢galement et se
généralisent : e-commerces, multimédia, littérature, restauration, voyage, etc. Ceux-ci se
fondent également sur les données collectées aupres des utilisateurs concernant entre autres leur
usage du web. Les systémes de recommandations mobilisent eux aussi des techniques
d’intelligence artificielle tels que le raisonnement a partir de cas, le filtrage de contenu ou le

filtrage collaboratif [220].

La popularisation d’internet ayant amené son lot de comportements malveillants, des solutions
ont dii étre pensées pour protéger le web et ses utilisateurs [221]. Au début des années 2000,
Luis von Ahn et Manuel Blum développent et publient le test CAPTCHA (completely
automated public turing test to tell computers and humans apart), un systéme visant a
différencier un humain d’une machine. Comparable au test de Turing donc, le test CAPTCHA
a été développé pour protéger un site web des spams exécutés par des programmes. Les tests
CAPTCHA se sont petit a petit perfectionnés grace notamment a I’ajout de techniques
d’intelligence artificielle (ex. : indication et images présentées a 1’utilisateur, celui-ci devant

indiquer quelles images correspondent a 1’indication) [222].

Le chercheur Sargur Srihari et son équipe mettent au point un systéme impliquant des
algorithmes d’apprentissage automatique capables d’entrainer un modele a déceler si deux
documents écrits a la main 1’ont été par la méme personne. Leur étude, qu’ils publient en 2002,
évalue sa fiabilité & 98% sur un échantillon de 1500 sujets. Ce systéme contribuera notamment
a moderniser les méthodes d’analyse de la police scientifique lorsqu’il s’agit d’identifier la

personne a I’origine d’un texte manuscrit [223].
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En 2002, David Hanson présente K-Bot, une téte d’androide capable d’analyser les visages, et
de détecter et suivre les mouvements. Doté d’une peau en polymere et de 24 muscles
mécaniques, K-Bot peut aussi simuler 28 expressions faciales [224]. Les retours dithyrambiques
quant a sa réalisation pousseront David Hanson a fonder en 2003 1’entreprise Hanson Robotics

qui sera notamment a 1’origine de Sophia, un androide encore plus confondant [225].

En 2003, D’entreprise Mitsubishi présente Wakamaru, un robot domestique destiné
essentiellement a 1’aide aux personnes agées [226]. Wakamaru comprend plus de 10000 mots
et est capable de communiquer par la parole. Il peut aussi reconnaitre jusqu’a 10 personnes
différentes via une reconnaissance vocale et faciale, se déplacer, se recharger en autonomie,
diagnostiquer des symptomes simples ou encore joindre un hdpital ou les secours si nécessaire

[227].

Les intelligences artificielles spécialisées dans les jeux continuent de s’améliorer durant les
années 2000. En 2003, Garry Kasparov se mesure a Deep Junior, un programme d’échecs plus
performant encore que Deep Blue. Deep Junior est capable de calculer 3 millions de positions
par seconde. Aprés un entrainement au préalable sur sa version commerciale, Garry Kasparov
parvient a égaliser avec Deep Junior (une victoire, une défaite et quatre égalités) [228]. Ce
domaine des intelligences artificielles fera a nouveau parler de lui en 2011 lorsque I’/BM
Watson gagnera le jeu télévisé Jeopardy! face a Ken Jennings et Brad Rutter, les deux
champions en titre, puis en 2017 lorsqu’A/phaGO vaincra Ke Jie, le champion du monde au jeu

de go [229,230].

En 2004, la société canadienne Everon met au point un systeme d’alarme cardiaque portatif
qu’elle nomme Vital Positioning System. Celui-ci prend la forme d’une ceinture a porter au
niveau de la taille ou de I’abdomen et comporte un ¢électrocardiographe numérique, des capteurs
d’activité cardiaque, un module GPS et un transmetteur Bluetooth se connectant a un téléphone.
Grace a ses composants et a I’intelligence artificielle qu’il intégre, ce systéme est capable de
détecter I’imminence d’un infarctus du myocarde, d’en informer les services d’urgence et

d’envoyer a ceux-ci la localisation GPS du/de la patient(e) [231].

A partir de 2004, la DARPA organise un événement durant lequel plusieurs véhicules terrestres
entiérement autonomes sont mis en compétition, il s’agit du DARPA Grand Challenge. Lors de
la deuxiéme édition en 2005 qui se tient sur une piste de désert (désert des Mojaves), 5 voitures

compétitrices sur 23 parviennent a conduire en autonomie sur 1’ensemble du parcours qui
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mesure environ 228 kilométres (figure 25) [232]. Durant la troisieme édition en 2007, qui se
tiendra cette fois-ci en milieu urbain (George Air Force Base a Victorville, Californie), 6
véhicules sur les 11 qualifiés parviendront a circuler en autonomie sur environ 96 kilométres

tout en respectant le code de la route et les conditions usuelles de trafic [233].

Figure 25. (a) Illustration d'un capteur laser incliné vers le bas pour balayer le terrain devant le véhicule au
cours de son déplacement. (b) Chaque laser acquiert un nuage de points tridimensionnel permettant
I’analyse de la praticabilité du terrain et des obstacles potentiels. (Reproduit avec la permission de I’éditeur John
Wiley and Sons. Auteurs : Sebastian Thrun et coll.) [232]

Le développement d’internet et du World Wide Web a considérablement accéléré le phénoméne
des données de masse (ou big data), ouvrant ainsi une gigantesque fenétre de tir aux techniques
d’apprentissage automatique qui, rappelons-le, s’appuient en grande partie sur des données
[234]. Cependant, un probléme se pose : le traitement et 1’analyse de données sont de plus en
plus chronophages et énergivores a mesure que le volume de ces données est croissant. Des
outils spécifiques a cette problématique ont dii alors étre développés, c’est le cas notamment de
MapReduce. Développé par Dentreprise Google en 2004, Il s’agit d’un modele de
programmation consistant a paralléliser les calculs effectués en subdivisant ces calculs entre
différents nceuds interconnectés au sein d’un cluster (figure 26). MapReduce réduit ainsi le
temps et la puissance de calcul nécessaires lorsqu’il s’agit d’effectuer des opérations sur des
grandes quantités de données [235]. Inspiré par MapReduce, Doug Cutting accessibilise ce
modele en développant la premiére version de I’infrastructure logicielle Hadoop en 2006. En
plus d’inclure la parallélisation de traitement, Hadoop comporte d’autres modules tels que le
HDEFS (Hadoop Distributed File System), un systéeme de stockage visant notamment a garantir
I’accessibilité des données en cas de panne matérielle [236]. Hadoop sera rendu open source
par ’entreprise Yahoo! en 2008 [237]. Un an plus tard, Matei Zaharia congoit I’infrastructure
logicielle Spark ayant pour but d’améliorer la vitesse de traitement des données par Hadoop.
Contrairement a Hadoop qui procede par étapes, Spark est en mesure de travailler sur

I’ensemble des données en méme temps, ce qui accélere considérablement le processus [238].
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Figure 26. Schéma de fonctionnement du MapReduce (Reproduit selon les termes de la licence CC BY-SA 3.0.
Auteur : Clém IAGL. https://commons.wikimedia.org/wiki/File:Mapreduce.png)
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Ces outils, associés a la puissance de calcul sans cesse croissante des processeurs CPU (Central
Processing Unit), permettent alors a 1’apprentissage automatique d’entamer sa grande
ascension. Les domaines d’application étant de plus en plus spécifiques, 1’apprentissage
automatique a pour challenge de proposer des méthodes tout autant spécifiques. C’est en 2007
que David Cournapeau lance le projet Scikit-learn, une librairie regroupant un ensemble
d’algorithmes d’apprentissage automatique programmés en Python. Trois ans plus tard,
I’institut national de recherche en sciences et technologies du numérique (Inria) prend les rénes
de ce projet et le rend, pour la premiere fois, public [239]. Scikit-learn sera maintenu et enrichi
avec le temps par une multitude de développeurs [240]. Dans le méme temps, Geoffrey Hinton
pose a nouveau sa pierre a I’édifice des réseaux de neurones en publiant un article dans lequel
il expose des ¢léments fondamentaux quant a leur performance et leur explicabilité. Dans cet
article, il emploie le terme « profond » a plusieurs reprises pour désigner des réseaux de
neurones ou ’apprentissage que ceux-ci accomplissent, ce qui préfigurera la dénomination
« apprentissage profond » [241]. En 2010 est lancée la premiere édition de 'ILSVRC (ImageNet
Large Scale Visual Recognition Challenge), une compétition qui se tiendra chaque année
jusqu’en 2017. Durant I’ILSVRC, les participants doivent mettre a 1’épreuve leurs modéles de
reconnaissance d’images et tenter d’obtenir les meilleures performances avec le jeu de données
ImageNet. En 2012, le mod¢le qui remporte la victoire est un réseau de neurones a 60 millions
de paramétres (ou coefficients). La prouesse est notable pour deux raisons : tout d’abord, la
performance atteinte est telle qu’elle surclasse de loin le mod¢le ayant remporté la deuxieme
place. De plus, les vainqueurs ont fait preuve d’ingéniosité en entrainant leur réseau de neurones
avec des méthodes innovantes, comme par exemple en utilisant des processeurs graphiques
(GPU) qui s’avéreront plus adaptés pour ce type de taches que les processeurs habituellement
employés en apprentissage automatique (CPU). Cette victoire va propulser au-devant de la

scéne les réseaux neuronaux de classification d’images et de sons [242].
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Basés sur ces technologies ainsi que sur le traitement du langage naturel, de nombreux outils
grand public verront le jour durant les années 2010. Le réseau social Facebook propose a ses
utilisateurs, deés 2010, un systéme de reconnaissance automatique des visages [243]. Cependant,
suite a plusieurs scandales médiatiques, 1’entreprise Facebook décidera de mettre un terme,
entre autres, a cette fonctionnalité en 2021 [244]. En 2011, I’entreprise Apple présente Siri, un
assistant virtuel intégré a leur produit phare 1’iPhone. Siri est capable d’interpréter des questions
ou instructions formulées a I’oral et d’y apporter une réponse appropriée. Sur le méme principe,
des systémes similaires verront le jour les années suivantes : Google Assistant par Google en

2012, Cortana par Microsoft et Alexa par Amazon tous deux en 2014 [245].

Les agents conversationnels autonomes (ou chatbots) progressent également mais se
confrontent a quelques problématiques. En 2014, I’Université de Reading (Grande-Bretagne)
affirme avoir fait passer avec succes le test de Turing aupres de 33% des juges. L’intelligence
artificielle concernée est Eugene Goostman, un agent conversationnel simulant un jeune gar¢on
ukrainien de 13 ans [246]. Cette déclaration sera cependant vivement remise en question par la
communauté scientifique au vu du pourcentage de réussite jugé trop faible par certains [247].
En 2016, Microsoft et Bing tentent une expérience en introduisant sur Twitter I’intelligence
artificielle nommée Tay (Thinking About You) afin que celle-ci échange avec les utilisateurs du
réseau social. Cependant, suite aux actions volontaires et coordonnées de la part d’utilisateurs,
les propos tenus par Tay devenaient injurieux et immoraux. Par conséquent, Microsoft choisit
de définitivement déconnecter Tay aprés une seconde tentative une semaine plus tard
aboutissant de nouveau a une situation similaire [248]. En avril 2015, 1’entreprise Hanson
Robotics met en service Sophia, une androide congue pour apprendre au contact des étres
humains. En effet, Sophia est dotée d’une intelligence artificielle évoluant sur la base du
mimétisme anthropomorphique. Sophia peut étre vue comme incarnant la synthése des
technologies présentées dans cet historique dans la mesure ou, au-dela d’étre un agent
conversationnel, celle-ci embarque de la reconnaissance visuelle et sonore, de la robotique
poussée lui conférant une capacité a imiter les expressions du visage, la gestuelle et a effectuer
des actions typiquement humaines telles que peindre un portrait par exemple. Les conversations
qu’elle a pu tenir depuis sa création ont mis en évidence que, malgré le bond en avant en maticre
d’intelligence artificielle conversationnelle qu’elle représente, Sophia est trés loin de pouvoir
prétendre au titre d’intelligence artificielle forte. En octobre 2017, Sophia obtient la nationalité

saoudienne, ce qui fait d’elle le premier androide a étre nationalisé [249].

59



Par la suite, nous assistons a une stagnation des performances de I’intelligence artificielle a
destination du grand public jusqu’a I’année 2022 qui signe le retour en force des intelligences
artificielles génératives (Midjourney, DALL-E 2, et ChatGPT) [250,251]. La recherche se
poursuit, I’intelligence artificielle expérimentale se penche sur des idées novatrices tandis que
I’intelligence artificielle théorique tend davantage vers une formalisation de sa méthodologie
[252]. L’étude des problémes rencontrés donne lieu tres régulierement a de nouvelles techniques
en apprentissage automatique [253]. Le Python fait désormais partie des langages de
programmation les plus utilisés mondialement et sa libraire Scikit-learn est une référence dans
le monde de I’apprentissage automatique appliqué [254]. La puissance des processeurs GPU
augmente plus vite encore que celle des CPU et permet d’accroitre d’un cran les performances
atteintes en apprentissage profond [255,256]. Les solutions offertes par 1’intelligence artificielle
bénéficient désormais a I’ensemble du secteur technologique et ses applications deviennent trop
nombreuses pour toutes Etre citées. Se pose aussi de plus en plus la question des implications
¢thiques et de la réglementation a batir autour des intelligences artificielles, notamment au sujet
des droits applicables aux androides, de la question de la responsabilité, ou encore du statut
juridique des ceuvres d’art générées via intelligence artificielle [257]. Bien qu’a ce jour le test
de Turing n’ait pas encore été passé avec certitude et que I’intelligence artificielle forte reste
un mythe, aborder ces questions parait urgent tant les progres réalisés par les algorithmes
d’apprentissage profond semblent coincider avec la loi de Moore [258]. Nous aborderons ces
questions par la suite en nous limitant au périmétre médical, mais avant cela ce manuscrit
propose a son lecteur, s’il le souhaite, un tour d’horizon trés synthétique des techniques

employées en intelligence artificielle.

III. L’intelligence artificielle en pratique

Ce volet propose a son lecteur une synthése des techniques majeures employées en intelligence
artificielle. L’objet de la démarche est de fournir les éléments théoriques et techniques
nécessaires pour appréhender confortablement des cas d’usage. Bien que la grande tendance
actuelle soit au connexionnisme, nous verrons que le symbolisme demeure une approche a ne

pas négliger.
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1. Les systémes experts

a. Des systémes fondés sur les connaissances

Les systemes experts s’inscrivent dans le symbolisme, 1’approche la plus ancienne de
I’intelligence artificielle. Il s’agit de systémes qui tentent de reproduire les mécanismes
cognitifs d’un expert en se basant sur les connaissances spécifiques a son domaine. Pour ce
faire, ces connaissances suivent une logique et sont organisées en faits, régles de décision et
inférences. Pour un probléme donné dans des conditions données, un systéme expert fournira
dogmatiquement la méme solution. De par sa dimension déterministe, il s’agit du type
d’intelligence artificielle le plus proche de I’informatique traditionnelle. II est a noter tout de
méme que certains systémes experts sont en mesure de suivre un raisonnement incertain, appelé
aussi logique floue. Dans ce cas, les connaissances peuvent étre associées a des coefficients de
vraisemblance. Depuis Dendral, le premier systéme expert, ces programmes se sont développés
et nous les retrouvons aujourd’hui dans un grand nombre de secteurs. Le secteur de la santé
n’est pas en reste, nous avons dé¢ja abordé dans notre historique MYCIN, le premier systéme

expert a visée diagnostique [259].

Les systémes experts peuvent se décomposer en quatre éléments importants [260] (figure 27) :

- Un module d’acquisition des connaissances permettant de saisir, collecter, organiser et
structurer les connaissances afin de formaliser I’expérience des experts dans un langage
exploitable par le systéme.

- Une base de connaissances devant regrouper I’ensemble des informations nécessaires a
un expert. Nous y retrouvons des connaissances expertes, une base de régles, ainsi
qu’une base de faits. La base de régles est comparable au savoir-faire de I’expert, celle-
ci est fixe et contient I’ensemble des régles logiques utilisées par le moteur d’inférence.
La base de faits est comparable a I’expérience de I’expert, celle-ci évolue au cours de
I’expertise et réunit, sous la forme de données numériques et symboliques, les faits en
lien avec le probleme en cours de traitement.

- Un moteur d’inférence qui, a partir du contenu de la base de connaissance, est capable
de générer des regles et faits nouveaux. Il existe plusieurs types de moteurs d’inférence
(ex. : a chainage avant, arriére ou mixte) mais leur principe est commun. A partir de
régles d’inférence, le moteur d’inférence a pour role d’apporter une réponse a une
requéte de ’utilisateur. Ces régles d’inférence sont régies par des méta-régles chargées
de guider le moteur d’inférences suivant une stratégie de résolution. Le moteur

d’inférences peut aussi parfois contenir des métaconnaissances, des connaissances
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apportant des informations sur une ou plusieurs autres connaissances. Les
métaconnaissances permettent au moteur d’inférences d’améliorer les connaissances du
systéme ou d’en acquérir de nouvelles.

- Une interface permettant la communication entre le systéme et son utilisateur.

Experts d’'un domaine Utilisateurs

Solution Requéte

Connaissances Base de connaissances Interface
expertes

Connaissances

formalisées Solution Requéte
1) . aow . £
Module d’acquisition Moteur d’inférence
Connaissances Inférences

formalisées

Figure 27. Les composantes essentielles d'un systéme expert

Appliqués a la santé, I’une des taches des systémes experts peut donc étre de proposer un
diagnostic et un traitement adapté en s’appuyant sur les connaissances d’une spécialité médicale
ainsi que sur une formalisation des raisonnements émis par les spécialistes. Par exemple,
considérons un systéme expert disposant, au sein de sa base de connaissances, des symptomes
relatifs & la tuberculose. Trés schématiquement, si les symptomes déclarés a ce systeme
indiquent la présence d’une tuberculose, alors son moteur d’inférence émettra la conclusion
« présence d’une tuberculose » [261]. La performance d’un systéme expert est donc grandement

dépendante de la qualité du contenu de sa base de connaissances.

Le moteur d’inférence et la base de connaissances sont bien a distinguer car le premier peut étre
congu dans un langage de programmation quelconque tandis que la seconde a pour nécessité
d’étre écrite dans un langage déclaratif. En effet, la base de connaissances doit étre accessible
a un expert ne maitrisant pas I’informatique afin que son contenu puisse étre aisément consulté
et modifié. Cependant, par souci d’efficacité, les connaissances déclaratives apportées par
I’expert sont souvent converties en connaissances procédurales ou sous la forme de programme

[259].

De maniére générale, les difficultés principales relatives aux systémes experts sont liées a la
modélisation des connaissances. C’est notamment le cas dans le domaine de la santé en raison
de la quantité¢ et la complexité des connaissances a modéliser. Cela nécessite un travail

approfondi de la part des spécialistes devant décrire avec précision leurs connaissances mais
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¢galement leurs raisonnements. Ceux-ci doivent travailler conjointement avec les ingénieurs
chargés de concevoir les systémes experts qui doivent veiller a ce que différents aspects soient
étudiés : la nature des données, les connaissances a acquérir, la relation entre ces connaissances,
les résultats produits par le systéme, les types de problémes a résoudre, la précision et autres
contraintes a observer quant aux données et aux résultats, ou encore les connaissances implicites
de I’expert parfois considérées comme ¢évidentes par celui-ci. La représentation et la
formalisation des connaissances ainsi que les méthodes qui en découlent sont donc un enjeu
important dans la réalisation des systémes experts d’aide a la décision diagnostique ou

thérapeutique [71].

b. La représentation des connaissances

Pour pallier a ces difficultés, I’ingénierie des connaissances s’attele, depuis les années 70, a la
lourde tache qu’est la représentation des connaissances destinées aux systemes experts [262].
Son principe est de déterminer les connaissances explicites nécessaires au systéme expert puis
d’adapter celles-ci dans un langage interprétable par le systetme [263]. Les méthodes en
ingénierie des connaissances reposent sur les étapes fondamentales suivantes [264] :
1) L’identification et I’acquisition des connaissances a représenter ;
2) La représentation (incluant la formulation et la structuration), qui consiste a batir un
réseau de connaissances et a coder celui-ci dans la base de connaissances ;
3) L’interconnexion des connaissances par des inférences ;
4) L’explication et la justification qui permettent d’assurer I’explicabilité des solutions
fournies par le systéme ;
5) Dans un temps ultérieur, apres leur utilisation, les connaissances représentées doivent

étre validées, améliorées et mises a jour.

L’ingénierie des connaissances peut notamment mettre en évidence des régles de décision
pertinentes a partir de données textuelles, en particulier si ces données comportent des
informations relatives aux décisions a prendre en pratique. Pour ce faire, des méthodes
empruntées a 1’apprentissage automatique, telles que le traitement automatique du langage
naturel, peuvent étre employées. Ces regles de décision peuvent ensuite étre formalisées afin
d’étre interprétables par le systeme expert. Il existe plusieurs formalismes : les logiques basées
sur des prédicats, les logiques non classiques (ex. : logique floue), les régles de déduction ou

sujettes a des conditions, le formalisme objet (bas¢ sur la programmation objet) [265].
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Ces méthodes de formalisation ont cependant des limites. Bien que celles-ci permettent a un
programme de lire le contenu de la base de connaissances, elles ne garantissent pas a ce
programme d’en saisir le sens. Si nous reprenons notre exemple de systéme expert comportant
la régle de décision « si symptomes X, alors diagnostic ¥ », les termes correspondant aux
symptdmes ne sont en 1’état pas substituables par d’autres chaines de caracteres. Si le terme
soumis a cette partie du systéme est différent de ce qui est attendu, la requéte ne sera pas en
mesure d’aboutir sur le diagnostic approprié. Pour rendre cela possible, il faudrait que le
systéme dispose de I’ensemble des termes pouvant étre employés et que ceux-ci puissent étre

interconnectés selon leurs significations et leurs implications mutuelles.

A défaut de pouvoir fournir et relier I’entiéreté du vocabulaire existant a un systéme, une autre
approche consiste a standardiser les termes employés pour désigner les sujets d’une discipline.
Dans le domaine de la santé, des initiatives de nomenclature ont été menées visant a standardiser
et interconnecter les termes médicaux a travers des terminologies hiérarchisées. Nous pouvons
par exemple citer la CIM (Classification internationale des maladies) pour les pathologies,
MedDRA (Medical Dictionary for Regulatory Activities) pour les traitements médicamenteux
ou encore LOINC (Logical Observation Identifiers Names & Codes) pour les examens de
biologie médicale [266,267,268]. Cependant, cette approche ne répond que partiellement au
probléme car la hiérarchie qui érige ces nomenclatures ne permet pas aux termes d’étre porteurs
de sens pour un systéme informatique. L’ingénierie des connaissances souhaite dépasser ces
limites en attribuant véritablement du sens aux données, et I'un des outils essentiels qu’elle

développera dans ce but sont les ontologies.

c. Les ontologies

Le concept d’ontologie nous vient du XVIIéme siecle, il s’agit d’une branche de la philosophie
qui étudie le sens de I’étre [269]. En informatique, une ontologie désigne une forme de
représentation des connaissances, dans un domaine ou sous-domaine, tenant compte des
relations sous-tendant les concepts propres a ces connaissances. Ces relations, souvent de nature
sémantique, forment ainsi un réseau structuré (figure 28). Un terme n’est donc pas seulement
défini par ses synonymes, au sein d’une ontologie celui-ci est défini par un ensemble de
connaissances dont il est I’objet. Ces architectures permettent aux termes d’acquérir du relief
et, dans une certaine mesure, du sens. Les ontologies sont, par nécessité, la résultante d’un
consensus entre plusieurs collaborateurs car celles-ci doivent s’approcher le plus possible d’une
représentation objective. Elles sont souvent représentées sous la forme d’un graphique,

facilitant ainsi leur conception et leur amélioration [270].
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Figure 28. Ontologie convergeant vers un diagnostic d’appendicite dans le cadre du projet Lerudi
(Reproduit avec la permission de I’auteur, Emmanuel Coron) [271]

En santé, la provenance des connaissances peut étre trés hétérogeéne : bases de données,
littérature scientifique, recommandations de bonnes pratiques, comptes rendus médicaux,
expertises, etc [272]. Cette diversité des sources s’accompagne de surcroit d’ une hétérogénéité
de la nature des données : cliniques, génétiques, biologiques, etc. Qui-plus-est, celles-ci ne sont
pas uniquement sous forme de texte, elles peuvent notamment étre des images lorsqu’il s’agit
de données d’imagerie médicale [273]. Il est donc essentiel pour un systéme expert d’étre
capable de considérer et traiter des données de natures et formats variés. Cette problématique
peut également étre résolue a travers les ontologies par interopérabilité sémantique. En effet,
les ontologies sont particulierement utiles lorsqu’il s’agit de croiser des données, y compris
lorsque celles-ci sont intégrées au sein d’ontologies différentes. Les relations sémantiques sont
en mesure d’interconnecter les concepts au-dela des frontiéres définies par leurs ontologies, et

permettent de ce fait au systéme expert d’en avoir une vue plus globale [274].

A T’instar des travaux de nomenclature, des projets visant a développer et collectiviser les
ontologies en santé sont actuellement actifs. Nous pouvons notamment citer le projet
Presence mené par le National Center for Biomedical Ontology de Stanford, BioPortal ou
encore la SNOMED CT (Systematized Nomenclature of Medicine Clinical Terms)
[275,276,277].
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d. L’aide a la décision

Grace aux ontologies, les systémes experts acquicrent leurs lettres de noblesse car leurs régles
de décision se fondent dorénavant sur une large toile sémantique. Les systémes experts
obtiennent ainsi une forme de raisonnement et la capacité d’aborder des problémes médicaux
de facon holistique. En s’intégrant dans des systémes d’aide a la décision, les systémes experts
deviennent capables d’épauler les professionnels de santé dans leurs démarches diagnostiques

et thérapeutiques (figure 29) [278].
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Figure 29. Représentation d’un systéme d’aide a la décision (Reproduit avec la permission de I’auteur, Jean
Grieu) [279]

En fournissant & un systéme expert les ontologies représentant chacune des pathologies et
chacun des traitements connus a ce jour, celui-ci serait théoriquement capable de tenir compte
des subtilités symptomatologiques, des contre-indications et interactions médicamenteuses
pour proposer les diagnostics, prescriptions et recommandations les plus précis possibles. Ces
systémes prennent tout leur sens lorsque la démarche diagnostique ou thérapeutique concerne
un(e) patient(e) souffrant de multiples pathologies (figure 30) [280]. L’enjeu fondamental des
systémes experts appliqués au diagnostic et a la thérapeutique semble donc définitivement
résider dans la représentation des connaissances médicales, et notamment dans la conception

d’ontologies.

66



CURRENT PATIENT STATE CURRENT TREATMENT

ADD HT DRUG

ADD DISJOINT FINDING + ADI® T2D DRUG

DPRUS CLASSES RECOMMENDATIONS

ANTIHTPERTENSIVE DRUGS

ARB

Ketabiokery

Loop Diuretics

Thiazide Duretics

<]

ACTI

ANTI-DIABETIC DEUGS

PP inhibier

Clinidas

GLPY

Metformin

Sulfenylurea

Figure 30. Interface utilisateur du systéme expert CDSS (Clinical Decision Support System) (Reproduit selon
les termes de la licence CC BY-NC 3.0. Auteurs : Alexandre Galopin et coll.) [280]

e. Le défi des connaissances implicites

Une représentation des connaissances aboutie implique de pouvoir formaliser I’ensemble des
connaissances propres au sujet concerné. Cela induit une problématique complexe, celle des
connaissances implicites. A I’inverse des connaissances explicites qui sont disponibles sur des
supports d’information écrits ou électroniques, les connaissances implicites désignent des
compétences innées ou acquises par l’expérience (figure 31). Celles-ci comportent une
dimension intuitive, sont spécifiques au contexte et généralement communiquées a travers des

exemples [281].
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Figure 31. Modéle SECI (Socialisation, Extériorisation, Combinaison, Intériorisation) de création des
connaissances (Reproduit avec la permission de ’éditeur Taylor & Francis. Auteurs : Ikujiro Nonaka et Ryoko
Toyama.) [281]
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Les connaissances implicites, de par leur caractére tacite, sont plus difficiles a spécifier et donc
a formaliser. Pourtant, il s’agit de connaissances intervenant profitablement dans le processus
de décision. Celles-ci peuvent étre assimilées a 1’idée de sens commun ou de culture générale,
que le projet Cyc tente de représenter a travers une ontologie globale et une base de

connaissance générale.

f. Forces et faiblesses des systémes experts

La grande force des systémes experts réside dans leur explicabilité. Leur fonctionnement
intrins€éque est connu, compris et maitrisé, ce qui permet aux €quipes en charge de tenir compte
de la complexité des cas, notamment prévoir les exceptions. Ce sont des systémes ayant montré
leur efficacité lorsqu’il s’agit de résoudre des problémes suivant un protocole, d’apporter des
réponses a des questions de logique formelle ou de manipuler des symboles clairement définis

[259].

En revanche, les systemes experts souffrent d’une rigidité de raisonnement qu’ils doivent
justement a leur formalisme. Ils se révelent inefficaces lorsque le probléme a traiter leur
est inconnu, en particulier lorsque celui-ci est atypique. Ils perdent également en puissance
lorsque les données réelles relatives a ce probléme sont évolutives ou trop contextuelles. Cela
rend, par conséquent, les systémes experts inadaptés a certains secteurs tels que les ressources
humaines, le commerce, le marketing ou encore la médecine dans une certaine mesure. Ce
probléme est accentué¢ par la difficulté inhérente a la formalisation des connaissances qui
nécessite des compétences en informatique. Cela engendre souvent I’impossibilité pour
I’utilisateur d’adapter ou améliorer le programme lui-méme. Qui-plus-est, comme nous I’avons
expliqué précédemment, certaines connaissances dites implicites sont par essence complexes a

représenter [282].

Plus spécifiquement en santé, nous sommes actuellement loin d’avoir a disposition des
ontologies qui couvrent I’ensemble du domaine [283]. De plus, la conception d’une ontologie
dans les régles de ’art est trés chronophage et colteuse [284]. Le processus exige I’implication
d’experts du domaine traité et d’'un nombre souvent élevé d’ingénieurs chargés de formaliser et
développer les outils mathématiques et techniques requis. Une solution a ce probléme serait de
concevoir des programmes capables de mettre au point et ajuster eux-mémes leurs modeles
d’analyse a partir d’un entrainement adapté et des données fournies par les experts. Une telle

approche existe, il s’agit de 1’apprentissage automatique.
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2. L’apprentissage automatique

a. Une science des données et de I’apprentissage

Le machine learning, anglicisme d’apprentissage automatique, s’inscrit dans le
connexionnisme. Il s’agit d’une approche dont la théorie est pratiquement aussi ancienne que
les termes « intelligence artificielle » mais qui a di attendre les années 90 pour se développer.
Jusqu’a nos jours, les techniques d’apprentissage automatique poursuivent leur amélioration
qui semble s’indexer a la hausse de la puissance des processeurs et des quantités de données
collectées, car en effet I’apprentissage automatique repose sur deux dimensions essentielles :
les données et, comme son appellation I’indique, 1’apprentissage [285]. Comme nous le verrons
au cours de ce manuscrit, les applications de I’apprentissage automatique sont trés nombreuses

dans le domaine de la santé, notamment en diagnostic et en thérapeutique.

Le principe de 1’apprentissage automatique est d’identifier des reégles (explicites ou implicites)
contenues dans un jeu de données, a travers une méthodologie probabiliste dirigée par des
algorithmes plus ou moins complexes. Cette approche prend le contre-pied du symbolisme en
partant du principe que, au lieu de formaliser les connaissances, il est plus simple et plus rapide
de confier cette tdche a des algorithmes capables de généraliser par induction des lois a partir
du jeu de données fourni [285]. Les données, que certains nomment parfois « [ ’or noir du 21°m¢
siecle », sont donc ici la matiere premiere, d’ou la place centrale que celles-ci occupent

actuellement dans le paysage des intelligences artificielles [286].

En 2020, le volume total des données créées, copiées et consommeées a été estimé a 64,2
zettabytes (10%! bytes) mondialement, les données de santé n’échappant pas a la régle. La
pandémie de COVID-19, la démocratisation de I’internet des objets (objets connectés) ainsi que
le déploiement de la fibre et de la 5G ont largement concouru a accélérer ce phénomene,
amenant ce chiffre a pratiquement doubler d’ici 2025 selon les prévisions [287]. Cette tendance
¢largit davantage le champ des possibles pour 1’apprentissage automatique. D’ailleurs,
I’apprentissage automatique s’inscrit généralement dans une démarche plus large que 1’on
nomme souvent « sciences des données » et qui réunit, en plus de I’apprentissage automatique
en lui-méme, la collecte de données, leur manipulation, leur analyse descriptive et leur

visualisation [288].

69



L’apprentissage automatique est parfois apparenté aux modeles statistiques, a raison car celui-
ci s’appuie en partie sur des théories statistiques. Cependant, il s’en différentie par les outils
qu’il emploie et par la notion d’apprentissage qui le caractérise. Tom Mitchell, actuel président
du département apprentissage automatique a 1'Université de Carnegie Mellon, nous livre en
1997 sa définition de 1’apprentissage automatique : « On dit qu'un programme informatique
apprend de l'expérience E par rapport a une catégorie de tiches T et a une mesure de
performance P, si sa performance aux taches T, mesurée par P, s'améliore avec l'expérience
E. » [289]. Cette description, aussi large qu’abstraite, laisse envisager une multitude de

méthodes d’apprentissages.

b. L’apprentissage sous toutes ses formes

Le principe général des algorithmes d’apprentissage automatique est d’entrainer un modele a
partir de données de sorte que les parametres (ou coefficients) de ce modele tendent vers une
minimisation de I’erreur générale. Usuellement, I’apprentissage automatique peut opérer

suivant six méthodes d’apprentissage distinctes :

- L’apprentissage supervisé consiste a entrainer un mode¢le en dirigeant celui-ci vers une
échelle numérique ou des classes préétablies. En d’autres termes, 1’entrainement est
réalisé a partir de données dont on précise la classe ou la valeur numérique associée, ces
données sont alors dites « labellisées ». Par exemple, si I’on souhaite entrainer un
modele a détecter des tumeurs malignes a partir de photographies, 1’apprentissage
supervisé implique de labelliser chaque photographie du jeu de données utilisé pour son
entrainement, c’est-a-dire d’indiquer pour chacune de ces photographies si celle-ci

présente une tumeur maligne ou non (figure 32) [285].
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Figure 32. Illustration d'un apprentissage supervisé réalisé a partir de photographies de tumeurs
cutanées

A DI'inverse, I’apprentissage non supervisé est réalisé a partir de données vierges de toute
classe ou valeur numérique associée, donc non labellisées. Dans le cadre de
I’apprentissage non supervisé, 1’algorithme est en quelques sortes autodidacte et juge,
celui-ci doit déduire lui-méme les éventuelles classes ou échelles numériques se
profilant des données et former des groupes a partir de celles-ci. Le degré d’autodidactie
est plus ou moins ¢€levé selon les algorithmes d’apprentissage non supervisé car, par
exemple, certains operent en requérant que nous leur précisions le nombre de classes a
conjecturer tandis que d’autres ne requierent pas cette information. En reprenant
I’exemple illustrant 1’apprentissage supervisé mais cette fois-ci en effectuant un
apprentissage non supervisé, notre algorithme serait chargé d’établir lui-méme des
catégories a partir des photographies. En I’occurrence, nous attendrions de 1’algorithme
qu’il identifie au moins deux groupes distincts correspondant aux tumeurs bénignes et

aux tumeurs malignes (figure 33) [285].
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Figure 33. Illustration d'un apprentissage non supervisé réalisé a partir de photographies de
tumeurs cutanées

L’apprentissage semi-supervisé est un hybride des deux apprentissages sus-cités.

L’entrainement s’effectue sur un mélange de données labellisées et non labellisées [290].

L’apprentissage auto-supervisé est une forme avancée de I’apprentissage supervisé car
celui-ci peut traiter des données non labellisées. Le modele est entrainé en devant
prédire une partie des données qui est masquée (ex. : mots retirés d’une phrase ou pixels
manquants sur une image) a partir des données visibles. Au cours de son entrainement,
le modele est ainsi supposé acquérir la capacité d’attribuer lui-méme des labels aux

données non labellisées [291].

L’apprentissage par renforcement se distingue des apprentissages précédemment
présentés dans la mesure ou celui-ci se fonde sur un systéme de récompense. Cette
méthode d’apprentissage concerne des modeles qui apprennent a partir de leur
environnement et du résultat de leurs actions. En itérant des expériences puis en tenant
compte de leurs valeurs de retour basées sur ce qui est attendu ou non, ces modéles sont

en mesure de tendre vers un comportement décisionnel optimal (figure 34) [285].

action
A

Environment

\

Figure 34. Apprentissage par renforcement (Reproduit selon les termes de la licence CC BY 2.0. Auteur :
Batta Mahesh.) [292]
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- L’apprentissage par transfert est une méthode d’apprentissage fondée sur, comme son
nom l’indique, le transfert de connaissances. En pratique, il s’agit de transvaser les
parametres d’un modele ayant déja été entrainé au préalable sur une tache similaire a ce
que nous souhaitons accomplir. L’intérét principal est de disposer d’un modéle
bénéficiant d’une performance initiale, que 1’on peut ensuite réentrainer a partir de notre
jeu de données pour le spécialiser davantage. Nous pourrions, par exemple, effectuer un
apprentissage par transfert a partir d’'un modéle de reconnaissance visuelle généraliste
réputé performant, celui-ci serait déja possiblement efficace pour détecter des tumeurs
malignes a partir de photographies. Il serait alors possible d’améliorer ses performances
pour cette tache spécifique en le réentrainant sur un jeu de données comportant des

photographies labelisées de tumeurs bénignes et malignes (figure 35) [293].

= s B Reconnaissance visuelle
o a Modeéle pré-entrainé PR
Apprentissage supervisé generaliste

Apprentissage
par transfert
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Reconnaissance visuelle

= g Modéle final Sk
."'.c,! e Apprentissage supervisé spécialisée

_ Prédiction
« Tumeur bénigne »
ou
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Figure 35. Illustration d'un apprentissage par transfert réalisé a partir d’un modéle de
reconnaissance visuelle généraliste
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c. Les quatre problématiques majeures traitées par I’apprentissage automatique

L’apprentissage automatique s’inscrit donc dans des finalités pouvant varier selon la méthode
d’apprentissage adoptée. L ’apprentissage supervis¢ vise in fine a doter un modele de facultés
de prédiction. Selon les données en entrée et ce qui est attendu en sortie, cette démarche peut

étre subdivisée en deux grandes problématiques : la régression et la classification.

En statistiques, la régression désigne un ensemble de méthodes permettant d’étudier le degré
de corrélation entre des variables quantitatives. Par extension, 1’objet de la régression en
apprentissage automatique est de doter un modele de la capacité a prédire la valeur d’une
variable aléatoire quantitative dite cible (ou targef). Suite a un apprentissage supervisé, le
modele devient capable de prédire, avec plus ou moins de précision, une valeur numérique Y
inconnue en se basant sur les valeurs X connues d’une ou plusieurs variables prédictives,
nommeées aussi « caractéristiques » (ou features) [294]. Par exemple, un modele de régression
pourrait étre en mesure de prédire 1’espérance de vie d’un(e) patient(e) suite a un diagnostic

d’une pathologie en se basant sur ses facteurs pronostiques (figure 36).
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Figure 36. Modéle de régression prédisant une variable cible (survie du ou de la patiente) a partir d'une
variable prédictive (densité de la tumeur)
Les problémes de classification sont assez similaires aux problémes de régression a ceci pres
que leurs prédictions concernent une variable cible qualitative. L’apprentissage est également
supervisé et, a I’issue de celui-ci, un modele obtient la capacité de prédire une qualité (valeur

non numérique) Y inconnue en se basant sur les valeurs X connues d’une ou plusieurs variables
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prédictives™! [296]. Par exemple, un modéle de classification pourrait étre en mesure de prédire

la malignité d’une tumeur en se basant sur ses caractéristiques morphologiques (figure 37).
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Figure 37. Modéle de classification prédisant une variable cible (malignité d’une tumeur) a partir de deux
variables prédictives (volume et densité de la tumeur)

L’apprentissage non supervisé quant a lui a pour but de diriger les projecteurs vers les
informations contenues dans un jeu de données. Dans ce cadre, I’apprentissage automatique
peut s’inscrire dans la problématique du partitionnement de données. Le partitionnement de
données (ou clustering) peut étre vu comme un probléme de classification non supervisée. 11
s’agit d’une méthode permettant de segmenter un jeu de données en sous-groupes (ou clusters)
sur la base des valeurs X connues d’une ou plusieurs variables. Aucune variable Y n’est
considérée dans un probleme de clustering, toutes les variables pertinentes, qu’elles soient
quantitatives ou qualitatives, sont mobilisées dans un apprentissage non supervisé¢ afin que
I’algorithme puisse constituer les clusters les plus précis. La constitution des clusters se fonde
sur les similarités mesurées entre les observations sur la base de deux critéres de proximité :
I’inertie intra-classe que 1’algorithme tente de minimiser afin d’obtenir les clusters les plus
homogenes possibles, et I’inertie inter-classe que I’algorithme tente de maximiser afin que les
centroides des clusters soient les plus €éloignés possibles. Les algorithmes de partitionnement
peuvent ¢galement €tre utilisés pour mettre en évidence des ¢léments aberrants (ou outliers),

c’est-a-dire des observations €éloignées des clusters mis en évidence [297]. A titre d’exemple,

i Remarque : les régressions et classifications attribuant des labels a des segments de données (ou « zones
d’intérét ») sont nommées segmentations. Par exemple, une segmentation d’image attribue des labels a des pixels
ou groupes de pixels [295].
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un algorithme de partitionnement pourrait étre en mesure d’identifier des clusters de patients
en se basant uniquement sur les symptomes qu’ils présentent, sans connaitre ni préjuger des

pathologies dont ils souffrent (figure 38).
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Figure 38. Partitionnement de données basé sur deux variables prédictives (volume et densité de la
tumeur)

La quatrieme problématique majeure de l’apprentissage automatique est la réduction de
dimensionnalité. Celle-ci peut s’opérer en apprentissage supervisé comme en non supervisé,
bien qu’en I’occurrence la plupart du temps celle-ci soit non supervisée. La réduction de
dimensionnalité est un processus visant a réduire le nombre de dimensions au sein d’un jeu de
données (figure 39). Cela se traduit par un sacrifice des variables dont les variances sont les
plus faibles, c’est-a-dire les variables les moins porteuses en informations. Un nombre
important de variables, et donc de dimensions, peut dans certains cas complexifier
I’exploitation d’un jeu de données. L’intérét de cette démarche est donc de faciliter la
représentation graphique, I’analyse de ces données ou I’entrainement par un algorithme de
régression, classification ou partitionnement. Plutét que de sacrifier des variables, un
algorithme de réduction de dimensionnalité procéde en transposant les valeurs prises par ces

variables sur les axes des nouvelles dimensions (figure 40) [298].

Réduction de
dimensionnalité

Figure 39. Réduction de dimensionnalité conservant deux dimensions appliquée a des données en 3
dimensions
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Figure 40. Réduction de dimensionnalité appliquée a une problématique de classification a deux variables
prédictives (volume et densité de la tumeur)

d. Exemples d’algorithmes d’apprentissage automatique

Pour traiter les problémes exposés précédemment, I’apprentissage automatique a recourt a des
techniques diverses qui, en pratique, prennent la forme d’algorithmes. Le choix de I’algorithme
a employer est assujetti a plusieurs critéres dont notamment sa vélocité, son cott
computationnel, sa méthode d’apprentissage, la problématique a traiter, la quantité et la nature
des données ou encore le degré d’explicabilité qui sied a nos exigences. Chaque algorithme
d’apprentissage automatique est caractérisé par un fonctionnement spécifique, une explicabilité
plus ou moins aisée, des forces et des faiblesses qui conditionnent ses performances et son
champ d’application. La performance d’un algorithme est aussi fortement conditionnée par ses
hyperparametres, c’est-a-dire des parametres caractéristiques de I’algorithme sur lesquels
’utilisateur a la main. Les algorithmes d’apprentissage automatique sont trop nombreux pour
étre tous présentés dans ce manuscrit, ¢’est pourquoi nous nous en tiendrons a un échantillon

d’algorithmes parmi les plus populaires.
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d.1. La régression linéaire

La régression linéaire est le fer de lance des algorithmes de régression. Il s’agit d’un algorithme
d’apprentissage supervisé traitant exclusivement des problémes de régression [299]. Celui-ci
est basé sur la modélisation d’une relation linéaire entre une variable cible quantitative et une
ou plusieurs variables prédictives™ [301]: Y = o + BiXi + f2X2 + ... + BiXi + €. A partir des
données d’entrainement, 1’algorithme de régression linéaire établit cette équation de facon a ce
que celle-ci limite le plus possible I’erreur générale (la distance entre 1’équation et chacune des
observations), ou autrement dit qu’elle corresponde au mieux a I’ensemble des observations.
Graphiquement, la relation linéaire peut étre représentée par une droite ou un hyperplan
traversant un nuage de points (observations) de manicre a étre le moins €loigné possible de
I’ensemble des points (figure 41). Une droite correspond a une régression linéaire simple (une
seule variable prédictive), un hyperplan a une régression linéaire multiple a deux variables

prédictives.

@ Donnees

Draite de
94 régression

o ‘ 1 2 3 4 5
Figure 41. Droite représentant un modéle de régression linéaire simple ajustée selon la méthode des

moindres carrés (Reproduit selon les termes de la licence CC BY-SA 3.0. Auteurs : Cdang, Krishnavedala.
https://commons.wikimedia.org/wiki/File:Linear least squares_example2.svg)

La régression linéaire reste trés populaire malgré sa simplicité car il s’agit d’'une méthode facile
a mettre en ceuvre, véloce, dont les résultats sont aisément explicables et qui ne comporte aucun
hyperparameétre critique a ajuster. Cependant, la régression linéaire n’est pas adaptée a tous les
jeux de données car celle-ci doit nécessairement supposer une linéarité entre les variables
d’entrée et celle de sortie. Qui-plus-est, ses performances se voient fortement amoindries si les
données sont peu nombreuses ou que le nombre de dimensions est important. Aussi, la
régression linéaire est trés sensible aux valeurs aberrantes, en particulier lorsqu’elle mobilise la

somme des moindres carrés pour estimer I’erreur générale [302].

i y étant la variable a prédire pour une combinaison de valeurs des variables prédictives X, X; les variables
prédictives, fr les coefficients de régression des variables prédictives, fy ’ordonnée a I’origine et € 1’erreur
résiduelle.
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d.2. La régression logistique

Bien qu’elle porte dans son nom le terme « régression », la régression logistique est en fait une
méthode de classification supervisée [303]. A 1’origine, il s’agit d’un modéle statistique
permettant d’étudier les relations entre une variable qualitative binaire (ex. : présence/absence
d’une pathologie) et une ou plusieurs variables qualitatives ou quantitatives. La régression
logistique est modélisée par une relation linéaire entre les variables prédictives et le logit d’une
variable cible qualitative binaire™" [304] : logit(r) = In(;Z-) = o + BiXi + poXo + ... + PXe.
En établissant cette fonction a partir des données d’entrainement ainsi qu’un seuil en guise de
critere de classification, I’algorithme de régression logistique entraine un modele a classifier
des observations selon que celles-ci soient au-dessus ou en-dessous du seuil défini (figure 42).
Classiquement, les algorithmes de régression logistique s’appuient sur une fonction sigmoide,
mais il est possible de faire intervenir d’autres types de fonctions (ex. : tangente hyperbolique,

fonction softmax) [305].

Y=1- . - L

Probability of =1
™

independent variable X

Figure 42. Courbe représentant un modéle de régression logistique ajustée selon une fonction logit
(Reproduit selon les termes de la licence CC BY-NC-ND 4.0. Auteurs : Patrick Schober et Thomas R. Vetter.) [304]

La régression logistique présente les mémes avantages que la régression linéaire. Il s’agit d’une
méthode simple, véloce, dont les résultats sont facilement explicables et qui ne comporte aucun
hyperparameétre critique a ajuster. De méme, ses performances sont grandement affectées si les

données sont peu nombreuses ou que le nombre de dimensions est important [302].

il 7 &tant la probabilité P(Y=1|X) que la variable a prédire prenne la valeur de succés (ex. : présence d’une
pathologie) pour une combinaison de valeurs des variables prédictives X, Xi les variables prédictives, fi les
coefficients de régression des variables prédictives et fy I’ordonnée a 1’origine.
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d.3. La classification naive bayésienne

La classification naive bayésienne (ou Naive Bayes classifier) est un algorithme
d’apprentissage supervisé probabiliste traitant, comme son nom 1’indique, des problemes de
classification [306]. Celui-ci est basé¢ sur le théoréeme de Bayes et admet I’hypothése d’une
indépendance des variables. Cet algorithme d’apprentissage proceéde en calculant, a partir des
observations, les probabilités conditionnelles entre les modalités des variables prédictives et les
modalités de la variable cible (ex.: probabilit¢ que le ou la patiente soit malade sachant

qu’il/elle présente une fievre) :

P(modalités prédictives | modalité Cible) x P(modalité cible)

P(modalité cible | modalités prédictives) = P(modalités prédictives)

L’algorithme établit ensuite, a partir de I’ensemble de ces probabilités, des regles de décision
minimisant D’erreur générale. La classification naive bayésienne se décline en plusieurs
algorithmes selon la distribution que 1’on souhaite supposer quant aux variables prédictives :
gaussienne si la distribution supposée est continue, multinomiale si la distribution supposée est

discréte ou catégorielle, Bernoulli si la distribution supposée est binaire, etc [307].

La classification naive bayésienne est un algorithme populaire en raison de sa simplicité, sa
vélocité, son explicabilité et sa capacité d’adaptation aux faibles volumes de données
d’entrainement [302]. Bien que 1’indépendance des variables prédictives soit rare en pratique,
la classification naive bayésienne parvient a atteindre des performances élevées dans divers cas
d’usage [308]. Cependant, ses performances peuvent étre fortement altérées si les données
d’entrainement comportent d’importants déséquilibres de classe, en particulier si cela implique

que certaines probabilités conditionnelles soient nulles [309].

d.4. Les machines a vecteurs de support

\

Les machines a vecteurs de support (ou SVM, support vector machines) sont une famille
d’algorithmes d’apprentissage automatique permettant de résoudre des problémes tant de
classification que de régression ou de détection de valeurs aberrantes [310,311]. En régle
générale, il s’agit d’algorithmes d’apprentissage supervisé, plus rarement non supervisé (ex. :
one-class support vector machines) [312]. Ils fonctionnent sur un principe similaire aux
régressions linéaire et logistique. Comme le montre la figure ci-dessous, ils opérent en séparant
les données en sous-groupes a 1’aide d’un seuil, de telle fagcon que la distance entre les différents

sous-groupes et la frontiére qui les sépare soit maximale (figure 43).
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Cette distance est appelée « marge », c’est pourquoi les machines a vecteurs de support sont
qualifiés de « séparateurs a vaste marge ». Les vecteurs de support sont en fait les observations

les plus proches de la frontiére [313].
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Figure 43. Machine a vecteur de support prédisant une variable cible (malignité d'une tumeur) a partir de
deux variables prédictives (volume et densité de la tumeur)

Pour illustrer cela, prenons un exemple de cas d’usage en une dimension. Dans ce cas d’usage,
nous souhaitons différencier les tumeurs bénignes des tumeurs malignes a 1’aide d’une
classification basée sur une variable prédictive (densité de la tumeur). En établissant un seuil
optimal, il est possible d’identifier s’il s’agit d’une tumeur bénigne ou d’une tumeur maligne
selon que I’observation se trouve d’un c6té ou de 1’autre du seuil. Les marges, ¢’est-a-dire les
distances entre le scuil et les vecteurs de support (points de chaque classe les plus proches du

seuil), sont également établies de fagcon a séparer les deux classes de maniére équidistante
(figure 44).
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Figure 44. Machine a vecteur de support prédisant une variable cible (malignité d'une tumeur) a partir
d’une variable prédictive (densité de la tumeur)
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Remarque : dans un espace en deux dimensions, le seuil serait caractérisé par 1’équation d’une
droite séparant nos deux classes. Les marges seraient également représentées par deux droites
a équidistance du seuil (figure 43). En trois dimensions ou plus, le seuil ainsi que les marges

seraient caractérisés par 1’équation d’un hyperplan.

Dans les rares cas ou les données peuvent étre séparées de fagon linéaire, il est possible de faire
intervenir un classifieur & marge maximale (ou maximal margin classifier). Celui-ci est en
mesure de déterminer le seuil optimal, celui pour lequel les marges sont maximisées et les

différentes classes parfaitement séparées (figures 43 et 44).

Cependant, la plupart du temps, la distribution des observations ne permet pas une séparation
parfaite a I’aide d’une droite ou d’un plan linéaire (figure 45). Le probléme se pose notamment

si les données comportent une ou plusieurs observations aberrantes.

Séparation linéaire

. Séparation
. non linéaire

Figure 45. Distribution permettant une séparation linéaire vs. distribution ne permettant pas une
séparation linéaire

Sinous reprenons notre exemple en une dimension mais cette fois-ci avec une valeur aberrante,
nous observerions des marges plus petites car un classifieur 2 marge maximale placerait notre
seuil entre I’observation aberrante et I’observation la plus proche du groupe opposé (figure 46).
Dans ce cas de figure, une tumeur au statut inconnu pourrait étre prédite comme étant maligne
méme si celle-ci compte davantage d’observations a proximité correspondant a des tumeurs

bénignes (figure 46).
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Figure 46. Effets d’une observation aberrante sur un classifieur 4 marge maximale

Pour éviter ce type d’erreur, un modele d’apprentissage automatique doit étre en mesure
d’assouplir ses prédictions en tolérant une part d’inexactitude. En tenant compte des densités
des observations et non plus uniquement de celles aux valeurs les plus extrémes, les marges
peuvent passer outre les observations aberrantes dans une certaine mesure. Celles-ci sont alors

appelées marges souples (ou soft margins) (figure 47).
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Figure 47. Marges obtenues en faisant intervenir un classifieur 2 marge souple

Cette approche, qui fait cette fois-ci intervenir un classifieur a marge souple (ou soft margin
classifier), permet aux marges d’étre plus ou moins permissives. L hyperparamétre qui régit
cette permissivité est le paramétre de régularisation C. Plus C est faible, plus les marges sont
larges, et donc plus celles-ci englobent des observations n’appartenant pas a la classe définie.
Diminuer C a pour effet de diminuer la variance mais d’augmenter le biais. Si C = 0, la
permissivité est donc totale (figure 48). A I’inverse, augmenter C a pour effet d’étrécir les
marges, donc d’augmenter la variance et de diminuer le biais. Si C = +oo, la permissivité tend
vers 0, nous revenons par conséquent a I’inflexible classifieur a marge maximale. Si le biais est
trop important, les prédictions auront tendance a trop s’¢éloigner de la réalité (figure 49). Si la
variance est trop importante, les prédictions du modéle seront imprécises. L’idée est de

déterminer une valeur de C permettant un compromis [314].
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(a) C = 0.01 bC=1 (©)C =100

Figure 48. Effets de la variation de ’hyperparamétre C sur la souplesse des marges. Les points verts
représentent les vecteurs de support tandis que les points au contour rouge représentent les observations

dont la classification est erronée. (Reproduit avec la permission de I’éditeur Elsevier. Auteurs : Alaa Tharwat et coll.)
[314]

Variance faible Variance élevée

Biais faible

Biais élevé

Figure 49. Illustration du biais et de la variance (© NVS Yashwanth. Reproduit selon les termes de la licence MIT.
https://nvsyashwanth.github.io/machinelearningmaster/bias-variance/)

En pratique, les observations ne peuvent que trés rarement étre séparées parfaitement car celles-
ci sont généralement intriquées (figure 45). Pour pallier a cela, les machines a vecteurs de
support reposent souvent sur I’utilisation de noyaux de systeme d’exploitation (ou kernels). Ces
fonctions mathématiques permettent de séparer les données en les projetant dans un espace

vectoriel de plus grande dimension (figure 50) [315].
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Figure 50. Projection d’une distribution d’observations en deux dimensions (2 gauche) dans un espace en
trois dimensions (a droite). Une fois projetées, ces observations deviennent linéairement séparables selon

leur classe (par un hyperplan). (Reproduit avec la permission de I’éditeur Springer Nature. Auteur : Alaa Tharwat)
[315]
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Reprenons notre exemple avec cette fois-ci toutes les observations de tumeurs bénignes situées
entre deux densités d’observations de tumeurs malignes (figure 51). En appliquant un noyau
polynomial de second degré a cette distribution, nous obtiendrions un espace a deux
dimensions (ayant pour ordonnée la densité au carré) dans lequel le scuil est en mesure de
séparer linéairement les deux classes. Dans cette configuration, le classifieur est désormais

capable de prédire la malignité d’une tumeur de fagon linéaire et performante.

®  Tumeur bénigne
4 Tumeur maligne
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Figure 51. Application d’un noyau polynomial de second degré sur une distribution d’observations en une
dimension

Différents noyaux peuvent étre appliqués par les machines a vecteurs de support, le choix de
celui-ci est a la discrétion de 'utilisateur. Parmi les noyaux les plus employés dans le cadre des
machines a vecteurs de support, nous pouvons citer par exemple [316] :

- Le noyau polynomial™" (comme dans notre exemple) : k(x,x’) = (x.x’ + 1)¢;

- Le noyau de fonction de base radiale™" (ou radial basis function) : k(x,x’) = e,

Les machines a vecteurs de support sont réputées pour leurs solides garanties théoriques et leur
grande flexibilité. Ils sont capables d’entrainer des mod¢les puissants et efficaces avec une large
gamme de données, y compris lorsque le nombre de dimensions est faible ou tres élevé.
Comparées aux régressions linéaire et logistique, les machines a vecteurs de support sont en
revanche plus complexes a manceuvrer car celles-ci nécessitent un ajustement précis des
hyperparametres (parametre de régularisation C, noyau, hyperparameétres du noyau, etc.). De
plus, ces algorithmes sont particulierement sensibles aux différences d’unités et d’échelles entre
les variables, ce qui nécessite également un prétraitement soigneux des données. Enfin, les
modeles construits a partir des machines a vecteurs de support sont généralement plus difficiles

a expliquer [302,317].

XV kv, x’) étant le noyau (ou fonction de similarité entre deux vecteurs d’entrée x et x°), x . x” le produit scalaire
des vecteurs d’entrée, et d 1’ordre du polyndme.

vV & (gamma) étant un hyperparameétre régulant I’influence de la distance entre les observations. Plus & est élevé,
moins la proximité entre les observations influence la classification.
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d.5. La méthode des k plus proches voisins

La méthode des k plus proches voisins (ou k-NN, k-nearest neighbors) est un algorithme
d’apprentissage supervisé permettant de résoudre des problémes de classification ou de
régression [318,319]. Celui-ci est fond¢ sur les distances entre notre observation pour laquelle

nous souhaitons prédire une variable et les k£ observations qui lui sont les plus proches [320].

Reprenons un exemple de distribution d’observations correspondant a des tumeurs dont nous
connaissons le statut. En considérant deux variables prédictives (densité et volume), nous
pourrions représenter ces observations, dans un graphique en deux dimensions, par des points
de couleur bleue ou rouge selon que ceux-ci correspondent respectivement a des tumeurs
bénignes ou malignes. A partir de ces observations, nous pourrions tenter de prédire si une
tumeur, dont nous ignorions le statut, est bénigne ou maligne sur la base de sa densité et son
volume. Considérons trois observations de tumeurs au statut inconnu dont nous connaissons la
taille et la densité, que nous représenterons par des points mauves. Aprés entralnement par un
algorithme des k plus proches voisins, un mod¢le serait en mesure de classifier nos observations
selon que celles-ci soient plus proches de tumeurs bénignes ou malignes. Comme indiqué par
le nom de I’algorithme, le nombre de voisins considérés est désigné par I’hyperparamétre k. Par
exemple, si I’hyperparamétre k est égal a 3, les prédictions réalisées par notre modele seront

basées sur les modalités des trois voisins les plus proches de nos observations (figure 52).
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Figure 52. k-NN a k=3 prédisant la malignité d'une tumeur a partir de deux variables prédictives (volume
et densité de la tumeur). (a) Si les trois voisins les plus proches d’une observation correspondent toutes a
des tumeurs bénignes, notre modéle entrainé par un k-NN prédirait qu’il s’agirait d’une tumeur bénigne.
(b) Si les trois voisins les plus proches d’une observation correspondent toutes a des tumeurs malignes, notre
modeéle entrainé par un k-NN prédirait qu’il s’agirait d’une tumeur maligne. (c) Si deux des trois voisins les
plus proches de notre observation correspondent a des tumeurs malignes, notre modéle entrainé par un k-
NN prédirait qu’il s’agirait d’une tumeur maligne car il s’agit de la modalité la plus représentée parmi les
voisins considérés.
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L’algorithme des k plus proches voisins présente 1’avantage de produire des modeles facilement
explicables, simples et généralement rapides a construire. Ceux-ci peuvent présenter de bonnes
performances méme avec un faible entrainement et sans ajustements, de fait ils constituent
souvent un point de départ intéressant. Ses hyperparameétres ne sont néanmoins pas a négliger
car I’un des problémes majeurs de cet algorithme est sa forte sensibilité a la densité des points.
De fait, selon le nombre (k) de voisins considérés et la métrique adoptée pour mesurer les
distances, les résultats obtenus peuvent fortement varier (figure 53). Une autre faiblesse
importante de 1’algorithme des k plus proches voisins est sa sensibilité aux valeurs extrémes et
aux observations aberrantes. En effet, les distances calculées a partir des variables aux étendues
les plus grandes auront davantage d’impact sur la prédiction. Effectuer une normalisation, c¢’est-
a-dire uniformiser les échelles des variables, peut néanmoins résoudre ce probléme. Enfin, il
s’agit d’un algorithme dont les performances peuvent fortement décroitre a mesure

qu’augmente le nombre de variables présentes dans le jeu de données [302].

'

1
1
'
i
[

i

¥

Figure 53. Illustration de I’influence de I’hyperparamétre k sur une classification par k-NN (Reproduit avec
la permission de I’éditeur Institute of Electrical and Electronics Engineers. Auteurs : Aditya Srivastava et coll.) [60]

d.6. La forét d’arbres décisionnels

Les arbres de décision sont des outils d’aide a la décision représentant graphiquement des choix
possibles et leurs conséquences [321]. En apprentissage automatique, il existe des algorithmes
d’apprentissage supervisé capables de construire des arbres de décision optimaux pour traiter
des problémes de classification ou de régression [322,323]. Ceux-ci procédent en divisant les
différentes observations du jeu de données en sous-ensembles plus petits et plus homogenes
selon la valeur de la variable cible. Cette division est réalisée en choisissant la modalité
prédictive qui maximise la séparation entre les sous-ensembles, selon un critére spécifique (ex. :
indice de Gini). Graphiquement, cela se traduit par des séparations rectangulaires sensées
regrouper les différentes modalités ou valeurs numériques entre elles (figure 54). Chaque

séparation répond a une condition et donne lieu a un nceud dans I’arbre de décision.
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La forét d’arbres décisionnels, appelée aussi forét aléatoire (ou random forest), est un
algorithme fonctionnant sur le méme principe mais en mobilisant plusieurs arbres de décision

[324,325]. Cela permet d’affiner I’analyse ce qui se traduit graphiquement par des frontiéres

moins rectangulaires (figure 55).
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Figure 55. Exemple de frontiére tracée entre les différentes classes d'un jeu de données au cours d’un
apprentissage supervisé exécuté par un algorithme de forét aléatoire

Cet algorithme proceéde par bootstrap aggregation (ou bagging), une technique qui, dans ce
contexte, consiste a générer différents arbres de décision en considérant aléatoirement des sous-
ensembles du jeu de données puis a se focaliser sur des variables prédictives spécifiques a tour

de role (figure 56). Cette opération s’effectue sur I’ensemble du jeu de données [326].
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Figure 56. llustration du bootstrap aggregation (Reproduit avec la permission de I’éditeur Institute of Electrical
and Electronics Engineers. Auteurs : Aditya Srivastava et coll.) [60]

Enfin, chacun de ces arbres participe dans la prédiction. Si la variable cible est quantitative, il
s’agira de la moyenne de toutes les valeurs prédites par I’ensemble des arbres (figure 57). Si la
variable cible est qualitative, il s’agira du mode de toutes les modalités prédites par I’ensemble

des arbres. Comme le met en évidence la loi des grands nombres, cette approche améliore
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grandement la performance de la prédiction comparée a celle d’un seul arbre de décision [327].
Il est a noter que cette augmentation de la performance se fait au détriment du coft
computationnel et que celle-ci est de moins en moins significative a mesure que le nombre
d’arbres augmente [328]. En outre, cet algorithme peut étre adapté a toutes sortes de contextes
a I’aide des nombreux hyperparameétres qui lui sont propres tels que, pour ne citer qu’eux, le

nombre d’arbres et leur profondeur maximale.

Test Sample Input

Tree 600

| Prediction1 | | Prediction2 | - | Prediction 600 |

Average All Predictions

!

' Random Forest |
_ Prediction ‘

Figure 57. Illustration du fonctionnement d’un modéle de forét aléatoire (Sandia National Laboratories) [329]

La forét aléatoire produit des mod¢les puissants sans étre exigeante en termes d’ajustement. De
plus, ceux-ci sont peu sensibles aux différences d’échelle entre les variables. Cependant, ce que
la forét aléatoire gagne en performance, elle le perd en explicabilité. En effet, contrairement a
un arbre décisionnel isolé, la forét aléatoire produit des modeles difficilement explicables ou
visualisables, et cela est d’autant plus vrai que le nombre d’arbres est important. Qui-plus-est,
ses performances sont affectées lorsque le nombre de variables est important ou lorsque les
données manquantes sont nombreuses. Aussi, I’entralnement d’un mod¢le par une forét

aléatoire peut étre long et coliteux en ressources si le jeu de données est volumineux [302].

d.7. La méthode des k-moyennes

La méthode des k-moyennes (ou k-means) fait partie des méthodes de partitionnement de
données les plus utilisées et maitrisées a ce jour. Celle-ci repose généralement sur un algorithme
d’apprentissage non supervisé, 1’algorithme de Lloyd, mais il en existe des approches
supervisées ou semi-supervisées (ex. : k-means++) [330,331]. Comme tous les algorithmes de
partitionnement de données, le principe appliqué par I’algorithme de Lloyd est de constituer des

clusters regroupant des observations présentant les points communs les plus significatifs.
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Puisqu’il s’agit d’un algorithme d’apprentissage non supervisé, ces clusters se constituent sans

que ’utilisateur ait a aiguiller I’algorithme vers ceux-ci. L utilisateur doit cependant indiquer a

I’algorithme la valeur de k qui désigne le nombre de centroides, ou autrement dit le nombre de

clusters attendus. L’ utilisateur doit veiller a choisir et ajuster soigneusement cet hyperparameétre

car les résultats obtenus dépendent fortement de celui-ci. [332]

Pour illustrer la méthode des k-moyennes, considérons un jeu de données en deux dimensions

dont les observations ne sont pas labellisées (figure 58). L’algorithme de Lloyd procederait

selon les étapes suivantes :

1))

2)

3)

4)

5)

6)

7)

Au vu du nuage de points représentés, nous pouvons instinctivement envisager que trois
groupes distincts s’en dégagent (figure 58-a). Nous fixerons donc a 3 la valeur de
I’hyperparamétre & dans cet exemple.

L’algorithme procéde tout d’abord en plagant aléatoirement nos trois centroides (figure
58-b).

L’algorithme affecte ensuite chaque observation au centroide qui lui est le plus proche,
nous obtenons ainsi trois groupes correspondant a des ébauches de clusters (figure 58-
c).

L’algorithme poursuit en calculant les barycentres des clusters constitués. Les
centroides se déplacent alors au niveau des barycentres de leurs clusters respectifs. Nous
pouvons remarquer qu’apres déplacement des centroides, certains points verts sont plus
proches du centroide rouge (figure 58-d).

De nouveau, chaque observation est affectée au centroide qui lui est le plus proche
(figure 58-e).

Puis les positions des barycentres sont recalculées et les centroides se déplacent a leurs
niveaux (figure 58-f).

Les quatriéme, cinquiéme et sixiéme €tapes se répetent successivement jusqu’a ce que
les centroides soient placés de fagon optimale (figure 58-g), nous obtenons alors les
clusters finaux (figure 58-h). Remarque : plus une observation est proche du centroide

correspondant a son cluster, plus son appartenance a ce cluster est certaine.
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Figure 58. Partitionnement exécuté par un algorithme de Lloyd a partir d’un jeu de données comportant
deux variables

La méthode des k-moyennes est extrémement populaire en raison de sa simplicité, sa vitesse
d’exécution et sa bonne explicabilité. De plus, I’algorithme de Lloyd s’adapte bien aux grands
jeux de données et est globalement performant, en particulier en deux dimensions. En revanche,
les résultats produits par cet algorithme sont trés dépendants du nombre de centroides et sont
sujets a un facteur aléatoire. Selon 1’hyperparametre k choisi et selon I’emplacement initial des
centroides, les variances (distances entre les centroides et les observations) peuvent varier du
tout au tout. Cette méthode exige donc parfois d’entrainer un modéle plusieurs fois jusqu’a
obtenir des performances satisfaisantes. Enfin, une faiblesse fondamentale de 1’algorithme de
Lloyd est de ne pas étre en mesure de supposer un nombre de clusters, forcant 1’utilisateur a
devoir le faire lui-méme ou, a défaut, se tourner vers des algorithmes de partitionnement de
données capables d’estimer ce paramétre (ex. : DBSCAN, Density-Based Spatial Clustering of
Applications with Noise) [302,333].

d.8. L’analyse en composantes principales

L’analyse en composantes principales (ou PCA, principal component analysis) est
originellement une méthode statistique permettant de réduire la dimensionnalité d’un jeu de
données sans nécessiter la suppression de variables. Comme nous 1’avons précédemment
expliqué (voir section P1.111.2.c.), cette méthode procéde en transposant les valeurs prises par
les variables les moins informatives sur celles des dimensions conservées. Cette démarche est
particulierement utile lorsque la résolution du probléme traité exige, ou est facilitée, par un

faible nombre de dimensions. C’est le cas notamment des algorithmes de partitionnement de
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données dont la performance a tendance a chuter lorsque le nombre de dimensions excede trois.
En apprentissage automatique, 1’algorithme d’analyse en composantes principales est chargé
de déterminer les dimensions optimales a conserver. Il s’agit classiquement d’un algorithme
d’apprentissage non supervisé mais il en existe une variante supervisée (scalable principal

component analysis) [334,335].

L’algorithme d’analyse en composantes principales proceéde tout d’abord en construisant des
variables synthétiques sous forme linéaire caractérisant au mieux la magnitude et la direction
des variances au sein du jeu de données, ces variables synthétiques sont nommées
« composantes principales ». La premicre composante principale correspond a la plus grande
distribution au sein du jeu de données, la seconde composante principale a la seconde
distribution la plus grande du jeu de données tout en étant orthogonale a la premicre, etc. (figure
59). Le nombre maximal de composantes principales pour un jeu de données est égal au nombre

de dimensions (ou de variables) au sein de celui-ci [335].

Figure 59. Composantes principales tracées sur un jeu de données en deux dimensions (Reproduit avec la
permission de ’auteur principal. Auteurs : Benyamin Ghojogh et Mark Crowley.) [335]

A titre d’exemple, considérons un jeu de données comportant deux variables, donc deux
dimensions. Dans cet exemple, nous souhaiterions conserver une seule dimension (figure 60).
(a)

Composante principale 1 (C)

(b)

Composante principale 1

Composante principale 1

Densité
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Figure 60. Réduction de dimensionnalité exécutée par un algorithme d’analyse en composantes
principales sur un jeu de données en deux dimensions
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L’algorithme d’analyse en composantes principales commence tout d’abord par déterminer les
composantes principales qualifiant notre jeu de données. Puisque notre jeu de données
comporte deux variables, nous aurions deux composantes principales représentés
graphiquement par deux axes orthogonaux. En I’occurrence, la premiere composante principale
tracée ci-contre représente environ 75% de la distribution tandis que la seconde composante

principale représente environ 25% de la distribution (figure 60-a).

L’algorithme transpose ensuite les observations par projetés orthogonaux sur les n composantes
principales les plus importantes, n étant le nombre de dimensions que nous souhaitons
conserver. En privilégiant les composantes principales les plus porteuses en information,
I’algorithme limite le plus possible la perte de celle-ci. Dans le cas de notre exemple, c’est donc
sur la premicre composante principale que les observations seraient transposées puisque celle-
ci représente la majeure partie de la distribution (figure 60-b). L’espace en deux dimensions

devient alors un axe en une dimension (figure 60-c).

L’algorithme d’analyse en composantes principales est 1’algorithme de réduction
dimensionnelle le plus simple a paramétrer et a expliquer. Le choix du nombre de composantes
principales a mobiliser est I’hyperparameétre essentiel de cet algorithme et celui-ci dépend du
probléme que 1’on souhaite traiter. Nous chercherions, par exemple, a conserver les deux ou
trois composantes principales les plus importantes s’il s’agit de préparer un jeu de données a
un partitionnement. La faiblesse majeure de cet algorithme est sa forte sensibilité aux valeurs

aberrantes puisque celles-ci peuvent grandement influencer les variances [302].

e. Les réseaux de neurones et ’apprentissage profond

Parmi les méthodes d’apprentissage automatique, I’apprentissage profond est sans aucun doute
celle qui a le plus bénéficié des progres réalisés en maticre de puissance de calcul [336].
L’ apprentissage profond s’applique sur les réseaux de neurones, des architectures qui,
contrairement aux modeles d’apprentissage automatique les plus simples, permettant des
analyses non linéaires [337]. En effet, au sein d’un réseau de neurones artificiels, chaque
neurone est caractérisé par un seuil et une fonction d’activation qui conditionnent sa valeur de
sortie. De fait, les valeurs de sortie présentées par la derniere couche du réseau ne sont pas le
produit linéaire des sorties de chaque couche mais plutét la résultante d’un ensemble complexe
d’activations et de non activations [338]. Afin de mieux comprendre les tenants et aboutissants
de I’apprentissage profond, commengons tout d’abord par présenter le neurone formel, 1’unité

¢lémentaire des réseaux de neurones artificiels.
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e.l. Du neurone formel au réseau de neurones

Comme présenté dans notre historique, la premiére conceptualisation d’un neurone artificiel
date de 1943 (voir section P1.11.1.g.) [110]. Cette approche de I’intelligence artificielle s’est
révélée étre 1’instigatrice de ce que représente aujourd’hui I’apprentissage automatique et par
extension 1’apprentissage profond. Le choix du terme « neurone », bien que discuté de nos
jours, n’est a ’époque pas dii au hasard car la tentative visait a représenter mathématiquement
et informatiquement un neurone biologique (figure 61). Petit a petit, ce paradigme

biomimétique a laissé place a une approche statistique, plus robuste méthodologiquement.
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Figure 61. Paralléle entre un neurone biologique et son modéle mathématique (Reproduit avec la permission
de I’éditeur Institute of Electrical and Electronics Engineers. Auteurs : Mian Mian Lau et King Hann Lim.) [339]

Schématiquement, un neurone formel (ou perceptron) est une fonction dont la ou les sorties
sont conditionnées par les entrées, un seuil et une fonction d’activation. Chaque entrée,
généralement une grandeur numérique, est associée a une pondération (ou poids) dont la valeur
varie selon la tiche a accomplir par le neurone. Chaque sortie est controlée par une fonction
d’activation [340]. Nous pouvons schématiser le fonctionnement d’un perceptron en trois
étapes (figure 62) :
1) Le calcul par une fonction d’agrégation, qui est généralement la somme des valeurs
regues en entrée (x) multipliées par leurs pondérations respectives (w) : wixs + wax2 + ...
+ WnXn
2) Le traitement de cette somme par une fonction d’activation (¢) ;
3) La comparaison du résultat obtenu par rapport au seuil () afin de définir la valeur de
sortie (y) du neurone. La valeur de sortie dépend en grande partie de la fonction

d’activation. Par exemple, si la fonction d’activation est une fonction de Heaviside : si
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le résultat est supérieur au seuil, le neurone s’active et présente 1 comme valeur de sortie.
Si le résultat est inférieur au seuil, le neurone est inactif et présente 0 comme valeur de

sortie selon la fonction d’activation.
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d’agrégation

Seuil
Figure 62. Représentation schématique d’un neurone artificiel (Reproduit selon les termes de la licence CC BY-
SA 3.0. Auteur : Chrislb. https://flickr.com/photos/93001633@N00/5151286161)

En vue d’approfondir ce modele et permettre des applications plus poussées, les travaux menés
par la communauté connexionniste ont par la suite conduit aux réseaux de neurones artificiels
(ou perceptrons multi-couches). Nous pouvons parler de réseau de neurones dés lors que
plusieurs neurones artificiels sont interconnectés et sont organisés a minima selon une couche
d’entrée, une couche de sortie et une couche intermédiaire (figure 63). La couche d’entrée a
pour role de recevoir les données d’apprentissage ou les observations devant faire 1’objet d’une
prédiction. La couche de sortie, quant a elle, émet les valeurs de sortie correspondant aux
prédictions effectuées. Enfin, c’est au niveau de la ou des couches intermédiaires, nommées
couches cachées, que I’analyse des données d’entrée est effectuée. C’est pourquoi,
I’architecture de cette partie du réseau est fondamentale. Le choix du nombre de couches, du
nombre de neurones qu’elles contiennent et de la fagon dont ceux-ci sont interconnectés doit

étre soigneusement calibré selon la problématique traitée et la nature des données d’entrée [338].

input layer
hidden layer 1 hidden layer 2

Figure 63. Représentation schématique d’un réseau de neurones artificiels (Reproduit avec la permission de
P’éditeur Institute of Electrical and Electronics Engineers. Auteurs : Aditya Srivastava et coll.) [60]
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e.2. La diversité des réseaux de neurones

Les différents types de réseaux de neurones se distinguent donc selon les aspects suivants [338]

- L’architecture du réseau en lui-méme, c’est-a-dire le nombre de couches, le nombre de
neurones et la topologie des synapses ;

- La fonction d’agrégation (ex. : somme pondérée), c’est-a-dire la fonction qui calcule la
valeur résultant des entrées pour chaque neurone ;

- Lafonction d’activation (ex. : fonction de Heaviside, fonction sigmoide, fonction d’unité
linéaire rectifiée, etc.), chargée de contrdler I’activation du neurone suite au calcul de la
fonction d’agrégation et d’émettre la valeur de sortie. Usuellement, la fonction
d’activation choisie est la méme pour I’ensemble des neurones des couches cachées. Il
est cependant commun de choisir une fonction d’activation différente pour la couche de

sortie (figure 64).
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Figure 64. Composants d'un réseau de neurones ; (A) perceptron dont la fonction d’activation est sigmoide
; (B) réseau de neurones artificiels ayant une fonction d’activation spécifique pour chaque couche ; (C)
exemples de fonctions d'activation : sigmoide (mise a I’échelle des entrées entre 0 et 1), tangente
hyperbolique (mise a I’échelle des entrées entre -1 et 1), identité (linéarité) et unité linéaire rectifiée (linéarité
avec annulation des entrées négatives). (Reproduit selon les termes de la licence CC BY-NC-ND 4.0. Auteurs : Rene
Y. Choi et coll.) [45]

Cela a naturellement donné naissance a une multitude de réseaux de neurones aux structures
diverses et variées, chacune étant adaptée a des cas d’usage plus ou moins spécifiques (figure

65) [285].
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Parmi les plus populaires, nous pouvons par exemple citer :

- Les réseaux de neurones convolutifs qui disposent de couches de convolution capables
d’isoler les caractéristiques d’une observation en décomposant celle-ci sous forme de
filtres (figure 66). Cette opération est non supervisée, autrement dit les caractéristiques
ne sont pas prédéfinies et sont identifiées lors de I’apprentissage. Les réseaux de
neurones convolutifs comportent également des couches de regroupement (pooling) dont
le role est de réduire la taille des observations en privilégiant leurs caractéristiques les
plus importantes. La fonction d’activation des réseaux de neurones convolutifs est
classiquement la fonction d’unité linéaire rectifiée (ReLU). Les réseaux de neurones
convolutifs sont largement employé€s pour la reconnaissance visuelle, les systémes de

recommandation et le traitement du langage naturel [338,342].
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Figure 66. Représentation schématique d’une architecture de réseau de neurones profond
convolutif : couche d’entrée, couches de convolution, couches de regroupement, couche de sortie
(Reproduit avec la permission de ’éditeur Elsevier. Auteurs : Olivier Niel et Paul Bastard) [343]

- Les réseaux de neurones récurrents caractérisés par les connexions récurrentes qu’ils
comportent. Il s’agit de connexions capables de rediriger la valeur de sortie d’une couche
de neurones vers I’entrée de cette méme couche ou d’une couche antérieure (figure 67).
Cela permet aux réseaux de neurones récurrents de disposer en quelque sorte d’une
mémoire a court terme. Qui-plus-est, les réseaux de neurones récurrents sont capables
de traiter des signaux de taille trés variable grace a leur principe de « fenétre glissante »
qui consiste a analyser un signal de facon séquentielle. Les fonctions d’activations les
plus communément utilisées pour les réseaux de neurones récurrents sont la fonction
sigmoide, la fonction tangente hyperbolique (Tanh) et la fonction d’unité¢ linéaire
rectifiée. Ce type de réseaux de neurones est particulierement efficace pour 1’analyse de
séries temporelles, la traduction automatique ou encore la reconnaissance de forme et du

langage (ex. : écriture manuscrite) [338,344].
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Figure 67. Représentation schématique d’une architecture de réseau de neurones récurrents
(Reproduit avec la permission de ’éditeur Institute of Electrical and Electronics Engineers. Auteurs : Nitin
Kumar Chauhan et Krishna Singh) [345]

- Les réseaux de croyance profonde, dont les couches cachées peuvent étre comparées a
un empilement de machines de Boltzmann restreintes. Une machine de Boltzmann
restreinte est un bloc composé de deux couches de neurones fonctionnant de fagon
stochastique. Elles conférent ainsi la capacité de construire une distribution de
probabilité a partir des caractéristiques des données en entrée. Les réseaux de croyance
profonde sont des modeles dits génératifs, c’est-a-dire capables de générer de nouveaux
exemples a partir des données d’entrainement. Ce sont des modeles flexibles, pouvant
étre entrainés de fagon supervisée ou non supervisée. En général, la fonction d’activation
utilisée pour les réseaux de croyance profonde est la fonction d’unité linéaire rectifi¢e
mais des études mettent en évidence que la fonction tangente hyperbolique convient
¢galement. Les réseaux de croyance profonde sont particulierement utilisés dans la

reconnaissance visuelle [338,339].

Ces trois exemples font partie de la famille des réseaux de neurones comportant au minimum
deux couches cachées, appelés « réseaux de neurones profonds » [345]. Ceci étant dit, la
construction d’un réseau de neurones n’est pas suffisante car, en 1’état, ceux-ci effectueraient
des prédictions ¢loignées de leur performance optimale. Pour atteindre leur plein potentiel, les
réseaux de neurones ont besoin d’étre entrainés. En I’occurrence, lorsque 1’entrainement porte
sur un réseau de neurones profond, nous pouvons employer les termes « apprentissage

profond ».
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e.3. L’apprentissage profond

Comme nous I’avons précédemment énoncé, les poids associés aux synapses d’entrée d’un
neurone artificiel jouent un grand réle dans son fonctionnement en influengant son activation
et en conditionnant sa valeur de sortie. Par extension, I’ensemble des poids au sein d’un réseau
de neurones détermine le fonctionnement de celui-ci ainsi que les valeurs présentées par la
couche de sortie et par conséquent la qualité des prédictions. L’apprentissage appliqué aux
réseaux de neurones consiste donc a ajuster ces poids de fagon a ce que ceux-ci permettent au
réseau d’aboutir a de meilleures prédictions. La méthode d’apprentissage typiquement
employée de nos jours sur les réseaux de neurones est la rétropropagation du gradient, c’est
pourquoi nous présenterons celle-ci pour illustrer 1’apprentissage profond. A titre informatif,
nous pouvons citer les exemples d’alternatives suivants : algorithmes évolutionnistes,
difference target propagation, goulot de HSIC (Hilbert-Schmidt independence criterion),
minimisation alternée en ligne avec variables auxiliaires, interfaces neuronales découplées a

l'aide de gradients synthétiques, signaux d’erreur locale [159,346,347,348,349,350,351].

La rétropropagation du gradient est un algorithme d’apprentissage supervisé qui ajuste les poids
selon I’erreur mesurée, c’est-a-dire le décalage entre le label des observations et la prédiction
réalisée par le modele pour ces mémes observations. Cet ajustement se fait itérativement, a
chaque passage des données d’entrainement dans le réseau. Il existe de nombreux algorithmes
d’optimisation (appelés aussi « optimiseurs ») pouvant &tre associés a la rétropropagation du
gradient, nous pouvons notamment citer la célebre descente de gradient stochastique,
I’optimiseur Adagrad ou encore le trés populaire optimiseur Adam. Ces différents algorithmes
s’appuient tous sur le principe de convergence vers un état optimal qui ne peut s’appliquer que

sur des fonctions dérivables, ce qui est en I’occurrence le cas pour les réseaux de neurones [159].

L’algorithme de rétropropagation du gradient procéde comme suit [352] :

1) Les poids du réseau sont initialisés, généralement de fagon aléatoire.

2) Les données d’entrainement sont présentées a la couche d’entrée. Puisqu’il s’agit d’un
apprentissage supervisé, ces données sont composées d’observations labellisées (ex. :
photographies de tumeurs cutanées diagnostiquées). La couche d’entrée contient autant
de neurones qu’il y a de variables a considérer pour chaque observation (ex. : les valeurs

colorimétriques des pixels d’une image de tumeur cutanée).
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3) A tour de role, chaque observation se propage en avant du réseau, traversant
successivement les couches cachées. Selon 1’observation propagée, les poids associés
aux synapses a I’instant 7, les fonctions d’activation et d’agrégation, cette propagation en
avant va activer ou inactiver des neurones similairement a un effet domino.

4) La couche de sortie émet les valeurs résultant de la propagation en avant. S’il s’agit d’une
classification, la couche de sortie contient autant de neurones qu’il y a de classes
possibles pour la prédiction (ex. : deux neurones pour « tumeur bénigne » et « tumeur
maligne », chacun émettant respectivement la probabilité associée a son diagnostic). S’il
s’agit d’une régression, celle-ci contient un seul neurone ayant pour role d’émettre la
valeur numérique prédite.

5) La prédiction effectuée pour chaque observation des données d’entrainement est alors
comparée a son label (ex. : comparaison du diagnostic prédit par le réseau de neurones
avec le diagnostic réel). L’erreur est alors calculée par une fonction d’erreur sur
I’ensemble des données d’entrainement. Pour une régression, la fonction d’erreur peut
par exemple étre le calcul de I’erreur quadratique moyenne ou de l’erreur absolue
moyenne. Pour une classification, elle peut étre le calcul de 1’entropie croisée binaire ou
catégorique.

6) Enfin, I’optimiseur propage I’erreur calculée en arriere afin d’ajuster les poids des
synapses et ainsi réduire la probabilité d’erreur lors des prochaines prédictions.

7) Le processus décrit a I’instant, que I’on nomme epoch, est ensuite itéré en repartant de
la deuxieme étape, autant de fois que I'utilisateur I’indique a 1’algorithme. En théorie, le
choix du nombre d’epochs doit étre fait en vue d’obtenir des poids permettant une
prédiction optimale sur des observations que le réseau de neurones n’a jamais

rencontrées.

L’utilisateur dispose de trois leviers principaux pour améliorer la performance d’une
rétropropagation du gradient. Tout d’abord, I’architecture et la profondeur du réseau [353]. Les
réseaux de neurones profonds ont démontré leur supériorité face aux premiers réseaux de
neurones comportant peu de couches, c’est I’'une des raisons pour lesquelles 1’apprentissage
profond a le vent en poupe depuis les années 2000 [345]. La seconde raison, qui est d’ailleurs
¢galement le second levier, est la quantité de données disponibles. Plus les données utilisées
pour I’apprentissage sont nombreuses, de qualit¢ et correctement labellisées, plus les
prédictions du réseau de neurones a I’issue de 1’apprentissage auront tendance a étre justes et

précises [354].
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Le troisiéme levier essentiel est le choix des hyperparameétres qui sont les suivants [342] :

- Les fonctions d’activation, d’agrégation et d’erreur que nous avons abordées
précédemment.

- L’optimiseur et ses hyperparamétres propres.

- Le nombre d’epochs lors de I’apprentissage.

- Le décrochage (ou dropout) qui consiste a inhiber temporairement et aléatoirement,
durant I’entrainement, une proportion de neurones différents a chaque epoch. Le but est
de pousser le réseau de neurones a s’adapter et ainsi renforcer sa capacité de
généralisation (figure 68). La proportion de neurones a inhiber est a indiquer par

I’utilisateur [355].

without dropout

with dropout

«— whole-dataset gradient ~ +— mini-batch gradient 4  gradient error
Figure 68. Effet du décrochage sur I’entrainement : le décrochage favorise la convergence de

Perreur vers un minimum global (Reproduit avec la permission de I’auteur principal. Auteurs : Zhuang Liu
et coll.) [355]

- Le taux d’apprentissage (ou learning rate) qui contrdle le pas de la descente de gradient.
Celui-ci ne doit étre ni trop élevé ni trop faible pour que 1’erreur (la fonction de cofit)
puisse converger vers un état minimal (figure 69). S’il est trop élevé, le risque est que
I’algorithme d’optimisation ne parvienne pas a identifier 1’intervalle de valeurs vers
lequel la convergence ameénerait un état optimal (minimum global de I’erreur). A
I’inverse, s’il est trop faible, I’algorithme d’optimisation risque de se maintenir a un

minimum local de I’erreur et de ne plus pouvoir s’en défaire.
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(b)
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Figure 69. (a) Descente de gradient avec un taux d’apprentissage trop faible, entrainant une stagnation de
I’erreur au niveau d’un minimum local ; (b) descente de gradient avec un taux d’apprentissage trop élevé,
empéchant la convergence de I’erreur vers le minimum global ; (c) descente de gradient avec un taux
d’apprentissage permettant la convergence de I’erreur vers le minimum global.

- Le momentum qui permet au gradient de conserver plus ou moins sa cinétique lors de sa
descente. D’un état a un instant # a I’état de I’instant 7+ / (dont la distance dépend du taux
d’apprentissage), le gradient évolue. Grace au momentum, le gradient peut conserver a
t+1 une fraction de la cinétique qu’il possédait a I’instant z. Le momentum est en fait le
pourcentage de la cinétique conservée entre les états, sa valeur est donc comprise entre
0 et 1. L’intérét du momentum est d’assouplir la descente de gradient et d’éviter que
I’erreur se maintienne a un minimum local.

- Lataille du lot (ou batch size) qui désigne le nombre d’observations propagées a travers
le réseau de neurones a chaque epoch. L’un des intéréts majeurs de propager un
¢chantillon d’observations plutdt que ’ensemble du jeu de données est de mobiliser
moins de puissance de calcul et ainsi de réduire le temps nécessaire a I’entrainement. I1

convient toutefois de constituer des lots suffisamment importants en taille pour que

I’échantillon soit représentatif.

Les modeles d’apprentissage profond sont certes complexes et leur explicabilité est limitée,
néanmoins ceux-ci sont particuliérement puissants. La grande majorité des avancées réalisées
en intelligence artificielle durant ces derni¢res années leur sont dues et c’est pourquoi

I’amalgame entre intelligence artificielle et réseaux de neurones est courant de nos jours.
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e.4. Les principaux champs d’application

A défaut d’étre comparables a de véritables cerveaux biologiques, les réseaux de neurones
parviennent néanmoins a accomplir des taches antérieurement réalisables uniquement par des
étres vivants. Et bien qu’il s’agisse d’une sous-catégorie de 1’apprentissage automatique,
certains considérent que I’apprentissage profond devrait faire I’objet d’une discipline a part

entiere tant les applications permises par celle-ci sont spécifiques [356].

L’un des champs d’application les plus explorés en apprentissage profond est la vision par
ordinateur. Cette branche célebre de I’intelligence artificielle porte sur la capacité des
programmes a recevoir, analyser, catégoriser et générer des stimuli visuels, en particulier des
images et des vidéos. L apprentissage profond appliqué a la vision par ordinateur tente de doter
des réseaux de neurones de diverses capacités, telles que par exemple la reconnaissance
d’objets, la détection d’événements, le suivi vidéo, la création ou la restauration d’images et de
vidéos. La santé¢ fait partie des domaines d’application majeurs notamment pour le
diagnostic mais pas uniquement (ex. : détection de tumeurs malignes sur des photographies ou
des radiographies, exploration cardiovasculaire, amélioration de la qualité des radiographies,
évaluation  thérapeutique, détection de  symptomes  ophtalmologiques, etc.)

[357,358,359,360,361,362].

La reconnaissance des sons est €galement un domaine particuliecrement exploré en
apprentissage profond. Sur le méme principe que la vision par ordinateur, la reconnaissance
acoustique étudie la capacité des programmes a recevoir, analyser, catégoriser et générer des
stimuli cette fois-ci sonores. Les réseaux de neurones entrainés a la reconnaissance acoustique
sont capables d’identifier des motifs au sein d’un flux sonore et d’effectuer de la classification
ou, pour les modeles génératifs, de synthétiser ou restaurer des pistes sonores. En sant¢, la
reconnaissance acoustique peut par exemple étre employée pour détecter la maladie de

Parkinson a partir de I’élocution du/de la patient(e) [363,364].

Enfin, nous citerons le traitement automatique du langage naturel qui se subdivise en deux
catégories : la compréhension et la génération du langage naturel. Les applications en traitement
automatique du langage naturel sont extrémement variées. Son principe général est de
décrypter, traduire, corriger et générer du langage naturel sous forme manuscrite, numérique
ou orale. Pour ce faire, le langage naturel est prétrait¢ a 1’aide de différentes techniques :

tokenisation (division du texte en plus petites unités), normalisation (standardisation des mots
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suivant des regles spécifiques), suppression des stopwords (réduction du bruit par suppression
des mots n’apportant aucune valeur sémantique), lemmatisation (réduction des mots a leur
forme de base), stemming (réduction des mots a leur racine). Les modeles d’apprentissage
profond les plus employés en traitement du langage naturel sont les transformeurs (ou modeles
auto-attentifs). Les agents conversationnels par exemple s’appuient de plus en plus sur cette
technologie. L’extraction et la réorganisation des données de santé textuelles non structurées

serait I’une des utilisations possibles en santé [365,366].

Ces différents champs d’application s’intersectionnent souvent pour s’ appliquer a des domaines
trés variés. Les applications sont vastes et s’enrichissent continuellement, dans le cadre de ce

manuscrit nous nous focaliserons sur les cas d’usage en diagnostic et en thérapeutique.

f. Forces et faiblesses de I’apprentissage automatique

L’apprentissage automatique tire son épingle du jeu de par la notion d’apprentissage sur
laquelle il se fonde. Contrairement aux systémes experts, les modeles d’apprentissage
automatique sont en mesure de généraliser et par conséquent de s’adapter au contexte a
condition de leur fournir des données fiables et suffisamment nombreuses. En identifiant des
motifs généralisables, ceux-ci peuvent également mettre en évidence les cas particuliers par
contraste. Ces modeles peuvent traiter des signaux complexes et des données non structurées
de facon autonome, ce qui leur confére dans une certaine mesure la faculté d’assimiler et
exploiter des connaissances implicites contenues dans les données d’apprentissage. Qui-plus-
est, la grande diversité des algorithmes et types de modeles permet un éventail d’applications
extrémement large. Les réseaux de neurones convolutifs sont par exemple particuliérement

adaptés a la perception et a la classification d’images ou de sons [367].

Ces différents algorithmes ont chacun leurs forces et leurs faiblesses, et leur puissance se troque
souvent contre leur explicabilité (figure 70). Typiquement, les réseaux de neurones profonds
sur-représentent ’apprentissage automatique actuellement car leur potentiel est difficile a
délimiter tant leurs limites opérationnelles ne cessent d’étre repoussées. En revanche, bien que
leur fonctionnement mathématique soit dument étudié, celui-ci reste a ce jour partiellement
opaque. Ce probleme de boite noire impacte 1’intérét pratique des modeles qui en souffrent
lorsque la prise de décision doit étre précisément décortiquée (ex. : les domaines de la santé, de

la justice, de la sécurité ou encore de la finance) [368].
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Figure 70. Vue d’ensemble de I’explicabilité et de la performance des algorithmes d’apprentissage
automatique (Reproduit avec la permission de I’éditeur John Wiley and Sons. Auteurs : S. Badillo et coll.) [958]

Un autre probléme majeur a soulever pour 1’apprentissage automatique est ce que nous
pourrions nommer le revers de la généralisation. L’apprentissage automatique est en effet
incapable de conceptualiser, celui-ci se fonde sur une approche intégralement probabiliste et
basée sur les données d’apprentissage. Un entralnement réalisé avec des données trop peu
nombreuses ou non représentatives est fatalement exposé au risque de produire un modéle aux
prédictions biaisées et inconsistantes [369]. Pour étre performant, I’apprentissage automatique
a donc nécessairement besoin de grandes quantités de données, ce qui le place en porte-a-faux
lorsque la problématique a traiter ne dispose que de peu de données (ex. : maladies rares). De
plus, le principe de généralisation expose également I’apprentissage automatique au phénomeéne
du cygne noir, autrement dit les modeles sont trés mauvais, voire parfaitement inopérants,
lorsqu’il s’agit de prédire un événement trés improbable [370]. L apprentissage automatique
n’est donc pas non plus adapté a des problématiques nécessitant d’anticiper des événements
rares et dont la logique est trop complexe (ex.: sécurité nationale ou certaines spécialités

médicales telles que la réanimation).

3. L’intelligence artificielle neuro-symbolique : le meilleur des deux

mondes ?

Bien que les deux points de vue de ’intelligence artificielle développés précédemment soient
différents, ceux-ci ne sont pas antinomiques. De plus en plus sont envisagés des systémes
combinant la logique formelle du symbolisme et la capacit¢ d’apprentissage du
connexionnisme, c’est ce que I’on nomme I’intelligence artificielle neuro-symbolique (ou

hybride) [371].
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L’intérét majeur de [Dintelligence artificielle neuro-symbolique est de s’affranchir des
compromis entre la puissance et 1’explicabilité ainsi qu’entre la formalisation de la logique et
I’apport de données (figure 71). En théorie, une intelligence artificielle neuro-symbolique
devrait réunir les qualités des systemes experts et de 1’apprentissage automatique tout en
limitant leurs défauts. Cela permettrait au systéme de bénéficier de la puissance et de la
possibilité d’analyser des données non structurées offerte par I’apprentissage profond ainsi que
du raisonnement structuré et de I’explicabilité caractérisant les systémes experts. Le systéme
peut également faire usage des données nouvelles et des méthodes statistiques propres a
I’apprentissage automatique pour faire évoluer sa base de connaissances et ses reégles de
décision. Enfin, la quantité de données nécessaire pour permettre des prédictions de qualité est

moins importante comparée a I’entrainement d’un réseau de neurones profond [74].

Intelligence artificielle

IA symbolique IA connexionniste

ﬁ Réseaux de neurones profonds
’ Données d'apprentissage

% Apprentissage automatique

Statistiques, Algébre linéaire
Induction

Modeéles puissants et généralisables
Adapté a la perception visuelle et sonore

IA neuro-symbolique

Données requises en grande quantité
+£2 Explicabilité difficile
& Inadapté au raisonnement formel
Inadapté a la conceptualisation

Figure 71. Comparaison des courants symbolique et connexionniste de I'intelligence artificielle. Le
courant neuro-symbolique se situe a ’interstice de ces deux approches.

Selon plusieurs experts en la matiere, les architectures neuro-symboliques seraient a ce jour la
voie la plus prometteuse pour I’intelligence artificielle [372]. De par leur potentiel, celles-ci
permettraient de repousser significativement ses capacités opérationnelles et potentiellement de
tendre vers I’intelligence artificielle générale. C’est pourquoi, le neuro-symbolisme représente

un enjeu majeur de la recherche dans ce domaine [373].
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PARTIE 2 : Intelligences artificielles appliquées au

diagnostic et a la thérapeutique

Comme nous I’avons exposé au cours du premier volet de ce manuscrit, les intelligences
artificielles permettent des applications variées et dont 1’étendue du potentiel reste a ce jour
inconnue. Il en va naturellement de méme pour les applications en santé qui s’étendent
d’ailleurs au-dela du diagnostic et de la thérapeutique (ex.: prédiction et gestion d’une
pandémie) [374]. Nous nous attacherons cependant a présenter des cas d’usage uniquement en
diagnostic et en thérapeutique, ce qui représente déja un défi tant il est difficile de sélectionner
les plus pertinents & commenter parmi la multitude de ceux existants [375]. De fait, cette
démarche n’a pas pour but d’étre exhaustive, et ne pourrait définitivement pas 1’étre au vu de
I’évolution quotidienne de 1’¢tat de I’art. Nous nous limiterons donc, au plus, a un cas d’usage

en diagnostic et un cas d’usage en thérapeutique pour chaque spécialité abordée.
I. Cas d’usage

1. Définitions

Avant de présenter des cas d’usage en diagnostic et thérapeutique, il convient tout d’abord de

définir briévement ces termes.

L’Académie francaise propose les définitions du diagnostic suivantes : « Identification d’'une
maladie chez un patient d’apres [’étude des symptomes et des signes, les résultats de divers

examens, etc. » ou « Art d’identifier une maladie. » [376].

La thérapeutique est quant a elle définie, toujours par 1’Académie francaise, comme suit :
« Partie de la médecine qui a pour objet la maniere de traiter, de soigner et de guérir les

maladies. » [377].

Enfin, un cas d’usage (ou cas d’utilisation) désigne une maniére d’employer un systéme ayant
une valeur ou une utilit¢ pour les acteurs impliqués [378]. Dans notre contexte, cela fait donc
référence a 1’application d’une technique d’intelligence artificielle dans un but diagnostic ou

thérapeutique [379].
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2. Addictologie
a. Cas d’usage en diagnostic

Wajid Mumtaz et son équipe présentent en 2016 un modéele d’intelligence artificielle visant a
détecter les troubles liés a la consommation d’alcool [380].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé par un
algorithme de régression logistique. Les données d’entrainement sont constituées de
caractéristiques extraites d’électroencéphalographies au repos labellisées selon que le/la
patient(e) présente (30) ou non (15) des troubles liés a la consommation d’alcool.

Il s’agit donc d’un modele de classification prenant en entrée des caractéristiques extraites
d’une électroencéphalographie et indiquant en sortie la classe prédite : présence de troubles liés
a la consommation d’alcool vs. absence de troubles liés a la consommation d’alcool. Ce modele
parvient a atteindre des performances élevées™" : exactitude = 89,3 % ; sensibilité = 88,5 % ;
spécificité = 91 % ; F-score = 90%.

Le diagnostic des troubles liés a la consommation d’alcool est souvent compliqué en raison de
la dimension subjective du processus [381]. La fiabilit¢ du diagnostic serait grandement
favorisée par des méthodes objectives et robustes. Les résultats obtenus révelent qu’a 1’aide
d’un modele d’intelligence artificielle, les €lectroencéphalographies pourraient potentiellement
étre considérés en tant qu’¢léments objectifs en mesure de renforcer la justesse du diagnostic
des troubles liés a la consommation d’alcool, de fagon automatique, précise et non invasive

[380].
b. Cas d’usage en thérapeutique

Laura Acion et son équipe présentent en 2017 des modeles d’intelligence artificielle visant a
prédire la réussite d’un traitement contre les troubles liés a la consommation de substances
[382].

Ces modeles sont obtenus a I’issue d’apprentissages automatiques supervisés réalisés par
différents algorithmes : régression logistique, régression pénalisée, forét aléatoire,
apprentissage profond, super apprentissage. Les données d’entrainement comportent 28
variables socio-démographiques et cliniques issues d’une base de données collectées aupres de
79210 individus. Ces données ont ét¢ labellisées selon la réussite ou 1’échec du traitement.

Il s’agit donc de modeles de classification prenant en entrée des valeurs correspondant aux

variables d’entrainement sus-mentionnées et indiquant en sortie la classe prédite ainsi que sa

i Pour plus de détail concernant les métriques d’évaluation, se référer a la section 111.B.2..

111



probabilité associée : réussite du traitement vs. échec du traitement. Le modele de super
apprentissage est celui présentant les meilleures performances : aire sous la courbe de ROC =
82 %.

Le parcours de soins des patients souffrant de troubles liés a la consommation de substances
fait partie des cadres nécessitant une médecine de précision [383]. La possibilité de prédire la
réussite ou 1’échec d’un traitement contre les troubles liés a la consommation de substances
permettrait aux soignants de prescrire les traitements les plus adaptés a chaque patient(e) et
ainsi améliorer leur taux de réussite. Les résultats obtenus réveélent qu'un modéle d’intelligence
artificielle serait potentiellement en mesure de renforcer la capacité des soignants a prédire la
réussite ou I’échec d’un traitement contre les troubles liés a la consommation de substances sur

un(e) patient(e) donné(e), de facon automatique et non invasive [382].
3. Anatomie pathologique (cas d’usage en diagnostic)

Babak Ehteshami Bejnordi et son équipe présentent en 2018 un modele d’intelligence
artificielle visant a détecter les stromata entourant un cancer invasif [384].

Ce modele est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones convolutif. Les données d’entrainement sont constituées d’images numérisées de
coupes tissulaires colorées (a I'hématoxyline et a 1'éosine) de biopsies mammaires collectées
aupres de 552 patientes agées de 40 a 65 ans. Ces images ont été labellisées selon que la biopsie
indique ou non la présence d’un cancer invasif.

Il s’agit donc d’un modele de classification prenant en entrée une image de coupe tissulaire
colorée de biopsie mammaire et indiquant en sortie la classe prédite : stroma entourant un
cancer invasif vs. stroma n’entourant pas un cancer invasif. Ce modéle parvient a atteindre des
performances ¢élevées : aire sous la courbe de ROC = 96,2 %.

Le cancer du sein est fortement caractérisé par son microenvironnement stromal qui conditionne
son développement, sa croissance et ses métastases [385]. Les pathologistes sont en mesure de
détecter ces variations morphologiques par microscopie optique, cependant la classification
visuelle de ces changements est subjective et imprécise. La fiabilité du dépistage du cancer du
sein & partir d’un stroma serait donc grandement favorisée par des méthodes objectives et
robustes. Les résultats obtenus révelent qu’a ’aide d’un modele d’intelligence artificielle, les
images de coupe tissulaire de biopsie mammaire pourraient potentiellement étre considérées en
tant qu’éléments objectifs en mesure de renforcer la justesse du diagnostic des cancers du sein,

de fagcon automatique, rapide et précise [384].
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4. Andrologie
a. Cas d’usage en diagnostic

Guanjin Wang et son équipe présentent en 2018 des modeles d’intelligence artificielle visant a
détecter les cancers de la prostate [386].

Ces modeles sont obtenus a I’issue d’apprentissages automatiques supervisés réalisés par
différents algorithmes : machine a vecteurs de support, forét aléatoire, apprentissage profond.
Les données d’entrainement comportent des informations pré-biopsie (age, examen rectal,
échographie transrectale, volume de la prostate) ainsi que des taux de PSA issus d’une base de
données de biopsies transrectales échoguidées. Celles-ci ont été labellisées apres avoir été
collectées aupres de 828 patients présentant un cancer de la prostate avéré, 539 patients
présentant un cancer de la prostate non avéré (non significatif) et 258 patients controle en bonne
sante.

Il s’agit donc de mod¢les de classification prenant en entrée les informations pré-biopsie sus-
mentionnées ainsi qu’un taux de PSA et indiquant en sortie la classe prédite : absence de cancer
de la prostate ou présence d’un cancer de la prostate non avéré vs. présence d’un cancer de la
prostate avéré. Le modele de réseau de neurones est celui présentant les meilleures
performances : exactitude = 95,27 % ; sensibilité¢ = 99,96 % ; spécificité¢ = 90,35 % ; F-score =
95,58% ; aire sous la courbe de ROC = 97,55 %.

L’un des leviers importants dans le traitement du cancer de la prostate est son diagnostic
précoce [387]. Malgré la fiabilité de la biopsie, il s’agit d’un examen invasif sujet a des effets
secondaires et des risques. Une méthode de diagnostic moins invasive permettrait d’améliorer
le rapport bénéfice/risque, plus particulierement chez les patients les moins susceptibles de
développer un cancer. Les résultats obtenus révelent qu’a I’aide d’un modele d’intelligence
artificielle, des informations pré-biopsie et le taux de PSA pourraient potentiellement étre
considérés en tant qu’¢léments suffisants pour exclure la présence d’un cancer de la prostate,

de facon automatique, précise et non invasive [386].

b. Cas d’usage en thérapeutique

Alexandru Nicolae et son équipe présentent en 2017 un modele d’intelligence artificielle visant
a proposer des programmes de curiethérapie a faible dose en traitement du cancer de la prostate
[389].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé. Les données

d’entralnement sont constituées de caractéristiques extraites de fichiers DICOM (Digital
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Imaging and Communications in Medicine) collectées aupres de 100 patients ayant un cancer
de la prostate et traités par curiethérapie a faible dose. Ces fichiers comportent notamment des
informations pré-opératoires : contours anatomiques en trois dimensions, modeles de la source
de radiation et de 1’aiguille, le placement des patrons, les propriétés des radionucléides. Les
caractéristiques extraites sont également soumises a une optimisation stochastique et a des

critéres de qualité clinique (figure 72).
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Figure 72. Processus d'apprentissage automatique. La fléche noire indique le point de départ de la boucle,
la fléche blanche indique sa fin ; (1) Prétraitement des données et apprentissage ; (2) Mesure de similarité ;
(3) Optimisation stochastique et adaptation. (Reproduit avec la permission de I’éditeur Elsevier. Auteurs : Alexandru
Nicolae et coll.) [389]

Il s’agit d’un modele prenant en entrée les caractéristiques extraites d’un fichier DICOM et
indiquant en sortie un programme de curiethérapie a faible dose en traitement du cancer de la
prostate. Les comparaisons statistiques menées entre les programmes établis par le modéle et
ceux établis par des curiethérapistes expérimentés n’indiquent pas de différence significative
en termes de pertinence clinique. Celles-ci montrent en revanche une différence significative
en termes de vitesse d’exécution en faveur du modele d’apprentissage automatique (50
secondes en moyenne).

La forte incidence de cancer de la prostate, le second cancer le plus fréquent chez 1’homme
mondialement, représente un challenge pour les services de curiethérapie manquant de
ressources humaines ou de personnel expérimenté [390]. Des méthodes fiables, rapides et
automatiques de conception de programmes de curiethérapie s’avereraient donc bénéfiques
pour les curiethérapistes et leurs patients. Les résultats obtenus révelent qu’un modéle
d’intelligence artificielle serait en mesure de fournir aux soignants des programmes fiables de

curiethérapie a faible dose, de fagon automatique, rapide et non invasive [389].
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5. Anesthésie-réanimation

a. Cas d’usage en diagnostic

Gabriel Louis Cuendet et son équipe présentent en 2016 un mod¢ele d’intelligence artificielle
visant a détecter les intubations endotrachéales difficiles chez des patients anesthésiés [391].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé par un
algorithme de forét aléatoire. Les données d’entrainement sont constituées de caractéristiques
anatomiques et morphologiques extraites de photos et vidéos de visages collectées aupres de
496 patients s’apprétant a recevoir une anesthésie générale nécessitant une intubation trachéale
(figure 73). Ces données ont été labellisées selon que le/la patient(e) ait été sujet(te) a une

intubation endotrachéale facile (448) ou difficile (48).

Figure 73. Exemple de caractéristiques (en vert) anatomiques et morphologiques constituant les données
d’entrainement (Reproduit avec la permission de ’éditeur Institute of Electrical and Electronics Engineers. Auteurs :
Gabriel Louis Cuendet et coll.) [391]

Il s’agit donc d’un modele de classification prenant en entrée des caractéristiques extraites
d’une photographie de visage de face et indiquant en sortie la classe prédite : intubation
endotrachéale facile vs. intubation endotrachéale difficile. Ce modele parvient a atteindre des
performances comparables a 1’état de I’art : aire sous la courbe de ROC = 81 %. Le temps
d’exécution moyen du mod¢le est de I’ordre de la seconde.

L'intubation trachéale difficile fait partie des causes majeures de complications liées a
l'anesthésie générale [392]. La possibilit¢ d’évaluer en préopératoire le risque d’intubation
difficile serait donc fortement bénéfique pour la sécurité des patients. Les résultats obtenus
révelent qu’un modéle d’intelligence artificielle serait potentiellement en mesure de détecter un
risque d’intubation difficile chez un(e) patient(e) de fagon automatique, rapide et non invasive

[391].
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b. Cas d’usage en thérapeutique

Mehran Pesteie et son équipe présentent en 2015 un modele d’intelligence artificielle visant a
proposer des protocoles optimaux pour les infiltrations épidurales et facettaires [393].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé sur un réseau
de neurones. Les données d’entralnement sont constituées de caractéristiques extraites
d’échographies spinales en trois dimensions collectées aupres de 13 volontaires en bonne santé,

agés de 20 a 35 ans et sans antécédents de pathologie ou chirurgie spinales (figure 74).
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Figure 74. Plans de coupe échographique d'une apophyse transverse (a), d'une articulation facettaire (b),
d'une lame vertébrale (c) et d'une apophyse épineuse (d). Les plans paramédians ciblés pour les infiltrations
facettaires et épidurales sont respectivement (b) et (¢). (Reproduit avec la permission de I’éditeur Springer Nature.
Auteurs : Mehran Pesteie et coll.) [393]

Il s’agit d’un modéle de classification prenant en entrée une échographie spinale en trois
dimensions et indiquant en sortie les sites d’injection pouvant étre ciblés. Ce modele parvient a
atteindre des performances élevées : exactitude = 95 % ; sensibilité = 93 % ; spécificité = 97 %
pour les sites épiduraux / exactitude = 94 % ; sensibilité = 96 % ; spécificité = 93 % pour les
articulations facettaires. Le temps d’exécution moyen du modele est de 20 millisecondes.

Les infiltrations épidurales et facettaires ont de multiples indications [394]. Pratiquer cet acte
implique I’insertion percutanée d’une aiguille entre ou autour des vertébres. Lorsque cet acte
est réalisé a ’aveugle ou par palpation, celui-ci présente des risques importants en raison du
manque de précision de la méthode [395]. L’acte peut également étre guidé a ’aide d’une
fluoroscopie, qui comporte les risques propres a I’exposition aux rayonnements ionisants [396].
Il en est de méme pour la tomodensitométrie qui expose le/la patient(e) aux risques propres aux
rayons X [397]. C’est pourquoi, les échographies spinales sont de plus en plus employées pour
identifier des sites d’injection [398]. Néanmoins, 1’anatomie complexe de la colonne vertébrale
rend ’identification a I’ceil nu difficile a partir d’une échographie [399]. Les résultats obtenus
révelent qu'un modele d’intelligence artificielle serait potentiellement en mesure de renforcer
la capacité des soignants a identifier des sites d’injection a partir d’échographies spinales, de

facon automatique, rapide, précise et non invasive [393].
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6. Angiologie
a. Cas d’usage en diagnostic

Jelmer M. Wolterink et son équipe présentent en 2016 un modele d’intelligence artificielle
capable d’estimer un score calcique coronaire [359,400].

Ce mode¢le est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones convolutif. Les données d’entrainement comportent des coronarographies collectées
aupres de 250 patients. Les pixels représentant des calcifications coronaires ont été annotés
numériquement sur celles-ci.

Il s’agit donc d’un mode¢le de segmentation prenant en entrée une coronarographie et indiquant
en sortie une estimation de la localisation des calcifications coronaires ainsi que du score
calcique coronaire (figure 75). Ce modele parvient a atteindre les performances suivantes
lorsqu’il estime la localisation des calcifications coronaires : sensibilit¢ = 71 % ; nombre de
faux positifs (pixels) par coronarographie = 48%. Concernant I’estimation du score calcique, le
modele attribue 83% des patients dans la méme catégorie de risque cardiovasculaire que
I’examen de référence (tomodensitométrie). Le temps d’exécution moyen du modele est de

I’ordre de la minute.
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Figure 75. Représentation schématique de ’architecture présentée. L'image d’entrée est prétraitée, les
voxels (groupes de pixels) indiquant potentiellement la présence d’une calcification coronaire sont extraits
puis classifiés par une paire de réseaux de neurones convolutifs (ConvNet; et ConvNetz). Enfin, I’architecture
détermine un score calcique pour chaque voxel présentant une calcification coronaire. (Reproduit avec la
permission de I’éditeur Elsevier. Auteurs : Jelmer M. Wolterink et coll.) [359]

Le score calcique est un prédicteur robuste d’événements cardiovasculaires. Celui-ci est
généralement estimé a partir d’'une tomodensitométrie avant de poursuivre I’exploration par
d’autres examens cliniques [401]. La possibilit¢é d’estimer le score calcique a partir d’une
coronarographie permettrait de se passer de la tomodensitométrie et ainsi réduire la durée
d’exposition du/de la patient(e) aux rayons X [397]. Les résultats obtenus révelent qu’a 1’aide
d’un modele d’intelligence artificielle, les coronarographies pourraient potentiellement

permettre d’estimer le score calcique de fagon automatique, rapide et non invasive [359].
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b. Cas d’usage en thérapeutique

Yingjing Feng et son équipe présentent en 2017 un modele d’intelligence artificielle visant a
proposer un guidage durant une ablation par cathéter [402].

Ce modele est obtenu a I’issue d’un apprentissage automatique actif (semi-supervisé) suivant
un processus gaussien. Les données d’entrainement sont constituées de points de cartographies
cardiaques en trois dimensions ainsi que des valeurs de voltage associées a ces points (figure
76). Ces données ont été collectées a partir de 25 cartographies de ventricule droit réalisées en

vue d’une ablation cardiaque sur des patients atteints d’une tétralogie de Fallot.

(a) (b) (c)

Figure 76. Points (rouges) de cartographie issus des données d’entrainement. Les couleurs en surface
représentent les valeurs de tension estimées par un systéme de cartographie cardiaque. La séquence de
cartographie et les valeurs de tension du maillage peropératoire en (a) ont toutes deux été projetées sur le
maillage préopératoire en (b) a I'aide d'un k- NN. En (c), les valeurs de tension estimées (couleurs des
sommets) sont similaires aux valeurs de tension exportées du systéme de cartographie cardiaque (couleurs
de surface). (Reproduit selon les termes de la licence CC BY 4.0. Auteurs : Yingjing Feng et coll.) [402]

Il s’agit d’un modéle de régression prenant en entrée des points de cartographie cardiaque en
trois dimensions et indiquant en sortie les voltages correspondant a ces points. Ce mod¢le
parvient a atteindre de meilleures performances, en termes de précision et de temps d’exécution,
qu’une méthode rivale basée sur la géométrie.

La précision d’une cartographie cardiaque et la localisation des points gachettes sont des
¢léments essentiels qui conditionnent la qualité d’une ablation par cathéter [403]. Cependant, le
caractére chronophage de cette démarche peut exposer les patients au risque d’événement
cardiaque avant que celle-ci soit achevée [404]. De plus, I’identification des points gachettes
peut s’avérer complexe lorsque le/la patient(e) est atteint(e) d’une malformation cardiaque
[405]. Les résultats obtenus révelent qu’un modele d’intelligence artificielle serait
potentiellement en mesure de proposer un guidage efficace durant une ablation par cathéter,
manuelle ou robotique, en établissant une cartographie cardiaque de fagon automatique, rapide,

précise et non invasive [402].
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7. Biologie médicale (cas d’usage en diagnostic)

Edward K. Chang et son équipe présentent en 2016 un modéle d’intelligence artificielle visant
a identifier des patients atteints de cirrhose [406].

Ce modeéle est obtenu a I’issue d’un apprentissage automatique réalisé¢ par un algorithme de
traitement du langage naturel. Les données d’entrainement sont constituées de données
cliniques, biologiques et administratives issues de dossiers de santé numériques. Ces derniers
¢taient affiliés a des patients atteints de pathologies diverses.

Il s’agit d’un modele de classification prenant en entrée des données sous forme de texte d’un
ou plusieurs patients (ex. : bilans biologiques numérisés) et indiquant en sortie les patients pour
lesquels le modele prédit la présence d’une cirrhose. Ce modele parvient a atteindre des
performances €levées : valeur prédictive positive =91,78 % ; valeur prédictive négative = 96,84
% ; sensibilité = 95,71 % ; spécificité = 93,88 %.

L’identification de certaines pathologies non diagnostiquées est possible au sein d’une
population de patients en se basant uniquement sur leurs données de santé numérisées [407].
Cela représente notamment un intérét lorsque le pronostic de la pathologie en question est
favorisé par un diagnostic précoce. Cependant, passer manuellement en revue ces données est
chronophage et fastidieux. Les résultats obtenus révélent qu’un modele d’intelligence
artificielle serait potentiellement en mesure d’identifier les patients touchés par une pathologie
ciblée a partir de données de santé sous forme de texte (ex. : bilans biologiques numérisés), de

facon automatique et précise [406].
8. Cardiologie
a. Cas d’usage en diagnostic

Lejla Divovi¢ Mustafi¢ et son équipe présentent en 2020 un modele d’intelligence artificielle
visant a détecter les sténoses aortiques séveres [408,409].

Ce modgele est obtenu a 1’issue d’un apprentissage supervisé réalisé sur un réseau de neurones.
Les données d’entrainement comportent 12 variables cliniques, anatomiques et socio-
démographiques. Ces données ont été labellisées apres avoir été collectées aupres de 45 patients
présentant une sténose aortique et de 24 patients contrdle en bonne santg.

Il s’agit donc d’un mode¢le de classification prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie la classe prédite : présence
d’une sténose aortique vs. absence d’une sténose aortique. Ce modele parvient a atteindre

d’excellentes performances : exactitude = 100 %.
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La sténose aortique fait partie des pathologies cardiovasculaires les plus courantes et le
traitement de sa forme séveére nécessite une intervention chirurgicale [410]. En 2018, les
statistiques disponibles indiquaient que la sténose aortique était sous-diagnostiquée [411].
Pourtant, sa prise en charge tardive impacte négativement le pronostic vital des patients [412].
Cependant, plusieurs facteurs peuvent rendre difficile ou compromettre le diagnostic [413]. Les
résultats obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en
mesure de renforcer la capacité des soignants a diagnostiquer les sténoses aortiques, de fagon

automatique, précise et non invasive [408,409].

b. Cas d’usage en thérapeutique

Dennis Medved et son équipe présentent en 2018 une architecture d’intelligence artificielle
visant a prédire la survie a court et a long terme suite a une transplantation cardiaque [414].
Cette architecture est obtenue a I’issue d’un apprentissage automatique profond réalisé sur un
ensemble de réseaux de neurones. Les données d’entrainement comportent 32 variables
relatives aux receveurs d’organe ainsi que 11 variables relatives aux donneurs d’organe. Ces
données ont été collectées auprés de 27705 patients donneurs ou receveurs d’organe et ont été
labellisées selon que le/la receveur(se) survive ou décede a court (une année apres la
transplantation) et a long terme.

Il s’agit donc d’une architecture composée de modeles de classification prenant en entrée des
valeurs correspondant aux variables d’entrainement sus-mentionnées et indiquant en sortie la
classe prédite a court et a long terme : survie du/de la patient(e) vs. déces du/de la patient(e).
Celle-ci parvient a atteindre des performances modestes mais néanmoins supé€rieures a 1’état de
I’art : aire sous la courbe de ROC = 65,4 % ; C-index = 62,7 %.

Les transplantations cardiaques permettent de prolonger la vie des patients souffrant d’une
pathologie cardiaque en phase terminale [415]. Cependant, la quantité limitée de greffons
disponibles restreint le nombre de patients pouvant bénéficier d’une transplantation [416]. Qui-
plus-est, le succes de cette derni¢re est soumis a plusieurs facteurs [417]. La possibilité de
prédire la réussite de la transplantation, pour un donneur et un receveur donnés, permettrait
d’optimiser ’allocation des greffons et ainsi garantir de meilleures chances de survie pour les
patients transplantés. Aussi, cette prédiction aiderait les soignants a anticiper les dysfonctions
du greffon et a améliorer leur prise en charge. Les résultats obtenus révelent qu'un modele
d’intelligence artificielle serait potentiellement en mesure de renforcer la capacité des soignants
a prédire la survie a court et a long terme aprés une transplantation cardiaque, de fagon

automatique et non invasive [414].
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9. Chirurgie (cas d’usage en thérapeutique)

Daniel A. Hashimoto et son équipe présentent en 2020 une architecture d’intelligence
artificielle capable de détecter les différentes étapes d’une sleeve gastrectomie par laparoscopie

[418].

Cette architecture est obtenue a I’issue d’un apprentissage par transfert puis d’un apprentissage
profond supervisé réalisés sur des réseaux de neurones résiduels (ResNet-18 et mémoire longue
a court terme). Les données d’entrainement sont constituées de vidéos montrant 1’enti¢reté
d’une sleeve gastrectomie par laparoscopie filmées lors de 88 opérations. Ces vidéos ont été
annotées par des chirurgiens bariatriques de facon a ce que chaque segment de vidéo soit

labélisé selon 1’étape de I’opération lui correspondant.

Il s’agit donc d’une architecture de classification prenant en entrée un signal vidéo et indiquant
en sortie I’étape identifiée : placement du port-a-cath, rétractation du foie, biopsie du foie,
dissection du ligament gastro-colique, agrafage de l'estomac, extraction de 1’estomac dans un
sac, inspection finale de la ligne d'agrafage (figure 77). Ce modéle parvient a atteindre des

performances relativement élevées : exactitude = 85.6 %.
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Figure 77. Représentation schématique de I'architecture présentée (SleeveNet) (Reproduit avec la permission
de I’éditeur Wolters Kluwer Health. Auteurs : Daniel A. Hashimoto et coll.) [418]

L’annotation de vidéos montrant une opération chirurgicale est un processus chronophage et
fastidieux. La possibilité d’annoter automatiquement ces vidéos permettrait aux chirurgiens,
notamment peu expérimentés, d’avoir rapidement et facilement acces a des passages
spécifiques et ainsi consolider leurs compétences techniques. Les résultats obtenus révelent
qu'un modele d’intelligence artificielle serait potentiellement en mesure d’annoter les
différentes étapes d’une sleeve gastrectomie par laparoscopie sur une vidéo, de fagon

automatique et précise [418].
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10. Dermatologie
a. Cas d’usage en diagnostic

Andre Esteva et son équipe présentent en 2017 un modele d’intelligence artificielle visant a
détecter les cancers cutanés [358].

Ce modele est obtenu a I’issue d’un apprentissage par transfert puis d’un apprentissage profond
supervisé réalisé sur un réseau de neurones convolutif (Inception v3) (figure 78). Les données
d’entrainement sont constituées de 129450 images photographiques et dermatoscopiques de
1ésions cutanées. Chaque image a été labellisée par un dermatologue selon une taxonomie de

2032 pathologies. Cette taxonomie a été par la suite réduite a 757 classes.

Skin lesion image Deep convolutional neural network (Inception v3) Training classes (757) Inference classes (varies by task)
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Figure 78. Représentation schématique du modéle présenté avec un exemple de prédiction de lésion
mélanocytaire maligne (92%) (Reproduit avec la permission de I’éditeur Springer Nature. Auteurs : Andre Esteva et

coll.) [358]

Il s’agit donc d’un modele de classification prenant en entrée une image photographique ou
dermatoscopique et indiquant en sortie la classe prédite : présence d’une tumeur mélanocytaire
maligne vs. absence d’une tumeur mélanocytaire maligne (figure 78). Ce modele parvient a
atteindre des performances supérieures a 1’état de I’art : aire sous la courbe de ROC =91 %.

Selon les chiffres avancés par 1’Organisation mondiale de la Santé en 2017, le nombre de
cancers cutanés enregistrés est de deux a trois millions par an et son incidence est en hausse
[419]. Parmi ses différentes formes, les mélanomes sont statistiquement minoritaires, ceux-ci
sont néanmoins les formes les plus mortelles [420]. La prise en charge précoce d’un mélanome
améliore drastiquement le pronostic vital du/de la patient(e) [421]. Les analyses histologiques
permettent un diagnostic précis cependant celles-ci nécessitent de pratiquer une biopsie [422].
La possibilité de détecter les mélanomes de fagon non invasive mais néanmoins précise pourrait
faciliter leur diagnostic et ainsi favoriser leur prise en charge précoce. Les résultats obtenus
révelent qu'un modele d’intelligence artificielle pourrait potentiellement permettre aux
dermatologues de diagnostiquer précocement les tumeurs cutanées malignes uniquement a
partir de photographies de Iésions cutanées, de fagon automatique, précise, non invasive et

moins couteuse [358].
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b. Cas d’usage en thérapeutique

Simone Cazzaniga et son équipe présentent en 2009 deux modeles d’intelligence artificielle,
I’un visant a prédire la réussite d un traitement au laser excimer contre le vitiligo, 1’autre visant
a prédire la durée nécessaire a la repigmentation totale [423].

Ces modeles sont obtenus a I’issue d’apprentissages automatiques supervisés réalisés sur deux
réseaux de neurones. Les données d’entrainement sont constituées de variables socio-
démographiques, hygiéno-diététiques, phénotypiques, des antécédents médicaux, des
caractéristiques des vitiligos et des modalités de traitement collectés auprés de 120 patients.
Ces données comportent un total de 325 cas de vitiligos traités par laser excimer et pour lesquels
les données relatives a la repigmentation sont disponibles. Celles-ci ont été labellisées selon la
réussite ou I’échec du traitement ainsi que la durée entre le début du traitement et la
repigmentation totale.

Il s’agit donc d’un modele de classification et d’un modele de régression prenant en entrée des
valeurs correspondant aux variables d’entralnement sus-mentionnées. Le mod¢ele de
classification indique en sortie la classe prédite : réussite du traitement au laser excimer vs.
échec du traitement au laser excimer. Ce mode¢le parvient a atteindre des performances
relativement élevées : exactitude = 85,85 % ; sensibilité = 88,94 % ; spécificité = 80,95 % ; aire
sous la courbe de ROC = 93,19 %. Le mod¢le de régression, quant a lui, indique en sortie une
prédiction de la durée nécessaire a la repigmentation totale. Ce modéle parvient a atteindre les
performances suivantes : exactitude = 69,85 % ; erreur absolue moyenne = 9,5468 ; racine de
l'erreur quadratique moyenne = 11,9158 ; coefficient de détermination = 66,84 %.

Les vitiligos, notamment lorsque ceux-ci sont situés au niveau du visage, peuvent affecter la
santé psychologique et sociale des personnes atteintes [424]. Les modalités de traitement des
vitiligos sont diverses et leur efficacité peut grandement varier d’un(e) patient(e) a I’autre [425].
Le traitement au laser excimer en fait partie et a démontré son efficacité au cours d’un essai
clinique [426]. Cependant, le traitement au laser excimer est chronophage et demande un
investissement personnel important de la part du/de la patient(e) [427]. La possibilité de prédire
la réussite et la durée du traitement permettrait de mieux cibler les patients les plus réceptifs.
De plus, cela permettrait également d’optimiser les modalités du traitement en fonction du/de
la patient(e) (ex. : nombre de sessions nécessaires, doses, association d’un corticostéroide a
appliquer sur la peau). Les résultats obtenus révelent qu’un modele d’intelligence artificielle
pourrait potentiellement permettre aux soignants de prédire la réussite et la durée d’un

traitement au laser excimer contre le vitiligo [423].
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11. Endocrinologie

a. Cas d’usage en diagnostic

Chin Lin et son équipe présentent en 2021 un modele d’intelligence artificielle visant a détecter
les paralysies périodiques thyrotoxiques [428].

Ce mode¢le est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones. Les données d’entrainement sont constituées de 39 ¢électrocardiographies collectées
aupres de 31 patients présentant une paralysie périodique thyrotoxique et de 502
¢électrocardiographies collectées auprés de 414 patients présentant une hypokaliémie. Ces
¢lectrocardiographies ont ét¢ labellisées selon qu’elles soient issues d’un(e) patient(e) atteint(e)
de paralysie périodique thyrotoxique ou d’hypokaliémie.

Il s’agit donc d’un modele de classification prenant en entrée une électrocardiographie et
indiquant en sortie la classe prédite : présence d’une paralysie périodique thyrotoxique vs.
absence d’une paralysie périodique thyrotoxique. Ce modéle parvient a atteindre des
performances supérieures a 1’état de I’art : sensibilité = 88,9 % ; spécificité = 69,2 % ; aire sous
la courbe de ROC = 81,31 % ; F-score = 76,2 % (figure 79). Le temps d’exécution moyen du
modele est de cing minutes. En associant la prédiction effectuée par le modele avec des données
biologiques (taux de filtration glomérulaire et concentration de chlorure sérique), les
performances diagnostiques sont améliorées : sensibilité = 77.8 % ; spécificité = 100 % ; aire

sous la courbe de ROC = 98,6% ; F-score = 87,5 % (figure 79).
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Figure 79. Méthode d’évaluation et performances des différents modéles présentés (Reproduit selon les
termes de la licence CC BY-NC-ND 4.0. Auteurs : Chin Lin et coll.) [428)]
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Les paralysies périodiques thyrotoxiques entrainent des symptdmes aigus et urgents a traiter
lorsque ceux-ci surviennent [429]. Ses symptomes avant-coureurs sont en revanche discrets,
rendant difficile son diagnostic précoce [430]. La possibilité de diagnostiquer précocement les
paralysies périodiques thyrotoxiques permettrait d’anticiper les symptdmes aigus et ainsi
d’améliorer leur pronostic. Les résultats obtenus révelent qu’un modéle d’intelligence
artificielle serait potentiellement en mesure de renforcer la capacité des soignants a
diagnostiquer précocement les paralysies périodiques thyrotoxiques, de facon automatique,

rapide, précise et non invasive [428].
b. Cas d’usage en thérapeutique

Giacomo Cappon et son €équipe présentent en 2018 un modele d’intelligence artificielle visant
a optimiser les calculs de bolus d’insuline [431].

Ce mode¢le est obtenu a I’issue d’un apprentissage profond supervisé¢ réalisé par un algorithme
de descente de gradient (RMSprop) sur un réseau de neurones (figure 80). Les données
d’entrainement sont générées a partir de 80 patients virtuels simulés a partir d’un simulateur
UVa/Padova T1D. Ces patients virtuels sont mis en situation postprandiale et caractérisés par
différents paramétres : glycémie actuelle (Gc), taux de variation de la glycémie préprandiale
(ROC), insuline active (IOB), ratio insuline/glucides (CR), facteur de correction (CF), valeur
cible de glycémie (Gr), taux de perfusion basale (Ib), poids (BW), sensibilité a 1'insuline (Vc),
quantité de glucides ingérée (CHO). L’ensemble de ces parametres (Xpm) aboutissent a une

valeur numérique correspondant au bolus d’insuline optimal (Ypm).

“S0wWoIC

Figure 80. Représentation schématique du modéle présenté (Reproduit avec la permission de I’éditeur SAGE
Publications. Auteurs : Giacomo Cappon et coll.) [431]
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Il s’agit donc d’un mod¢le de régression prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie le bolus d’insuline optimal
prédit (figure 80). Les comparaisons statistiques menées indiquent une réduction significative
(p <0,001) par notre modele de I’indice de risque glycémique comparativement a des méthodes
de calcul préexistantes : réduction de 0,37 pour la formule standard ; 0,23 pour la méthode de
Scheiner ; 0,20 pour la méthode de Pettus et Edelman.

Le traitement du diabéte de type 1 implique notamment 1’administration d’un bolus d’insuline
apres les repas [432]. Cependant, la détermination de la quantité d’insuline a administrer est un
challenge pour les patients car la quantité¢ idéale dépend de plusieurs facteurs [433]. C’est
pourquoi des méthodes de calcul du bolus d’insuline sont développées afin de faciliter la gestion
du diabete de type 1 par les patients [434]. Les résultats obtenus révelent qu’un modele
d’intelligence artificielle serait potentiellement en mesure d’améliorer la précision du calcul du
bolus d’insuline a administrer chez des patients atteints du diabéte de type 1, de facon

automatique [431].
12. Gastro-entérologie
a. Cas d’usage en diagnostic

Rintaro Hashimoto et son équipe présentent en 2020 un modele d’intelligence artificielle visant
a détecter les néoplasies précoces de 1’cesophage chez des patients présentant un cesophage de
Barrett [435].

Ce modele est obtenu a I’issue d’un apprentissage par transfert puis d’un apprentissage profond
supervisé réalisé sur un réseau de neurones convolutif (Inception-ResNet-v2). Les données
d’entrainement sont constituées d’images endoscopiques collectées auprés de patients atteints
d’un cesophage de Barret. Ces images ont ¢été labellisées selon que celles-ci indiquent la
présence (960) ou 1’absence (990) d’une néoplasie précoce de 1’cesophage.

I1 s’agit donc d’un mode¢le de classification prenant en entrée un signal vidéo et indiquant en
sortie les localisations détectées comme présentant des tissus dysplasiques. Ce modele parvient
a atteindre des performances ¢élevées : exactitude = 95,4 % ; sensibilité¢ = 96,4 % ; spécificité =
94,2 %. Le temps d’exécution moyen du modele est de I’ordre de la seconde.

Le cancer de I’cesophage est le huitiéme cancer le plus courant et le sixiéme cancer le plus
mortel mondialement. Son incidence était estimée a 570 000 nouveaux cas en 2018. Son
pronostic est fortement favorisé s’il est diagnostiqué précocement, pourtant le diagnostic du
cancer de I’cesophage est réalisé apres que celui-ci ait métastasé dans plus de 40% des cas. L’un

de ses facteurs de risque connus est I’cesophage de Barrett, c’est pourquoi une surveillance
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endoscopique est conseillée chez les patients présentant cette pathologie [436]. Cependant, pour
étre efficace, cette surveillance requiert une biopsie effectuée a partir d’échantillons de tissu
cesophagien prélevés tous les un a deux centimetres. La possibilité d’effectuer cette surveillance
efficacement sans nécessiter de prélévement favoriserait grandement la pratique de celle-ci. Les
résultats obtenus révelent qu’un modele d’intelligence artificielle pourrait potentiellement
permettre aux soignants de controler immédiatement durant 1’endoscopie la présence de
dysplasies chez des patients présentant un cesophage de Barret, de fagon automatique, rapide,

précise et moins invasive [435].

b. Cas d’usage en thérapeutique

Iolanda Valentina Popa et son équipe présentent en 2020 un mod¢le d’intelligence artificielle
visant & prédire la réussite d’un traitement inhibiteur du facteur de nécrose tumorale o contre
les rectocolites hémorragiques [437,438].

Ce mode¢le est obtenu a I’issue d’un apprentissage automatique supervisé réalis¢ sur un réseau
de neurones. Les données d’entrainement comportent des variables pré-traitement cliniques
(scores de Mayo endoscopiques) et biologiques (neutrophiles, largeur de distribution
plaquettaire, protéine C réactive et alpha globulines) collectées aupres de 40 patients atteints de
rectocolite hémorragique. Les scores de Mayo endoscopiques ont aussi été déterminés apres un
an de traitement afin de définir pour chaque patient(e) si il ou elle présente une rémission ou
une rectocolite hémorragique active. Les données ont été labellisées sur la base de cette
information.

Il s’agit donc d’un modele de classification prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie la classe prédite : rémission
apres un an de traitement vs. pathologie active aprés un an de traitement. Ce modele parvient a
atteindre des performances élevées : exactitude = 90 % ; sensibilité¢ = 100 % ; spécificité = 75
% ; valeur prédictive positive = 86% ; valeur prédictive négative = 100% ; aire sous la courbe
de ROC =92 %.

Les inhibiteurs du facteur de nécrose tumorale o ont démontré leur intérét thérapeutique dans
le cadre de la rectocolite hémorragique en cas d’échec ou de contre-indication aux thérapies
conventionnelles [439]. Cependant, il s’agit de traitements engageant des colts importants et
pouvant provoquer des effets indésirables graves d’ordre immunologique ou hépatique
[440,441,442]. La possibilit¢ d’estimer la réussite du traitement permettrait aux soignants de
mieux cibler les patients les plus réceptifs, d’adapter les posologies et d’anticiper les rechutes.
Les résultats obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en

mesure de renforcer la capacité des soignants a prédire la réussite d’un traitement inhibiteur du
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facteur de nécrose tumorale o dans le cadre d’une rectocolite hémorragique, de fagon

automatique et précise [437].
13. Gériatrie (cas d’usage en diagnostic)

Elizabeth Ford et son équipe présentent en 2021 des modeles d’intelligence artificielle visant a
détecter des patients atteints de démence [443].

Ces modeles sont obtenus a I’issue d’apprentissages automatiques supervisés réalisés par
différents algorithmes : régression logistique, forét aléatoire, classification naive bayésienne.
Les données d’entrainement sont constituées de données cliniques, biologiques,
pharmaceutiques et hygiéno-diététiques sous forme de texte issues de 93426 dossiers de santé
numériques. Ces dossiers sont affiliés a des patients agés de 65 ans ou plus, ayant regu un
diagnostic de démence ou non. Chaque patient(e) ayant recu un diagnostic de démence a été
apparié(e) a un(e) patient(e) témoin, n’ayant pas recu de diagnostic de démence, mais ayant le
méme age et le méme sexe. Les informations disponibles dans leurs dossiers de santé devaient
couvrir au moins trois années avant le premier diagnostic de démence le cas échant ou, pour les
patients témoins, trois années avant la date correspondant au diagnostic de démence du/de la
patient(e) leur étant apparié(e).

Il s’agit de modeles de classification prenant en entrée des données sous forme de texte d’un ou
plusieurs patients et indiquant en sortie les patients pour lesquels le modéle prédit la présence
d’une démence. Le modéle de régression logistique est celui présentant les meilleures
performances : sensibilité = 84 % ; spécificité = 93 % ; aire sous la courbe de ROC = 94% ;
valeur prédictive positive = 51 %.

L’identification de certaines pathologies non diagnostiquées est possible au sein d’une
population de patients en se basant uniquement sur leurs données de santé numérisées [407].
Cependant, passer manuellement en revue ces données est chronophage et fastidieux. Les
résultats obtenus révelent qu’un modéele d’intelligence artificielle pourrait potentiellement étre
en mesure d’identifier les patients atteints de démence a partir de données de santé sous forme

de texte, de fagon automatique et précise [443].

14. Génétique (cas d’usage en diagnostic)

Francisco M. De La Vega et son équipe présentent en 2021 une architecture d’intelligence
artificielle visant a identifier les genes en cause dans une pathologie génétique [444].

Cette architecture, commercialisée sous le nom de Fabric GEM, intégre dans son analyse des
ontologies et des facteurs de Bayes. Celle-ci prend en entrée des variants génétiques ainsi que

des métadonnées (ex. : phénotype du ou de la patiente au format Human Phenotype Ontology)
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et indique en sortie un classement détaillé des variants les plus probables d’étre en cause dans
une pathologie. Fabric GEM parvient a atteindre des performances élevées lorsqu’il s’agit
d’identifier des génes en cause dans les maladies rares : exactitude = 90 %. Le temps
d’exécution moyen du modele est d’environ 15 minutes.

Le diagnostic des maladies rares fait de plus en plus intervenir I’interprétation des variants
génétiques [445]. Cependant, dans le cadre des maladies rares, I’interprétation de variants est
une pratique complexe, chronophage et trés coliteuse [446]. De fait, les patients atteints d’une
maladie rare vivent fréquemment une errance diagnostique pouvant parfois durer de
nombreuses années [447]. La possibilité d’interpréter automatiquement des variants génétiques
pourrait permettre un diagnostic plus rapide des maladies rares et accélérer également 1’é¢tude
étiologique de ces pathologies. Les résultats obtenus révelent qu’un modéle d’intelligence
artificielle serait potentiellement en mesure d’identifier les génes causaux d’une maladie rare,
de fagon automatique, rapide, précise, moins cotteuse, et ainsi réduire I’errance diagnostique

dont souffrent les patients atteints de ces pathologies [444].

15. Gynécologie-obstétrique
a. Cas d’usage en diagnostic

E. Salamalekis et son équipe présentent en 2002 un modele d’intelligence artificielle visant a
détecter les hypoxies feetales intrapartum [448,449].

Ce modele est obtenu a 1’issue d’un apprentissage automatique non supervisé réalisé sur un
réseau de neurones (réseau de Kohonen, aussi nommé¢ carte autoadaptative ou self-organizing
map) (figure 81). Un second apprentissage non supervisé a été effectué¢ par un algorithme de k-
moyennes afin de définir des niveaux de risque pour les clusters formés. Les données
d’entrainement sont constituées d’enregistrements foetaux de fréquence cardiaque et de
saturation pulsée en oxygene collectés durant les accouchements de 61 femmes a plus de 37
semaines de grossesse. Ces enregistrements furent segmentés en portions de 10 minutes et
débarrassés des artefacts puis chaque segment a été labellisé selon le niveau de risque associé

de présence d’une hypoxie feetale (figure 81).

129



240 100
= 4
B 150 b
e ?:L . T N b VAN L g
= o I e Py ¢
60 ! 20
30 0 600 1200 1800 9 0 GO0 1200 1 K00
ﬂ ace swﬂ'
Pre- processing Pre- processing
® Artefact removal ® Artefact removal
®10-minutes ﬁgm‘mtaﬁ“n ® 10-minutes 5ﬁmenlalion
Discrete multiresolution SOM inputs Statistical analysis
wavelet analysis 06,.2) ®% of time in which FSp0, < 30%
@ Calculation of the standard % 0o (3) distance between the lowest
deviation of the wavelet 4 value and the 30% threshold
coefficients (0,z,) ®0,;,[4)

®% of time in which FSp0; < 30%

@ dist (30-min FIT,}

SOM
neural network
classification

Figure 81. Logigramme du parcours des données d’entrainement. SOM : self-organizing map (carte

autoadaptative).
(Reproduit avec la permission de I’éditeur John Wiley and Sons. Auteurs : E. Salamalekis et coll.) [448]

Il s’agit donc d’un modéle de classification prenant en entrée un enregistrement de fréquence
cardiaque feetale ainsi qu’un enregistrement de la saturation pulsée en oxygéne concomitante
et indiquant en sortie la classe prédite : présence trés probable d’une hypoxie feetale (cluster 3)
vs. présence probable d’une hypoxie feetale (cluster 2) vs. absence d’une hypoxie feetale (cluster
1). Ce modele parvient a atteindre des performances élevées : sensibilité¢ = 83,3 % ; spécificité
=979 %.

La mesure de la fréquence cardiaque foetale est communément réalisée avant et durant les
accouchements pour s’assurer de la bonne santé du feetus [450]. Détecter a temps une fréquence
cardiaque foetale anormale permet aux soignants d’agir de sorte a limiter les complications (ex. :
dégats neurologiques, déces) pouvant en résulter. Cependant, 1’interprétation de ce marqueur
seul manque de spécificité et peut donc dans certains cas conduire a des interventions inutiles
(ex. : césarienne en cas de faux positif) [451]. L’oxymétrie de pouls par réflectance est une
technique non invasive pouvant étre réalisée en continu et associée a la mesure de la fréquence
cardiaque feetale afin de renforcer la précision de la surveillance [452]. La possibilité d’analyser
ces deux signaux en continue et de fagon automatique permettrait aux soignants de pouvoir étre
avertis au plus vite d’un risque d’hypoxie feetale, favorisant ainsi son pronostic. Les résultats
obtenus révelent qu'un modéle d’intelligence artificielle serait potentiellement en mesure
d’analyser en continu ces signaux et de détecter la présence d’une hypoxie feetale intrapartum,

de fagon automatique et précise [448].
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b. Cas d’usage en thérapeutique

Moshe Wald et son équipe présentent en 2005 un modele d’intelligence artificielle visant a
prédire la réussite d’une fécondation in-vitro par injection intra-cytoplasmique de
spermatozoide apres prélevement chirurgical dans le cadre d’une infertilité¢ masculine [449,453].
Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé sur un réseau
de neurones. Les données d’entrainement comportent des variables relatives a 83 fécondations
in-vitro par injection intra-cytoplasmique de spermatozoide apres prélevement chirurgical : age
maternel, technique de prélévement chirurgical, type de spermatozoides utilisés, type
d’infertilité masculine. Les patients aupres desquels ces données ont été collectées étaient agés
de 22 a 43 ans. Chaque fécondation in-vitro du jeu de données a été labellisée selon son issue
(survenue ou absence de grossesse).

Il s’agit donc d’un mode¢le de classification prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie la classe prédite : grossesse a
I’issue de la fécondation in-vitro vs. pas de grossesse a I’issue de la fécondation in-vitro (figure
82). Ce modele parvient a atteindre des performances relativement élevées : aire sous la courbe

de ROC =78,3 %.
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Figure 82. Interface web du modéle : (a) sélection des données d’entrée ; (b) prédiction affichée a I’issue
de ’inférence. (Reproduit avec la permission de ’éditeur Elsevier. Auteurs : M. Wald et coll.) [453]

La fécondation in-vitro par injection intra-cytoplasmique de spermatozoide apres prélévement
chirurgical s’est imposée comme une alternative de procréation prometteuse en cas d’infertilité
masculine sévere [454]. Cependant, les facteurs favorisant sa réussite sont encore incertains
actuellement. En outre, la fécondation in-vitro est une expérience pouvant étre éprouvante
physiquement et psychologiquement pour les personnes qui la vivent [455]. La possibilité de
prédire la réussite de celle-ci permettrait de mieux cibler les patients ayant le plus de chance de

réussite et d’optimiser les modalités pouvant I’€tre. Les résultats obtenus révelent qu’un modéle
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d’intelligence artificielle serait potentiellement en mesure de renforcer la capacité des soignants
a prédire la réussite d’une fécondation in-vitro par injection intra-cytoplasmique de
spermatozoide aprés prélévement chirurgical dans le cadre d’une infertilité masculine, de fagon

automatique, précise et non invasive [453].

16. Hématologie

a. Cas d’usage en diagnostic

Sophie Cai et son équipe présentent en 2021 un modele d’intelligence artificielle visant a
détecter la présence de néovaisseaux en sea fan chez des patients atteints de drépanocytose
[456,457].

Ce modele est obtenu a I’issue d’un apprentissage par transfert puis d’un apprentissage profond
supervisé réalis€ sur un réseau de neurones convolutif (/nception v4). Les données
d’entrainement sont constituées de photographies larges et en couleur de fond d’ceil collectées
aupres de 190 patients atteints de drépanocytose. Aucun(e) patient(e) n’était diabétique ni
n’avait subi de chirurgie ou de traitement au laser contre la rétinopathie. Chaque photographie
a été labellisée selon la présence (57) ou I’absence (133) de néovaisseaux en sea fan.

Il s’agit d’un modele de classification prenant en entrée une photographie large et en couleur
de fond d’ceil et indiquant en sortie la classe prédite : présence de néovaisseaux en sea fan vs.
absence de néovaisseaux en sea fan. Ce mod¢le parvient a atteindre des performances élevées :
sensibilité = 97,4 % ; spécificité = 97 % ; aire sous la courbe de ROC = 98,8 %.

Les patients atteints de drépanocytose sont sujets au risque de rétinopathie drépanocytaire
pouvant conduire, si celle-ci n’est pas prise en charge, a une perte sévere et parfois définitive
des fonctions visuelles [458]. C’est pourquoi les examens ophtalmologiques sont recommandés
des le plus jeune age chez les patients atteints de drépanocytose [459]. L’un des signes précoces
de complication a surveiller est 1’apparition de néovaisseaux en sea fan visibles sur un fond
d’ceil [460]. La possibilité de détecter automatiquement et avec précision la présence de
néovaisseaux en sea fan chez des patients atteints de drépanocytose permettrait aux soignants
de pouvoir rapidement évaluer le risque de complication et proposer un traitement
prophylactique (ex. : photocoagulation au laser) si nécessaire. Les résultats obtenus révelent
qu’un modele d’intelligence artificielle serait potentiellement en mesure de renforcer la capacité
des soignants a détecter la présence de néovaisseaux en sea fan chez des patients atteints de

drépanocytose, de fagon automatique, précise et non invasive [456].
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b. Cas d’usage en thérapeutique

Toshiaki Ohara et son équipe présentent en 2021 une architecture d’intelligence artificielle
visant a prévenir les anémies chez des patients recevant une hémodialyse d’entretien [461].
Cette architecture est obtenue a I’issue d’un apprentissage profond supervisé réalisé sur deux
réseaux de neurones, le premier étant un réseau de neurones dense destiné a prédire la procédure
optimale quant a I’administration d’agents stimulant 1'érythropoiese, le second étant un réseau
de neurones récurrents destiné a prédire la procédure optimale quant a I’administration d’une
supplémentation en fer. Les données d’entrainement comportent des variables dont les valeurs
ont ¢té mesurées avant 6080 hémodialyses d’entretien : concentration en hémoglobine (Hb),
volume globulaire moyen (MCV), concentration de ferritine, saturation de la transferrine
(TSAT), antécédent des dosages d’agents stimulant ['érythropoicse (ESA) et de
supplémentation en fer (IS). Ces données ont été collectées aupres de 130 patients ne présentant
ni inflammation, ni pathologie infectieuse, ni cancer au moment de leurs hémodialyses. Les
décisions prises par les soignants quant a 1’augmentation, la diminution ou le maintien des
dosages d’agents stimulant 1'érythropoicse et de supplémentation en fer ont permis de labelliser
chaque hémodialyse du jeu de données.

Il s’agit donc d’une architecture de classification prenant en entrée des valeurs correspondant
aux variables d’entrainement sus-mentionnées et indiquant en sortie les classes prédites :
augmentation du dosage vs. maintien du dosage vs. diminution du dosage pour les agents
stimulant 1'érythropoi¢se / augmentation du dosage vs. maintien du dosage pour la
supplémentation en fer (figure 83). Ce modele parvient a atteindre des performances élevées :
exactitude = 97 % pour les agents stimulant 1’érythropoiese ; exactitude = 98 % pour la

supplémentation en fer.
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Figure 83. Données en entrée et classes prédites en sortie. AISACS : artificial intelligence supported anemia control

system (systeme de contréle de l'anémie assisté par intelligence artificielle). (Reproduit selon les termes de la licence CC BY
4.0. Auteurs : Toshiaki Ohara et coll.) [461]

133


https://creativecommons.org/licenses/by/4.0/
https://creativecommons.org/licenses/by/4.0/

L’anémie fait partie des complications courantes chez les patients hémodialysés chroniques. La
mesure préventive standard de 1’anémie chez ces patients est ’administration d’agents
stimulant I'érythropoic¢se et d’une supplémentation en fer [462]. Cependant, le nombre de
soignants en mesure d’assurer la supervision de ce traitement augmente moins rapidement que
le nombre de patients nécessitant une hémodialyse. Qui plus est, les agents stimulant
I'érythropoiese sont des traitements cotliteux [463]. La possibilité d’estimer automatiquement la
marche a suivre optimale permettrait aux soignants de superviser cette prise en charge avec
moins de contrainte de temps et éventuellement de réduire ses colts. Les résultats obtenus
révelent qu'un modele d’intelligence artificielle serait potentiellement en mesure de renforcer
la capacité des soignants a superviser I’administration des traitements visant a prévenir I’anémie

chez des patients hémodialysés, de fagon automatique, précise et moins cofiteuse [461].

17. Hépatologie

a. Cas d’usage en diagnostic

Mindaugas Marozas et son équipe présentent en 2017 un modele d’intelligence artificielle
visant a détecter les hypertensions portales [464,465].

Ce modecle est obtenu a I’issue d’un méta-apprentissage automatique supervisé réalisé par un
ensemble d’algorithmes : classification naive bayésienne, régression logistique, K Star, table
de décision, forét aléatoire. Les données d’entralnement comportent des variables
démographiques, cliniques, biologiques, hématologiques, des mesures instrumentales
spléniques ainsi que des ¢élastographies transitoires hépatiques et spléniques. Ces données ont
¢été collectées aupres de 107 patients atteints de pathologie hépatique chronique puis labellisées
selon une mesure du gradient de pression hépatique inférieure ou supérieure a 10 mmHg.

Il s’agit donc d’un mode¢le de classification prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie la classe prédite : présence
d’une hypertension portale vs. absence d’une hypertension portale. Ce modele parvient a
atteindre des performances élevées : exactitude = 89,72 % ; sensibilité = 83 % ; spécificité = 92
% ; aire sous la courbe de ROC = 96 %.

La survenue d’une hypertension portale est un facteur d’aggravation majeur pour plusieurs
pathologies hépatiques chroniques [466]. Son diagnostic s’effectue classiquement par le biais
d’une mesure du gradient de pression hépatique, une mesure invasive et cotliteuse [467].
L’¢lastographie transitoire est une autre méthode permettant le diagnostic de I’hypertension
portale, moins invasive mais également moins précise [468]. La possibilit¢ de détecter les

hypertensions portales de facon précise mais néanmoins non invasive favoriserait leur
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dépistage. Les résultats obtenus révelent qu’un modele d’intelligence artificielle pourrait
potentiellement permettre aux soignants de diagnostiquer les hypertensions portales de fagon

automatique, précise, non invasive et moins cotliteuse [464].
b. Cas d’usage en thérapeutique

Haixin Ai et son équipe présentent en 2018 un modele d’intelligence artificielle visant a prédire
I’hépatotoxicité d’une molécule [469].

Ce modcle est obtenu a I’issue d’un méta-apprentissage automatique supervisé réalisé par un
ensemble d’algorithmes (figure 84) : machine a vecteurs de support, forét aléatoire,
amplification de gradient extréme (XG Boost). Les données d’entrainement comportent 683
molécules hépatotoxiques et 558 molécules non hépatotoxiques au format SMILES (simplified
molecular-input line-entry system). A ’aide du logiciel PaDEL-Descriptor, ces molécules ont

¢été synthétisées en 12 motifs moléculaires avant d’étre fournies a 1’algorithme (figure 84).
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Figure 84. Représentation schématique du méta-apprentissage a I’origine du modéle présenté (Reproduit
avec la permission de I’éditeur Oxford University Press. Auteurs : Haixin Ai et coll.) [469]
Il s’agit d’un mod¢le de classification prenant en entrée une molécule au format SMILES et
indiquant en sortie la classe prédite : hépatotoxique vs. non hépatotoxique (figure 84). Ce
modele parvient a atteindre des performances relativement élevées : exactitude = 84,3 % ;

sensibilité = 86,9 % ; spécificité = 75,4 % ; aire sous la courbe de ROC = 90,4 %.
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L’ hépatotoxicité fait partie des causes majeures de retrait du marché d’un traitement ou d’échec
d’une molécule soumise a un essai clinique [470]. Diverses approches in vivo et in vitro visant
a évaluer I’hépatotoxicité iatrogéne existent, cependant celles-ci sont chronophages, cotiteuses
et souvent non conformes aux résultats obtenus chez des sujets humains. Les approches in
silico, plus rapides et moins colteuses, gagnent en popularité a mesure que celles-ci démontrent
leur performance [471]. Les résultats obtenus révelent qu’un modéle d’intelligence artificielle
serait potentiellement en mesure de renforcer la capacité des chercheurs a évaluer

I’hépatotoxicité in silico de fagon automatique et précise [469].

18. Immunologie

a. Cas d’usage en diagnostic

Giovanni Melioli et son équipe présentent en 2014 un modele d’intelligence artificielle visant
notamment a identifier des allergies [472].

Il s’agit d’un systéme expert nommé Allergenius qui intégre dans son analyse plus de 700 régles
hiérarchisées selon leurs répercussions ainsi qu’une base de connaissances construite a partir
de la littérature disponible et de bases de données spécialisées : Allergome, AllergenOnline,
RCSB (Research Collaboratory for Structural Bioinformatics), Uniprot, WHO/IUIS Allergen
Nomenclature.

Allergenius prend en entrée des données personnelles et cliniques d’un(e) patient(e) (résultats
de prick test, dosage des IgE, résultats fournis par des biopuces a allergeénes) et indique en sortie
un rapport détaillé présentant notamment les allergenes susceptibles de provoquer une réaction
allergique chez ce/cette patient(e). Allergenius parvient a atteindre des performances élevées
lorsqu’il s’agit d’identifier des allergenes, atteignant jusqu’a 100% de précision pour certains
d’entre eux.

L’identification de la source d’une allergie chez un(e) patient(e) représente souvent un
challenge en raison du nombre important d’allergeénes potentiels et de leur hétérogénéité [473].
La possibilit¢ d’identifier et catégoriser automatiquement certains de ces allergénes
(notamment a partir d’une biopuce a allergénes) pourrait faciliter la démarche diagnostique des
soignants, en particulier chez des patients pour lesquels le prick test n’est pas concluant [474].
Les résultats obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en
mesure de renforcer la capacité des soignants a diagnostiquer des allergies et a identifier les

allergénes responsables, de fagon automatique, précise et non invasive [472].
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b. Cas d’usage en thérapeutique

Basem Ameen Moghram et son équipe présentent en 2018 un modele d’intelligence artificielle
visant a prédire la structure d’épitopes en vue de concevoir des vaccins basés sur ceux-ci
[475,476)].

XXVil

Ce modele est obtenu a I’issue d’un apprentissage automatique élitiste réalisé par un
algorithme génétique (figure 85). Les données d’entrainement sont constituées de séquences

d’épitopes.
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Figure 85. Processus de prédiction de structures d'épitopes par le modele présenté (Reproduit avec la
permission de I’éditeur Elsevier. Auteurs : Basem Ameen Moghram et coll.) [475]

Le modele parvient a construire des structures d’épitopes en trois dimensions de fagon
performante : exactitude = 95,13 % ; aire sous la courbe de ROC = 98,7 %.

La conception de vaccins basée sur les épitopes est notamment un terrain prometteur mais
challengeant [478]. L’¢étude des structures tertiaires d’épitopes est une piste a poursuivre en
recherche thérapeutique car de nombreuses pathologies résultent d'un dysfonctionnement d’une
ou plusieurs protéines [479]. De fait, I'identification de la structure des épitopes restreints au
complexe majeur d'histocompatibilité de classe II est une étape importante vers la conception
de vaccins a base d'épitopes [480]. Les résultats obtenus révelent qu’un modele d’intelligence
artificielle serait potentiellement en mesure de renforcer la capacité des chercheurs a identifier
des structures d’épitopes pouvant étre exploitées dans la conception de nouveaux vaccins

inactivés, de fagon automatique et précise [475].

il Jn apprentissage automatique élitiste procéde en favorisant la sélection des meilleurs individus & chaque
itération ou génération du processus d'apprentissage. Dans le cadre d’un algorithme évolutionniste, un « individu »
désigne une solution candidate dans l'espace de recherche (ex. : configuration spécifique de parameétres ou de
genes). [477]
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19. Infectiologie
a. Cas d’usage en diagnostic

Runwen Hu et son équipe présentent en 2020 un mode¢le d’intelligence artificielle visant a
détecter les infections a SARS-CoV-2 [481].

Ce modele est obtenu a I’issue d’un apprentissage par transfert puis d’un apprentissage profond
supervisé réalisé sur un réseau de neurones convolutif (ShuffleNet V2) (figure 86). Les données
d’entrainement sont constitué¢es d’images de tomodensitométrie thoracique. Celles-ci ont été

labellisées selon que le/la patient(e) présente (313) ou non (242) une infection a SARS-CoV-2.
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Figure 86. Représentation schématique du modéele présenté (Reproduit selon les termes de la licence CC BY-NC-
ND 4.0. Auteurs : Runwen Hu et coll.) [481]

11 s’agit donc d’un modéele de classification prenant en entrée une image de tomodensitométrie
thoracique et indiquant en sortie la classe prédite : présence d’une infection 8 SARS-CoV-2 vs.
absence d’une infection a SARS-CoV-2 (figure 86). Ce modele parvient a atteindre des
performances élevées : exactitude = 91,21 % ; sensibilité¢ = 90,52 % ; spécificité = 91,58 % ;
aire sous la courbe de ROC = 96,89 %.

En 2020, le monde entier s’est vu plongé dans une crise sanitaire brutale suite a 1’émergence
d’un nouveau virus, le SARS-CoV-2 [482]. La pandémie provoquée par ce virus a émergé de
Chine a la fin du mois de décembre 2019 puis s’est propagée de fagon exponentielle pour
aboutir a des centaines de millions de cas et des millions de décés de par le monde [483].
L’urgence de la situation nécessitait des moyens de diagnostic efficaces et rapides permettant
de limiter la propagation et la 1étalité du virus [484]. Les résultats obtenus révelent qu’un modele
d’intelligence artificielle était en mesure de renforcer la capacité des soignants a diagnostiquer
les infections 8 SARS-CoV-2 au commencement de la pandémie, de fagon automatique, précise

et non invasive [481].
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b. Cas d’usage en thérapeutique

Ying Shen et son équipe présentent en 2018 un modele d’intelligence artificielle visant
notamment a optimiser les choix d’antibiothérapies [485].

Il s’agit d’un systéme d’aide a la décision nommé IDDAP (infectious diseases data analysis
program) qui intégre dans son analyse une ontologie fondée sur le diagnostic de pathologies
infectieuses et les antibiothérapies (figure 87). Celle-ci a été construite a partir d’ontologies
existantes comprenant un total de 1267000 classes, 1266993 sous-classes et 7608725 axiomes
portant sur les pathologies infectieuses, syndromes infectieux, bactéries et traitements
médicamenteux antibactériens. IDDAP comprend 507 pathologies infectieuses et leurs
traitements, 332 sites d’infection, 936 symptomes, 371 types de complications, 838407 types
de bactéries, 341 types d’antibiotiques, 1504 taux de réaction antibiotique-bactérie, 431

interactions médicamenteuses et 86 contre-indications spécifiques aux populations.
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Figure 87. Représentation schématique de l'architecture présentée (IDDAP) (Reproduit avec la permission de
’éditeur Elsevier. Auteurs : Ying Shen et coll.) [485]
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IDDAP prend successivement en entrée les données cliniques et thérapeutiques d’un(e)
patient(e) (pathologies connues chez le ou la patiente, température corporelle, site d’infection,
symptomes, complications relatives a la pathologie infectieuse en cours, traitements pris
actuellement, contrindications médicamenteuses connues) et indique en sortie un rapport
présentant notamment 1’antibiothérapie optimale conseillée. IDDAP parvient a atteindre des

performances ¢élevées : aire sous la courbe de ROC = §9,91%.
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Une administration d’antibiotiques requiert en principe 1’expertise d’un professionnel de santé
afin que celle-ci soit ajustée au mieux selon le/la patient(e) et que les risques d’antibiorésistance
engendrée soient minimisés. Malgré ces recommandations et les campagnes de sensibilisation
menées, la prise d’antibiotiques en automédication est courante mondialement, en particulier
dans les pays ne disposant pas de couverture santé universelle [486]. Ce phénomeéne accroit
I’émergence d’antibiorésistances, 1’une des causes de décés les plus significatives
mondialement [487]. Selon les auteurs (Ying Shen et coll.), une atténuation de ces conséquences
pourrait étre envisagée si les patients avaient acces a un systéme capable d’évaluer la nécessité
d’une antibiothérapie et d’identifier le traitement optimal le cas échéant. Les résultats obtenus
révelent qu'un modele d’intelligence artificielle serait potentiellement en mesure de
recommander le traitement le plus adéquat contre une infection, de fagon automatique, précise

et non invasive [485].
20. Meédecine d’urgence
a. Cas d’usage en diagnostic

Vida Abedi et son équipe présentent en 2017 un modele d’intelligence artificielle visant a
détecter les accidents vasculaires cérébraux [488].

Ce modg¢le est obtenu a I’issue d’un apprentissage automatique supervisé réalis¢ sur un réseau
de neurones (figure 88). Les données d’entrainement comportent des variables socio-
démographiques, hygiéno-diététiques, cliniques, biologiques ainsi que des antécédents
médicaux collectés aupres de 260 patients présentant des symptomes évocateurs d’un accident
vasculaire cérébral (figure 88). Ces données ont été labellisées selon que le/la patient(e) soit
effectivement atteint(e) d’un accident vasculaire cérébral (130) ou ne I’était pas malgré les
symptomes évocateurs (130). Les variables ont ét¢ mesurées au cours des quatre heures et

demie suivant I’apparition des symptomes.
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1 Lge

2 Race

3. Sex

4, History of hypertension

5 History of diabetes

[ History of hyperlipidemia

7 History of stroke

3. History of atrial fibrillation

9. History of psychiatry illness

10, History of end stage renal disease
11. History of seizure

12 Histary of tobacco use

13 Fist recorded systolic blood pressure
14, Fist recorded diastolic blood pressure
15, Fist recorded plasma glucose level

16, Low-clensity lipoprotein (LDL)— previously charted
17 Hemoglohin £1c (Hbhalc)— previously charted

18 Mational Institute of Health Stroke Scale (MNIHSS)
13 Facial droop on initial presentation

Figure 88. Représentation schématique du modéle présenté et liste des 19 variables d'entrainement
(Reproduit avec la permission de I’éditeur Wolters Kluwer Health. Auteurs : Vida Abedi et coll.) [488]

Il s’agit donc d’un modele de classification prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie la classe prédite : présence
d’un accident vasculaire cérébral vs. absence d’un accident vasculaire cérébral. Ce modele
parvient a atteindre des performances relativement élevées : sensibilité = 80 % ; spécificité =
86,2 % ; valeur prédictive positive = 92%.

La justesse du diagnostic d’accident vasculaire cérébral lors de la survenue de symptomes
évocateurs est capitale en raison de la morbidité importante induite par cet événement [489].
Des séquelles irréversibles peuvent se manifester trés rapidement aprés les premiers
symptomes, c’est pourquoi le délai de diagnostic et d’intervention est limité [490]. Cependant,
les symptomes évocateurs d’accident vasculaire cérébral peuvent résulter de pathologies autres,
rendant le diagnostic difficile dans certains cas [491,492]. Les résultats obtenus révelent qu’un
modele d’intelligence artificielle serait potentiellement en mesure de renforcer la capacité des
soignants a diagnostiquer les accidents vasculaires cérébraux, de fagon automatique et précise

[488].
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b. Cas d’usage en thérapeutique

Zhongheng Zhang et son équipe présentent en 2020 un modele d’intelligence artificielle visant
a prédire la compliance pulmonaire au cours d’une ventilation mécanique chez des patients
atteints d’un syndrome de détresse respiratoire aigué [493,494].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé par un
algorithme d’arbre décisionnel intégrant des régressions linéaires (M5P). Les données
d’entrainement sont constituées de séries temporelles indiquant la pression respiratoire
collectées aupres de 18 patients ventilés mécaniquement dans le cadre d’un syndrome de
détresse respiratoire aigué.

Il s’agit d’'un modele de régression prenant en entrée une série de pressions expiratoires
positives de fin d'expiration et indiquant en sortie une prédiction de 1’évolution de la compliance
pulmonaire ainsi qu’une recommandation quant a 1’ajustement de la pression pulmonaire. Ce
modele parvient a atteindre des performances élevées avec un taux de réussite s’¢levant a 93,2
%.

La prise en charge des syndromes de détresse respiratoire aigu€ nécessite une assistance
ventilatoire invasive pouvant entrainer des Iésions pulmonaires [495]. Ces derniéres peuvent
étre évitées en ajustant la pression expiratoire positive de fin d'expiration de facon a ce que la
compliance pulmonaire se maintienne a un niveau élevé [496]. Cependant, 1’influence de la
variation de la pression expiratoire sur la compliance pulmonaire est obtenue apres un délai
conséquent. La possibilité de prédire 1’évolution de la compliance pulmonaire selon une
modification de la pression expiratoire positive permettrait aux soignants d’ajuster cette
derniére avec précision et ainsi limiter les 1ésions pulmonaires provoquées par 1’assistance
ventilatoire. Les résultats obtenus réveélent qu'un modele d’intelligence artificielle serait
potentiellement en mesure de renforcer la capacité des soignants a estimer 1’évolution de la
compliance pulmonaire au cours d’une ventilation mécanique, de fagon automatique et précise

[493].

21. Médecine nucléaire

a. Cas d’usage en diagnostic

Junshen Xu et son équipe présentent en 2017 un modéle d’intelligence artificielle visant a
générer des images tomographiques de qualité a partir d’images tomographiques en faible dose

[360].
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Ce modgcle est obtenu a I’issue d’un apprentissage profond non supervisé réalisé sur un réseau
de neurones convolutif de type auto-encodeur (figure 89). Les données d’entrainement sont
constituées d’images tomographiques et par résonance magnétique (PET-MRI) cérébrales sur
plusieurs couches. Ces examens d’imagerie ont été effectués sur neuf patients atteints d’un

glioblastome, apreés administration d’une dose standard de 18F-fluorodeoxyglucose.
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Figure 89. Représentation schématique du modéle présenté (Reproduit avec la permission de I’auteur principal.
Auteurs : Junshen Xu et coll.) [360]

Il s’agit d’un mod¢le prenant en entrée une image tomographique en faible dose et générant en
sortie une image tomographique similaire mais de qualité comparable a une tomographie en
dose standard (figure 89). Ce modéle parvient a reconstruire une image tomographique de
qualité¢ en administrant au/a la patient(e) seulement 1/200 de la dose standard de 18F-
fluorodeoxyglucose.

La tomographie par €émission de positons est communément employée en imagerie médicale,
notamment dans le diagnostic de cancers. Cet examen nécessite 1’injection d’un traceur dont
les propriétés radioactives exposent le/la patient(e) a des risques [497]. La possibilité de réduire
les doses de traceur injectées sans altérer la qualité des images tomographiques permettrait de
réduire ces risques tout en préservant la justesse du diagnostic. Les résultats obtenus révelent
qu'un modele d’intelligence artificielle serait potentiellement en mesure d’améliorer
automatiquement la qualité des images tomographiques en faible dose afin de rendre celles-ci

exploitables par les soignants [360].

b. Cas d’usage en thérapeutique

Wei Mu et son équipe présentent en 2020 un modéle d’intelligence artificielle d’aide a la

décision quant au traitement du cancer du poumon non a petites cellules [361].
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Ce mode¢le est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones convolutif (figure 90). Les données d’entrainement sont constituées d’images
tomographiques-tomodensitométriques ('*F-PET-CT) collectées auprés de 429 patients
présentant un cancer du poumon non a petites cellules. Ces images ont été labellisées selon le
statut de mutation de ’EGFR (Epithelial Growth Factor Receptor) déterminé par biopsie pour

chacun des patients.
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Figure 90. Représentation schématique du modéle présenté (SResCNN) (Reproduit selon les termes de la
licence CC BY 4.0. Auteurs : Wei Mu et coll.) [361]

Il s’agit donc d’un modéle de classification prenant en entrée une image tomographique-
tomodensitométrique et indiquant en sortie la classe prédite : présence d’une mutation de
I’EGFR vs. absence d’une mutation de I’EGFR (figure 90). Ce mod¢le parvient a atteindre des
performances relativement élevées : exactitude = 78,5 % ; aire sous la courbe de ROC = 81 %.
Le choix de chimiothérapie contre le cancer du poumon non a petites cellules a un stade avancé
(inhibiteur de la tyrosine kinase, inhibiteur de point de controle immunitaire) se fonde
essentiellement sur la présence ou non d’une mutation de ’EGFR au sein des cellules tumorales
[498]. Cependant, I’identification des mutations de I’EGFR nécessite une biopsie invasive
associée a une morbidité importante [499]. Le test diagnostique est coliteux, chronophage et sa
précision dépend de la quantité et de la qualité, difficile a évaluer durant la biopsie, des tissus
prélevés [500]. De plus, le statut de mutation de I’EGFR peut évoluer avec le temps, nécessitant
idéalement sa réévaluation réguliere durant la chimiothérapie [501]. Les résultats obtenus
révelent qu’un modele d’intelligence artificielle serait potentiellement en mesure d’estimer le
statut de mutation de ’EGFR de fagcon automatique et non invasive, et pourrait ainsi renforcer
la capacité des soignants a prescrire le traitement le plus adapté a chaque patient(e) contre le

cancer du poumon non a petites cellules tout au long du parcours thérapeutique [361].
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22. Médecine nutritionnelle

a. Cas d’usage en diagnostic

Liangyu Yin et son équipe présentent en 2021 des modeles d’intelligence artificielle visant a
détecter les malnutritions chez des patients atteints de cancer [502].

Les données d’entrailnement comportent des variables socio-démographiques, hygiéno-
diététiques, cliniques et biologiques, des comorbidités, des antécédents familiaux, des
variations pondérales, des scores nutritionnels, des indices de santé générale et des données
relatives a la qualité de vie collectés auprés de 14134 patients atteints de cancer. En premier
lieu, un apprentissage non supervisé a ¢té effectu¢ par un algorithme de k-moyennes afin de
définir des niveaux de malnutrition (figure 91). Quatre clusters distincts ont été obtenus et
qualifiés comme suit : 8193 patients n’étant pas en malnutrition, 2195 patients en malnutrition
légere, 2491 patients en malnutrition modérée, 1255 patients en malnutrition sévére. Apres
validation de la pertinence clinique de ces clusters, des modeéles sont obtenus a I’issue
d’apprentissages automatiques supervisés réalisés par différents algorithmes : régression
logistique multiple, arbre de décision, forét aléatoire, machine a vecteurs de support,

apprentissage profond (figure 91).
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Figure 91. Illustration des différentes étapes de la démarche : identification de niveaux de malnutrition a
I'aide d'un algorithme de partitionnement, validation de la pertinence clinique des niveaux définis,
entrainement et validation des modéles de classification. (Reproduit avec la permission de I’éditeur Elsevier.
Auteurs : Liangyu Yin et coll.) [502]
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Deux types de modeles ont été congus : des modeles (nommés STIM) prenant en entrée
I’ensemble des variables d’entrainement sus-mentionnées et des modeles (nommés eSTIM)
prenant en entrée uniquement les variables ne nécessitant aucun acte invasif. Il s’agit dans tous
les cas de modeles de classification indiquant en sortie la classe prédite : absence de
malnutrition vs. présence d’une malnutrition 1égere vs. présence d’une malnutrition modérée vs.
présence d’une malnutrition séveére. Les modeles de régression logistique multiple sont ceux
présentant les meilleures performances : exactitude = 99,9 % ; kappa de Cohen = 99,9 % ; aire
sous la courbe de ROC = 100 % pour STIM / exactitude = 94,3 % ; kappa de Cohen = 90,5 % ;
aire sous la courbe de ROC = 94,1 % pour eSTIM.

Les patients atteints de cancer présentent un risque important de malnutrition en raison
notamment des troubles métaboliques pouvant étre induits par leur(s) tumeur(s) [503]. Cette
malnutrition peut étre a 1’origine ou accentuer une cachexie, entrainer des complications,
impacter 1’efficacité des traitements, altérer la qualit¢é de vie et globalement affecter
négativement le pronostic du/de la patient(e) [504]. L’identification des malnutritions est par
conséquent primordiale dans la prise en charge thérapeutique de ces patients. Les résultats
obtenus révelent qu'un modele d’intelligence artificielle serait en mesure de renforcer la
capacité des soignants a diagnostiquer les malnutritions chez des patients atteints de cancer, de

facon automatique, précise et non invasive [502].
b. Cas d’usage en thérapeutique

Ya Lu et son équipe présentent en 2020 une architecture d’intelligence artificielle visant a
estimer 1’apport nutritionnel des repas chez des patients hospitalisés [505].

Le modele qu’embarque cette architecture est obtenu a 1’issue d’un apprentissage profond
supervisé réalisé sur un réseau de neurones convolutif de type auto-encodeur. Les données
d’entrainement sont constituées d’images RGB-D*il de 232 plateaux repas servis a des
patients hospitalisés. Les pixels représentant de la nourriture ou des couverts ont été¢ annotés
sur les images du jeu de données.

Il s’agit donc d’un modéele de segmentation prenant en entrée deux photographies de plateau
repas, I’une avant et I’autre aprés consommation par le/la patient(e), et indiquant en sortie les
segments (groupes de pixels identifiés comme partageant des caractéristiques communes)
correspondant & des aliments ou a des couverts. Cette segmentation est ensuite affinée a 1’aide

d’un modele statistique (champ aléatoire conditionnel), puis le volume et la nature de nourriture

il T e cameras RGB-D (Red Green Blue - Depth) sont des périphériques d’acquisition vidéo ayant la capacité
de détecter la profondeur. Celles-ci produisent des images en couleur dont chaque pixel est associé¢ a une valeur
numérique correspondant a la distance entre 1’objectif de la caméra et la matiére photographiée [506].
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consommeée sont estimés en comparant les segments identifiés sur les photographies avant et
apres le repas. Enfin, a partir des volumes estimés, 1’apport nutritionnel est calculé (figure 92).
Cette architecture parvient a estimer I’apport nutritionnel avec une erreur quadratique moyenne

de 15 %.
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Figure 92. Représentation schématique de ’architecture présentée (Reproduit avec la permission de I’éditeur
Institute of Electrical and Electronics Engineers. Auteurs : Ya Lu et coll.) [505]

Chez les patients hospitalisés, la malnutrition est fréquente, tend a prolonger leurs séjours
hospitaliers et est associée a une augmentation de la mortalité et de la morbidité [507]. La
malnutrition en contexte hospitalier est essentiellement due a un manque de suivi des apports
nutritionnels individuels [508]. La possibilit¢ d’évaluer ces apports nutritionnels de fagon
automatique faciliterait le suivi de la part des soignants et permettrait d’adapter au mieux les
repas et les soins administrés. Les résultats obtenus révelent qu’un modéle d’intelligence
artificielle pourrait potentiellement étre en mesure d’estimer les apports nutritionnels des repas
de facon automatique et précise, renforgant ainsi la capacité des soignants a suivre et adapter

les régimes des patients hospitalisés [505].

23. Meédecine palliative (cas d’usage en thérapeutique)

Anand Avati et son équipe présentent en 2018 un modele d’intelligence artificielle visant a
prédire les besoins en soins palliatifs [509].

Ce mode¢le est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones. Les données d’entralnement sont constituées de caractéristiques extraites de dossiers
médicaux informatisés relatifs a 164424 patients en vie et 12587 patients décédés.

I1 s’agit d’un modele de classification prenant en entrée des informations issues d’un dossier
médical informatisé et indiquant en sortie la survie prédite au cours des 12 mois a venir. Le
modele est congu pour analyser chaque jour les dossiers médicaux informatisés des patients
admis au sein d’un service et indiquer aux soignants la liste des patients pour lesquels la survie

prédite est inférieure a 12 mois ainsi que les facteurs pouvant expliquer cette prédiction. Ce
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modele parvient a atteindre les performances suivantes : valeur prédictive positive = 69 % ;
sensibilité = 90 % ; aire sous la courbe de ROC = 93 %.

Les soins palliatifs représentent une dimension essentielle dans la prise en charge des patients
atteints de maladie grave ou en phase terminale. Il subsiste pourtant un décalage important entre
les besoins en soins palliatifs de ces patients et leur prise en charge factuelle [510]. Les
principaux obstacles a ’amélioration de I’acces aux soins palliatifs sont la surestimation du
pronostic et le manque de personnel soignant dédié [511]. Les résultats obtenus révelent qu’un
modele d’intelligence artificielle serait en mesure d’estimer automatiquement le pronostic vital
des patients et pourrait ainsi renforcer la capacité des soignants a répondre plus précisément et

proactivement aux besoins individuels en soins palliatifs [509].
24. Médecine physique et de réadaptation (cas d’usage en thérapeutique)

Anett Seeland et son équipe présentent en 2017 un modele d’intelligence artificielle visant a
améliorer la performance des rééducations sensorimotrices faisant intervenir un exosquelette a
neuro-interface [512,513].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé sur un
perceptron de type passif-agressif. Les données d’entrainement sont constituées de
caractéristiques extraites d’électroencéphalographies et d’électromyographies (effectuées a
partir des biceps) collectées aupreés d’un patient au cours de 14 sessions de rééducation
sensorimotrice via exosquelette a neuro-interface (figure 93). Chaque session comportait deux
séries d’au moins 40 mouvements de chaque bras. Les données d’entrainement ont été
segmentées et chaque segment a été labellisé selon le mouvement effectué par le patient : vers

la droite, vers la gauche ou immobilité (figure 94).

Figure 93. Rééducation du haut du corps assistée par un exosquelette actif. Le soutien du bras (droit ou
gauche) par l'exosquelette est déclenché par l'activité de I'EEG et de I'EMG ainsi que par les données de

suivi oculaire. (Reproduit avec la permission de I’éditeur Institute of Electrical and Electronics Engineers. Auteurs : Anett
Seeland et coll.) [512]

148



Windowing & Labeling

-2000 Left vs. Right Flow
1 9510900 EEG | | tre windew ol o= o
e 1 per step - - axDAWN . Sigmoid »
[~ * - === =ae--- L 2 \features |, Mormalization | | PAd 3 Fit
a0 1 retrain | 1 ]
. - -—

]
.. -100
"0 buffer 1
a [
*ﬂ(/ data  label . Left vs. NoMove Flow One
overlapping windews o Lett |-y > T e N Vs Classificati
c g 2 Ll - - o [XDAWN, | aization] 1 PACT : Sigmoid (o] ——
-2 f Ifeatures | Fit ne
=3 . Sy -t Gating
NoMove 4=
- "8% '
NoMove g I = ' Right vs. NoMove Flow
® 5 ' o - == e
EMG Y - = = =P faxDAWN £ (sigmoia | ==
' i V| Normalization| # PRy | 19
non-overtapping windows. ' \hammﬁ 4 ! ’ i
X e -- )
Lol 0B one window Classifical
e [T |—m——®(_Classfication
Right|—T—1—
-2000 -T¢

{ ——reqular Flow = = = = adaptive Flow

Figure 94. Collecte, pré-traitement et labellisation des données d’entrainement (Reproduit avec la permission
de ’éditeur Institute of Electrical and Electronics Engineers. Auteurs : Anett Seeland et coll.) [512]

Il s’agit donc d’un modele de classification prenant en entrée des caractéristiques extraites
d’une électroencéphalographie et d’une €lectromyographie effectuée a partir d’un biceps et
indiquant en sortie la classe prédite : bras en mouvement vers la droite vs. bras en mouvement
vers la gauche vs. bras immobile (figure 94). Ce modele parvient a atteindre des
performances élevées : exactitude = 97,35%. Le temps d’exécution moyen du modele est de 50
millisecondes, permettant une analyse en continu des mouvements réalisés par le patient.

Les exosquelettes suscitent de plus en plus I’intérét en tant qu’outil thérapeutique en
rééducation, notamment pour la prise en charge des séquelles sensorimotrices subséquentes a
un accident vasculaire cérébral [514]. La possibilit¢ de doter ces exosquelettes d’une
intelligence artificielle et d’entrainer celle-ci a partir des données cérébrales et musculaires du
patient permettrait de mieux personnaliser sa rééducation (ex. : rythme, exercices a effectuer).
Les résultats obtenus révelent qu’un modele d’intelligence artificielle embarqué dans un
exosquelette serait en mesure d’identifier les mouvements du patient, de fagon automatique,

continue et précise, permettant ainsi une personnalisation de sa rééducation [512].
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25. Néonatologie
a. Cas d’usage en diagnostic

Henrik Verder et son équipe présentent en 2021 un modele d’intelligence artificielle visant a
détecter les dysplasies bronchopulmonaires chez des nouveau-nés prématurés [515].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé par un
algorithme de machine a vecteurs de support. Les données d’entrainement sont constituées des
poids a la naissance, des ages gestationnels, des agents tensioactifs administrés et de
caractéristiques issues de spectroscopies infrarouges obtenues a partir des liquides gastriques
prélevés a la naissance (nombres d’onde identifiés comme significatifs). Ces données ont été
labellisées aprés avoir été collectées auprés de 26 nouveau-nés prématurés présentant une
dysplasie bronchopulmonaire et de 35 nouveau-nés prématurés en bonne santé. Aucun de ces
nouveau-nés ne présentait de sepsis ou de prédispositions génétiques connues a la dysplasie
bronchopulmonaire.

I1 s’agit donc d’un modele de classification prenant en entrée les variables d’entrainement sus-
mentionnées et indiquant en sortie la classe prédite: présence d’une dysplasie
bronchopulmonaire vs. absence d’une dysplasie bronchopulmonaire. Ce mod¢le parvient a
atteindre des performances élevées : sensibilité = 88 % ; spécificité = 91 %.

La dysplasie bronchopulmonaire est une pathologie multifactorielle courante chez le nouveau-
né prématuré, associée a un risque €¢levé de mortalité et de morbidité [516]. Sa prise en charge
immédiate permet de limiter fortement ces risques [517]. Cependant, malgré I’existence de
biomarqueurs corrélés a la présence de dysplasie bronchopulmonaire, il n’existe a ce jour aucun
test diagnostique permettant son dépistage [518]. La possibilité d’identifier automatiquement
les dysplasies bronchopulmonaires permettrait de traiter celles-ci précocement et de limiter les
risques de complications chez les nouveau-nés atteints. Les résultats obtenus révelent qu'un
modele d’intelligence artificielle serait potentiellement en mesure de renforcer la capacité des
soignants a diagnostiquer précocement les dysplasies bronchopulmonaires chez les nouveau-

nés prématurés, de fagon automatique et précise [515].
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b. Cas d’usage en thérapeutique

Yifei Hu et son équipe présentent en 2018 des modeles d’intelligence artificielle d’aide a la
décision quant au traitement du sepsis a début tardif chez les nouveau-nés [519].

Ces modeles sont obtenus a 1’issue d’apprentissages automatiques supervisés : régression
logistique, machine a vecteurs de support, forét aléatoire, arbre de décision a renforcement du
gradient, réseau de neurones. Les données d’entrainement sont constituées de signes vitaux
(fréquence cardiaque, fréquence respiratoire et saturation en oxygene mesurées a chaque
minute) sous forme de séries temporelles. Ces données ont été collectées auprés de nouveau-
nés n’ayant présenté¢ aucune anomalie et de nouveau-nés ayant présenté¢ des symptomes
justifiant ’administration d’antibiotiques. Les séries temporelles ont été fragmentées par
segments de 60 minutes puis ces segments ont été labellisés selon que ceux-ci soient
concomitants a un état de santé normal (2416) ou justifiant I’administration d’antibiotiques
(637).

I1 s’agit donc d’un mod¢le de classification prenant en entrée une série temporelle comportant
les signes vitaux sus-mentionnés mesurés chez un nouveau-né et indiquant en sortie la classe
prédite : administration d’antibiotiques non recommandée vs. administration d’antibiotiques
recommandée. Le modele d’arbre de décision a renforcement du gradient est celui présentant
les meilleures performances : valeur prédictive positive = 72 % ; sensibilité = 72 % ; F-score
pondéré = 64 % ; aire sous la courbe de ROC =75 %.

Le sepsis est une pathologie commune chez les nouveau-nés, particulie¢rement chez les
prématurés en raison de I'immaturit¢ de leur systétme immunitaire [520]. Il s’agit d’une
pathologie associée a une mortalité importante, en 1’occurrence la mortalité du sepsis a début
tardif (débutant 48 heures apres la naissance) s’éléve a 15,1% [521]. Le sepsis a début tardif
échappe davantage a la vigilance des soignants que son homologue a début précoce car la
surveillance de ce dernier s’inscrit généralement dans une routine clinique établie [522]. La
possibilité de prédire précocement I’apparition du sepsis a début tardif permettrait aux soignants
d’intervenir en amont des premiers symptdmes alarmants et d’éviter les complications graves
pour le nouveau-né. Les résultats obtenus révelent qu’un modele d’intelligence artificielle serait
potentiellement en mesure de détecter les signes vitaux annonciateurs d’un sepsis a début tardif
chez le nouveau-né, de fagcon automatique et non invasive, renforcant ainsi la capacité des

soignants a traiter précocement cette pathologie [519].
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26. Néphrologie
a. Cas d’usage en diagnostic

Hang Liu et son équipe présentent en 2022 un modele d’intelligence artificielle visant a détecter
des complications faisant suite a une transplantation rénale [523].

Ce mode¢le est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones convolutif. Les données d’entralnement sont constituées d’images obtenues par
résonnance magnétique auprés de 89 patients ayant recu une transplantation rénale deux
semaines auparavant. Parmi ces patients, 39 ont présenté une obstruction entre l'uretére et
I'anastomose de la vessie, 13 ont enduré un rejet de la greffe, 10 ont présenté un hématome
périrénal, 5 ont présenté un infarctus rénal, et 22 n’ont présenté aucune complication.

Il s’agit d’un modéle de segmentation prenant en entrée une image obtenue par résonnance
magnétique et indiquant en sortie la localisation et la nature des signes de complication. Ce
modele parvient a atteindre des performances relativement €levées : exactitude = 80,6 % ;
sensibilité¢ = 67,8 % ; spécificité = 86,7 %.

Parmi les transplantations pratiquées, la transplantation rénale est la plus courante. Celle-ci
représente le traitement offrant le meilleur pronostic aux patients atteints d’insuffisance rénale
au stade terminal [524]. Néanmoins, I’incidence d’insuffisance rénale post-transplantation
demeure é¢levée, en raison notamment de ses complications subséquentes. L’une des clés
majeures pour réduire ce fardeau réside dans la précocité du diagnostic et du traitement de ces
complications [525]. Les résultats obtenus révelent qu’un modele d’intelligence artificielle
serait potentiellement en mesure de renforcer la capacit¢ des soignants a diagnostiquer
précocement les complications faisant suite a une transplantation rénale, de fagon automatique,
précise et non invasive, pouvant ainsi favoriser la réussite a long terme de la transplantation

[523].
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b. Cas d’usage en thérapeutique

Ahmed I. Akl et son équipe présentent en 2001 des modeles d’intelligence artificielle visant a
estimer un SRI (solute removal index) durant une hémodialyse et a prédire le temps nécessaire
pour atteindre un SRI cible [343,525].

Ces modeles sont obtenus a 1’issue d’un apprentissage automatique supervisé réalisé sur deux
réseaux de neurones (figure 95). Les données d’entrainement sont constituées de concentrations
sanguines d’azote uréique, des poids des patients, des durées de dialyse et des SRI (¢limination
totale de 1'azote uréique mesurée par quantification directe du dialysat) collectés aupres de 15
patients au cours d’une hémodialyse. Ces mesures ont été effectuées toutes les 30 minutes

durant les hémodialyses.
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Figure 95. Représentation schématique du second modéle présenté (Reproduit avec la permission de I’éditeur
Elsevier. Auteurs : Ahmed I. Akl et coll.) [525]

Il s’agit de modeles de régression. Le premier modéle prend en entrée le poids du/de la
patient(e), sa concentration sanguine d’azote uréique (BUN), la durée de dialyse associée et
indique en sortie le SRI prédit. Son erreur moyenne de prédiction s’¢éléve a 10,9 %. Le second
modele prend en entrée le poids du/de la patient(e), sa concentration sanguine d’azote uréique
(BUN), le SRI cible et indique en sortie la durée de dialyse optimale pour atteindre ce SRI
(figure 95). Son erreur moyenne de prédiction s’¢léve a 8,3 %.

L’estimation des effets d’une hémodialyse sur un(e) patient(e) est généralement réalisée a partir
de mod¢les mathématiques formels mais impliquant de nombreuses suppositions [526]. Cette
contrainte est source d’imprécision, c’est pourquoi la modélisation mathématique formelle de
I’urémie au cours d’une hémodialyse est contestée. Les résultats obtenus révelent qu’un modele
d’intelligence artificielle serait potentiellement en mesure de prédire les effets d’une
hémodialyse de fagon automatique, précise et non invasive, permettant ainsi aux soignants

d’optimiser ses parametres tels que la durée notamment [525].
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27. Neurologie
a. Cas d’usage en diagnostic

Taha Khan et son équipe présentent en 2014 des modeles d’intelligence artificielle visant a
détecter la maladie de Parkinson et a estimer son stade de sévérité [527,528].

Ces modeles sont obtenus a 1’issue d’un apprentissage automatique supervisé réalis¢ par un
algorithme de machine a vecteurs de support. Les données d’entrainement sont constituées de
caractéristiques extraites d’enregistrements vidéo montrant des tests de tapotement rapide des
doigts (figure 96). Les caractéristiques extraites étaient relatives a la vitesse, I’amplitude, le
rythme et la fatigue caractérisant les mouvements enregistrés. Parmi ces enregistrements, 387
proviennent de 13 patients présentant une maladie de Parkinson avancée et 84 proviennent de
six patients controle en bonne santé. Sur la base de 1’échelle UPDRS (Unified Parkinson's
Disease Rating Scale), des stades de sévérité ont été attribués en guise de labels a chaque

enregistrement provenant des patients atteints de la maladie de Parkinson.

e ~N o
(a) ‘ (b) Color-based
e T 4r Motion-based
' . 7y
f 2
P . i
i. Opening phase of tapping 2
&
=3
e = N 2
7";;-"'_ 277‘ <o
’ -m ' ' A ' I 1 I L 'l J
0 20 40 60 100 120 140 160 1680 200
) [, Frames
ii. Closing phase of tapping Calibrated tapping signals

Figure 96. Test de tapotement rapide des doigts. (a) Phases d'ouverture et de fermeture du tapotement
avec des marqueurs de position de I'index en mouvement. (b) Amplitude des tapotements en fonction du
temps. (Reproduit avec la permission de I’éditeur Elsevier. Auteurs : Taha Khan et coll.) [527]

Il s’agit donc de modeles de classification prenant en entrée des caractéristiques extraites d’un
enregistrement vidéo montrant un test de tapotement rapide des doigts et indiquant en sortie les
classes prédites : présence d’une maladie de Parkinson vs. absence d’une maladie de Parkinson
/ stade de sévérité des symptomes pouvant allant de O (pour normal) a 3 (pour sévere). Ces
modeles parviennent a atteindre des performances élevées : exactitude = 95 % / exactitude = 88

%.
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Le test de tapotement rapide des doigts permet d’évaluer les mouvements rapides et ainsi de
déceler des troubles moteurs [529]. Il peut notamment en étre fait usage pour appuyer un
diagnostic de la maladie de Parkinson et identifier son stade de sévérité. Cependant, I’évaluation
a I’ceil nu du tapotement rapide des doigts comporte une part de subjectivité et induit par
conséquent des résultats imprécis [530]. Les résultats obtenus réveélent qu’un modele
d’intelligence artificielle serait potentiellement en mesure d’évaluer le tapotement rapide des
doigts de fagon automatique, précise et non invasive, pouvant ainsi renforcer la capacité des

soignants a diagnostiquer la maladie de Parkinson et son stade de sévérité [527].

b. Cas d’usage en thérapeutique

Jiansong Fang et son équipe présentent en 2022 un modéle d’intelligence artificielle visant a
identifier de nouvelles cibles thérapeutiques en vue de traiter la maladie d’Alzheimer par
repositionnement médicamenteux [531].

Ce modele est obtenu a I’issue d’un apprentissage automatique non supervis¢ réalisé par un
algorithme de réseau bayésien. Les données d’entrainement comportent des résultats d’études
d'association pangénomique, des données multiomiques issues d’échantillons cérébraux
prélevés chez des patients atteints de la maladie d’Alzheimer ou chez des animaux
transgéniques, des réseaux d’interactions médicament-cible, des interactomes protéine-protéine
humains et des mécanismes de cellules microgliales humaines observés in vitro.

I1 s’agit d’un modele bayésien prenant en entrée les données d’entrainement sus-mentionnées
et indiquant en sortie une prédiction des génes causaux et des cibles thérapeutiques potentielles
dans le traitement de la maladie d’Alzheimer (figure 97). Ce modele est parvenu a identifier
correctement 103 genes causaux de la maladie d’Alzheimer ainsi que trois molécules
médicamenteuses (pioglitazone, febuxostat et aténolol) pouvant prétendre a un

repositionnement.
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Figure 97. Méthodologie de réseau basée sur les études d'association pangénomique portant sur la maladie
d'Alzheimer. (a) Algorithme bayésien, intégrant des données multiomiques et des réseaux de génes, appliqué
a D’identification de locus associés au développement de la maladie d'Alzheimer. (b) Repositionnement
médicamenteux basé sur les génes identifiés comme a risque et le réseau d'interactomes humains. (Reproduit
selon les termes de la licence CC BY 4.0. Auteurs Jiansong Fang et coll.) [531]

Les démences constituent un fardeau dont la prévalence est en hausse en raison du
vieillissement de la population [532]. De nos jours, nous dénombrons 50 millions de personnes
atteintes de démence dans le monde et la maladie d’Alzheimer est estimée comme en étant
’origine dans 60 a 70 % des cas [533]. Méme si d’importants progres ont été réalisés dans le
traitement de la maladie d’ Alzheimer, ’amélioration des stratégies thérapeutiques subsiste a ce
jour comme étant un enjeu majeur. Les études d'association pangénomique ont permis
d’identifier de nombreux locus relatifs a la maladie d’Alzheimer, cependant ces découvertes
peinent a mener a I’identification de génes causaux et de cibles thérapeutiques [534]. Les
résultats obtenus révelent qu’un modele d’intelligence artificielle pourrait €étre en mesure
d’exploiter ces locus pour identifier automatiquement des geénes causaux, renforcant ainsi la
capacité des chercheurs a identifier de nouvelles cibles thérapeutiques en vue de traiter la

maladie d’ Alzheimer notamment par repositionnement médicamenteux [531].
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28. Odontologie
a. Cas d’usage en diagnostic

Pandia Rajan Jeyaraj et son équipe présentent en 2019 des modeles d’intelligence artificielle
visant a détecter précocement les cancers de la cavité buccale [535,536].

Ces modeles sont obtenus a 1’issue d’un apprentissage par transfert puis d’un apprentissage
profond supervisé réalisé sur des réseaux de neurones convolutifs (Inception v3) (figure 98).
Les données d’entrainement sont constituées d’images hyperspectrales de cavités buccales
labellisées selon que celles-ci indiquent la présence d’une tumeur maligne, d’une tumeur
bénigne ou une absence de tumeur. Ces images ont ét¢ collectées via des entrepots de données

en libre acces : BioGPS, The Cancer Imaging Archive, Genomic Data Commons.
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Figure 98. Représentation schématique des modéles présentés (Reproduit avec la permission de ’éditeur
Springer Nature. Auteurs : Pandia Rajan Jeyaraj et coll.) [535]

I1 s’agit donc de deux modeles de classification prenant en entrée une image hyperspectrale de
cavité buccale. Le premier modéle indique en sortie la classe prédite : présence d’une tumeur
maligne vs. présence d’une tumeur bénigne (figure 98). Ce modele parvient a atteindre des
performances ¢élevées : exactitude = 91,4 % ; sensibilité = 94 % ; spécificité =91 %. Le second
modele indique en sortie la classe prédite : présence d’une tumeur maligne vs. absence de
tumeur (figure 98). Ce modele parvient également a atteindre des performances élevées :
exactitude = 94,5 % ; sensibilité¢ = 94 % ; spécificité = 98 %.

Les cancers de la cavité buccale font partie des cancers les plus courants et les plus mortels. En
2020, I’Organisation mondiale de la Sant¢ (OMS) estimait mondialement le nombre de
nouveaux cas a 377 713 et le nombre de déces a 177 757 [537]. « Si son pronostic est défavorable
cinq ans apres le diagnostic (taux de survie s’¢élevant seulement a 40%), son diagnostic précoce

permet en revanche de hausser le taux de survie a 80 % [538]. De fait, les recommandations
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suggerent d’effectuer une biopsie dés lors qu’une 1ésion de la cavité buccale est suspecte [539].
La possibilité d’identifier précocement les tumeurs de la cavité buccale a partir d’'une imagerie
permettrait d’éviter 1’invasivité d’une biopsie. Les résultats obtenus révelent qu’a I’aide d’un
modele d’intelligence artificielle, I’imagerie hyperspectrale pourrait potentiellement étre
considérée en tant qu’élément suffisant pour effectuer un diagnostic de cancer de la cavité

buccale de fagon automatique, précise et non invasive [535].
b. Cas d’usage en thérapeutique

Peilin Li et son équipe présentent en 2019 des modeles d’intelligence artificielle d’aide a la
décision dans le cadre d’une extraction dentaire [540].

Ces modeles sont obtenus a I’issue d’un apprentissage automatique supervisé réalisé sur des
réseaux de neurones (perceptrons a trois couches) (figure 99). Les données d’entrainement
comportent 24 variables démographiques, céphalométriques, dentaires et tissulaires (figure
100). Ces données ont été collectées a partir des dossiers médicaux de 182 patients s’apprétant

a recevoir un traitement orthodontique.
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Figure 99. (a) Arbre faisant figurer les différentes modalités organisées selon leur ordre d’intervention
dans le processus de planification d’extraction dentaire. (b) Représentation schématique du second
modeéle. (Reproduit selon les termes de la licence CC BY 4.0. Auteurs : Peilin Li et coll.) [540]
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Figure 100. Vue d’ensemble de I’entrainement des modéles et de leur application en contexte clinique
(Reproduit selon les termes de la licence CC BY 4.0. Auteurs : Peilin Li et coll.) [540]

Il s’agit de trois modeles de classification prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées. Le premier modéle indique en sortie la prédiction
relative au besoin d’extraction : extraction dentaire nécessaire vs. extraction dentaire non
nécessaire (figure 100). Ce modele parvient a atteindre des performances ¢levées : exactitude
=94 % ; sensibilité = 94,6 % ; spécificité = 93,8 % ; aire sous la courbe de ROC = 98,2 %. Le
second mod¢le indique en sortie la prédiction du type d’extraction nécessaire : extraction de la
premiére prémolaire maxillaire et mandibulaire (4444) vs. extraction de la premiére prémolaire
maxillaire et de la deuxiéme prémolaire mandibulaire (4455) vs. extraction de la deuxi¢me
prémolaire maxillaire et mandibulaire (5555) vs. autre type d’extraction nécessaire (figures 99
et 100). Ce modele parvient a atteindre des performances relativement élevées : exactitude =
84,2 %. Le troisiéme modele indique en sortie la prédiction relative a la nécessité d’utiliser un
ancrage maximal au cours de I’extraction : ancrage maxillaire maximal (1100) vs. ancrages
maxillaire et mandibulaire maximaux (1111) vs. ancrage maximal non nécessaire (0000) (figure

100). Ce modéle parvient a atteindre des performances élevées : exactitude = 92,8 %.
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L'efficacité et 1’efficience des traitements orthodontiques dépendent en grande partie de leur
planification [541]. Celle-ci repose sur 1’analyse au cas par cas de nombreux facteurs dont
certains ne peuvent faire 1’objet d’une évaluation objective [542]. La possibilité d’établir
automatiquement une planification optimale fondée sur les données spécifiques du/de la
patient(e) permettrait aux orthodontistes, notamment les moins expérimentés, d’envisager plus
aisément et plus précisément leurs interventions. Les résultats obtenus révelent qu’un modele
d’intelligence artificielle pourrait potentiellement permettre aux orthodontistes d’établir leurs

planifications d’extraction dentaire de facon automatique, précise et non invasive [540].

29. Oncologie

a. Cas d’usage en diagnostic

Alejandro Rodriguez-Ruiz et son équipe présentent en 2019 un modele d’intelligence
artificielle visant a détecter les cancers du sein [543,544].

Ce modele est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones convolutif. Les données d’entrainement sont constituées de mammographies
numérisées présentant ou non une tumeur maligne. L’ensemble de ces mammographies ont été
labellisées selon le degré de suspicion de présence d’une tumeur maligne (allant de 1 a 10).

I1 s’agit donc d’un modele de classification prenant en entrée une mammographie numérisée et
indiquant en sortie le degré de suspicion prédit pouvant aller de 1 (absence de tumeur) a 10
(présence tres probable d’une ou plusieurs tumeurs malignes). Ce modele parvient a atteindre
des performances comparables a 1’état de D’art : aire sous la courbe de ROC = 84 %. Les
comparaisons statistiques menées indiquent une différence non significative entre les
performances observées de la part de ce modéle (IC de AUC = [82% ; 86%]) et celles
observées au sein d’un groupe de 101 radiologues (IC de ’AUC = [78,7% ; 84,1%)]).

Le cancer du sein est actuellement le cancer le plus fréquent et le plus mortel chez les femmes.
En 2020, ’OMS estimait mondialement le nombre de nouveaux cas a 2 261 419 et le nombre
de déces a 684 996 [537]. La mammographie, promue par les campagnes de prévention, a
démontré son efficacité¢ en tant qu’outil de dépistage précoce en réduisant la mortalité des
cancers du sein [545]. Cependant, le nombre croissant de mammographies a effectuer et a
analyser alli¢ a la pratique de la deuxieme lecture aboutissent a une charge travail en forte
croissante. Cette croissance est plus rapide que celle de I’effectif médical qualifié et disponible
[546]. Les résultats obtenus réveélent qu’'un modele d’intelligence artificielle serait
potentiellement en mesure de renforcer la capacité des soignants a dépister les cancers du sein,

de facon automatique, précise et non invasive [543].
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b. Cas d’usage en thérapeutique

Yoosup Chang et son équipe présentent en 2018 une architecture d’intelligence artificielle
visant a prédire I’efficacité de médicaments administrés en tant que traitement anti-cancéreux
[547,548].

Cette architecture, nommée CDRscan (Cancer Drug Response profile scan), est composée de
cinq modeles obtenus a I’issue d’un apprentissage profond supervisé réalisé sur cinq réseaux
de neurones convolutifs différents. Les données d’entrainement comportent 787 lignées
cellulaires correspondant a 25 types de cancers, des informations relatives a 28 328 mutations
de 567 genes, ainsi que des concentrations inhibitrices médianes correspondant a 244
médicaments (figure 101). Ces données ont été collectées via les bases de données CCLP

(COSMIC cell line project) et GDSC (Genomics in Drug Sensitivity in Cancer) (figure 101).
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Figure 101. Vue d'ensemble de I'architecture présentée (CDRscan). (a) Représentation schématique de
CDRscan et de son entrainement. (b) Collecte et traitement des données d’entrainement. (Reproduit selon les
termes de la licence CC BY 4.0. Auteurs : Yoosup Chang et coll.) [547]

Il s’agit de mod¢les de régression prenant en entrée des empreintes génomiques tumorales ainsi
que les motifs moléculaires d’un ou plusieurs traitements médicamenteux et estimant en sortie
des concentrations inhibitrices médianes. CDRscan calcule ensuite la moyenne des valeurs
numériques estimées pour chaque traitement par les cinq modeles et indique en sortie la
concentration inhibitrice médiane associée a chaque traitement. CDRscan parvient a atteindre

des performances élevées : coefficient de détermination = 0,843 ; racine de I'erreur quadratique
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moyenne = 0,98. En outre, parmi 1487 molécules médicamenteuses, CDRscan a pu identifier
37 molécules pouvant potentiellement faire 1’objet d’un repositionnement en tant que traitement
anti-cancéreux.

Les progrés réalisés en génomique permettent aujourd’hui d’envisager une adaptation des
traitements anti-cancéreux selon le profil génomique de la tumeur cible [549]. Le caractére
abondant des données génomiques relatives aux cancers permet a celles-ci d’étre exploitées par
des méthodes d’apprentissage automatique, au service de la médecine de précision [550]. Les
résultats obtenus révelent qu’un modele d’intelligence artificielle serait en mesure d’estimer
I’efficacité de médicaments administrés en tant que traitement anti-cancéreux en se fondant sur

les données génomiques de la tumeur cible, de fagon automatique et précise [547].

30. Ophtalmologie
a. Cas d’usage en diagnostic

Zhixi Li et son équipe présentent en 2018 un modele d’intelligence artificielle visant a détecter
les neuropathies optiques glaucomateuses [362,551].

Ce modele est obtenu a I’issue d’un apprentissage par transfert puis d’un apprentissage profond
supervisé réalis€ sur un réseau de neurones convolutif (/nception v3). Les données
d’entrainement sont constituées de 31 745 photographies de fond d’ceil en couleur collectées a
partir d’un jeu de données en libre acces (LabelMe). L ensemble des photographies ont été

labellisées selon que celles-ci présentent une neuropathie optique glaucomateuse ou non.
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Figure 102. Représentation schématique du modéle présenté (Reproduit avec la permission de ’éditeur Elsevier.
Auteurs : Zhixi Li et coll.) [362]

Il s’agit donc d’un mode¢le de classification prenant en entrée une photographie de fond d’ceil
en couleur et indiquant en sortie la classe prédite : présence d’une neuropathie optique
glaucomateuse vs. absence de neuropathie optique glaucomateuse (figure 102). Ce modele
parvient a atteindre des performances ¢élevées : exactitude = 92,9 % ; sensibilité = 95,6 % ;

spécificité = 92 % ; aire sous la courbe de ROC = 98,6 %.
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Selon I’Institut national de la sant¢ et de la recherche médicale (Inserm), le glaucome concerne
1 a2 % de la population ayant plus de 40 ans et environ 10% de la population ayant plus de 70
ans [552]. En raison de la croissance démographique et du vieillissement de la population, le
nombre de personnes atteintes mondialement en 2040 serait estimé a 112 millions [553].
Lorsque les glaucomes ne font pas 1’objet d’un traitement, ceux-ci peuvent engendrer des
complications oculaires graves pouvant aller jusqu’a une cécité irréversible [554]. Son
diagnostic précoce permet de grandement favoriser le pronostic visuel, il s’agit cependant d’une
pathologie généralement asymptomatique [555]. De fait, plus de la moiti¢ des personnes
présentant un glaucome seraient non diagnostiquées avant 1’apparition des premiéres
complications [556]. Le diagnostic du glaucome s’appuie sur plusieurs examens dont celui du
nerf optique par le fond d’ceil [557]. Il s’agit d’'un examen dont I’analyse repose sur
I’appréciation visuelle de 1’ophtalmologiste, celui-ci comporte donc une part de subjectivité
[558]. Effectuer I’ensemble des examens recommandés est, en revanche, fastidieux et coliteux.
Les résultats obtenus réveélent qu’a 1’aide d’un modéle d’intelligence artificielle, les
photographies de fond d’ceeil pourraient potentiellement étre considérées comme étant
suffisantes pour réaliser un diagnostic de glaucome, de fagon automatique, précise, moins

colteuse et non invasive [362].
b. Cas d’usage en thérapeutique

Reza Rasti et son équipe présentent en 2020 un modele d’intelligence artificielle visant a prédire
la réussite d’un traitement anti-VEGF (Vascular Endothelial Growth Factor) dans le cadre d’un
cedéme maculaire diabétique [558,559].

Ce mode¢le est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones convolutif (figure 103). Les données d’entrainement sont constituées d’images
tomographiques par cohérence optique de rétines. Ces images ont été collectées aupres de 127
patients apres qu’ils aient re¢u une injection d’agent anti-VEGF (pré-traitement) et aprés qu’ils
aient recu trois injections d’agent anti-VEGF (post-traitement). Chaque paire d’images (pré-
traitement et post-traitement) a été labellisée par la différence d’épaisseur rétinienne associée
afin d’entrainer le mod¢le a estimer cette valeur a partir d’une image pré-traitement et prédire
si un traitement anti-VEGF serait efficace (réduction d’au moins 10% de I’épaisseur rétinienne)
ou non. Parmi les patients inclus, 80 d’entre eux ont présenté une réduction de 1’épaisseur
rétinienne d’au moins 10% tandis que les 47 restants ont présenté une réduction de I’épaisseur

rétinienne inférieure a 10%.

163



( 77 FC [1x1, C/ratio] FC [1x1, €] \
| 2 7 T TIT) e ——b o Z Z |
| TxlaC Taial
GAP, |
| H H |
: I
w w
S RPN e o S
L CADNet Feature Learning Model
""""" ....._._..._._._.._...i““—""'— "'“‘-.',"'“““......_._._..u....._.._._.i““—"“"—““‘-. ',"““““‘—““'"""“*
W A 1 '
ol o
o ) Gall R | TR - H 1 E
€ 8 H B ElzE: & ¢
2 ors, |2 @ £ 32, o o 1
3D Retinal OCT £ A - }o%:_ag;?ﬁ-;lu- & & - }-gagf‘rw'- o &5 gl
Bz eB38 2 2 EH3E | ;3 e ”
= L e i =
& (K& 2 ;‘ o EENNE sy S8 55 g2 3
i 4l < T 8 5|o z
[ 1l : 5 9w 2
I i b =
- [ i ' i~
[ =3 1 ] = |
RetiUNet 2 8 w2 B
— H 1 I
3 ROI-i Mask .
zrl‘ ,{ ‘\
Attention Block 1 Attention Block 2 Attention Block m I

" : R R 7 | semantic!
Responsive Case Subjective Decision Gaussian Naive Bayes b Feature :‘ Features |
|
1
'

Training Step 2 Non-Responsive Case | Making
J

Classification Selection |
i

Figure 103. Représentation schématique du modéle présenté (CADNef) (Reproduit selon les termes de la licence
OSA Open Access. Auteurs : Reza Rasti et coll.) [558]

Il s’agit donc d’un modele de classification prenant en entrée une image tomographique par
cohérence optique de rétine apres une injection d’anti-VEGF et indiquant en sortie la classe
prédite : réussite de la poursuite du traitement anti-VEGF vs. échec de la poursuite du traitement
anti-VEGF (figure 103). Ce mode¢le parvient a atteindre des performances relativement ¢levées
: sensibilité = 80,1 % ; spécificité = 85 % ; valeur prédictive positive = 85,5 % ; aire sous la
courbe de ROC = 86,6 %. Le temps d’exécution moyen du modele est d’environ 137
millisecondes.

Chez les patients atteints de rétinopathie diabétique, 1’cedéme maculaire diabétique non traité
est I’'une des causes majeures de perte de la vision centrale [560]. Le traitement d’un cedéme
maculaire diabétique se décline en différentes options plus ou moins efficaces selon les patients
[561]. La possibilité¢ de prédire 1’efficacité de ces traitements chez un(e) patient(e) donné(e)
permettrait d’optimiser la prise de décision thérapeutique. Les résultats obtenus révelent qu'un
modele d’intelligence artificielle pourrait potentiellement permettre aux soignants de prédire la
réussite d’un traitement anti-VEGF dans le cadre d’un cedéme maculaire diabétique, de fagon

automatique, rapide, précise et non invasive [558].
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31. Orthopédie
a. Cas d’usage en diagnostic

Jakub Olczak et son équipe présentent en 2017 des modeles d’intelligence artificielle visant a
détecter les fractures [562,563].

Ces modeles sont obtenus a 1’issue d’apprentissages par transfert puis d’apprentissages
profonds supervisés réalisés sur cinq réseaux de neurones convolutifs (CaffeNet, VGG-S, VGG-
16, VGG-19, Network-in-network). Les données d’entrainement comportent 256 458
radiographies de mains, de poignets et de chevilles collectées au format DICOM (Digital
Imaging and Communications in Medicine) et comportant les métadonnées suivantes : latéralité
(membre droit ou gauche), type de vue (antéropostérieure, latérale, oblique, etc.), partie du
corps (main, poignet, cheville). Ces radiographies ont également été labellisées selon que
celles-ci présentent une fracture ou non. Parmi les radiographies utilisées, 56% d’entre elles
présentaient des fractures.

I1 s’agit donc d’un modele de classification prenant en entrée une radiographie de main, de
poignet ou de cheville et indiquant en sortie les classes prédites correspondant aux quatre
variables sus-mentionnées : présence d’une fracture vs. absence de fracture / membre droit vs.
membre gauche / vue antéropostérieure vs. vue latérale vs. vue oblique vs. vue proximale vs.
vue distale vs. vue ulnaire vs. vue radiale / main vs. poignet vs. cheville. Le réseau de neurones
entrainé a partir de VGG-16 est celui présentant les meilleures performances : exactitude = 83
% ; kappa de Cohen = 76 %.

L’interprétation des radiographies nécessite des années d’expérience et comporte par nature
une part de subjectivité [564]. La fiabilit¢ du diagnostic de fracture a partir d’une radiographie
serait donc grandement favorisée par des méthodes d’interprétation objectives. Les résultats
obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en mesure de
renforcer la capacité des soignants a diagnostiquer les fractures a partir de radiographies, de

facon automatique, précise et non invasive [562].
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b. Cas d’usage en thérapeutique

Jun S. Kim et son équipe présentent en 2018 des modeles d’intelligence artificielle visant a
prédire les complications résultant d’une arthrodése lombaire postérieure [565].

Ces modeles sont obtenus a I’issue d’apprentissages automatiques supervisés, le premier étant
réalisé par un algorithme de régression logistique, le second sur un réseau de neurones. Les
données d’entralnement comportent des variables sociodémographiques (genre, age, ethnie),
hygiéno-diététiques (tabagisme), cliniques (indice de masse corporelle, score ASA) ainsi que
des données relatives a 1’état de santé¢ du/de la patient(e) (état fonctionnel, diabeéte,
coagulopathie, comorbidités pulmonaires ou cardiaques) et aux traitements pris par celle-
ci/celui-ci (stéroides). Ces données ont été collectées aupres de 22 629 patients ayant subi une
arthrodese lombaire postérieure.

Il s’agit de modeles de classification prenant en entrée des valeurs correspondant aux 15
variables sus-mentionnées et indiquant en sortie les complications post-opératoires prédites :
survenue de complications cardiaques vs. absence de complications cardiaques / survenue d’une
maladie thromboembolique veineuse vs. absence d’une maladie thromboembolique veineuse /
survenue de complications de plaie vs. absence de complications de plaie / déces du patient vs.
survie du patient. Les modeles parvenant a atteindre les meilleures performances pour chaque
type de complications sont les suivants : réseau de neurones pour les complications cardiaques
(aire sous la courbe de ROC = 71 %) / régression logistique pour les maladies
thromboemboliques veineuses (aire sous la courbe de ROC = 58,8 %), les complications de
plaie (aire sous la courbe de ROC = 61,3 %) et la mortalité (aire sous la courbe de ROC = 70,3
%). Les deux modeles sont significativement plus précis que le score ASA pour prédire chaque
type de complications énoncé.

L’arthrodése lombaire postérieure est une stratégie thérapeutique efficace pour traiter diverses
affections dégénératives de la colonne lombaire [566,567]. Cependant, il s’agit d’une opération
susceptible d’entralner des complications sévéres pouvant aller jusqu’au déces du/de la
patient(e) [568]. Les résultats obtenus révelent quun modele d’intelligence artificielle serait
potentiellement en mesure de renforcer la capacité des soignants a prédire les complications
résultant d’une arthrodése lombaire postérieure, de fagon automatique, non invasive et plus

précise que les méthodes standards [565].
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32. Oto-rhino-laryngologie
a. Cas d’usage en diagnostic

Shih-Hau Fang et son équipe présentent en 2019 des modeles d’intelligence artificielle visant a
détecter les dysphonies [569,570].

Ces modéles sont obtenus a 1’issue d’apprentissages automatiques supervisés : machine a
vecteurs de support, mélange gaussien, réseau de neurones. Les données d’entrainement sont
constituées de caractéristiques extraites d’enregistrements vocaux collectés aupres de 462
patients. Ces caractéristiques ont été labellisées selon que le/la patient(e) présente (402) ou non
(60) une dysphonie.

Il s’agit donc de modeles de classification prenant en entrée des caractéristiques extraites d’un
enregistrement vocal et indiquant en sortie la classe prédite : présence d’une dysphonie vs.
absence de dysphonie (figure 104). Le modéle de réseau de neurones est celui présentant les

meilleures performances : exactitude = 94,26 % pour les hommes, 90,52% pour les femmes.
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Figure 104. Représentation schématique de 1'architecture présentée. L’entrainement du modéle (hors
ligne) et ses prédictions (en ligne) sont respectivement schématisés dans les parties supérieure et inférieure
de la figure. (Reproduit avec la permission de ’éditeur Elsevier. Auteurs : Shih-Hau Fang et coll.) [569]

Les dysphonies peuvent considérablement altérer la qualit¢ de vie et les performances
professionnelles des personnes atteintes [571]. De plus, une dysphonie peut étre le signe de la
présence d’une tumeur [572]. La possibilité de détecter les dysphonies, automatiquement et
objectivement a partir d’'un enregistrement vocal, permettrait d’accélérer et faciliter leur
diagnostic, notamment en téléconsultation. Les résultats obtenus réveélent qu’un modele
d’intelligence artificielle serait potentiellement en mesure de renforcer la capacité des soignants

a télédiagnostiquer les dysphonies, de facon automatique et précise [569].
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b. Cas d’usage en thérapeutique

Hosung Kim et son équipe présentent en 2018 un modele d’intelligence artificielle visant a
prédire 1’efficacité d’un implant cochléaire chez des patients atteints de surdité post-linguale
(apparaissant apres 1’apprentissage du langage) [570,573].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé par un
algorithme de forét aléatoire. Les données d’entrainement comportent les variables suivantes :
age au moment de I’opération, durée de la surdité, durée d’utilisation des appareils auditifs,
seuil d’audition préopératoire, score de reconnaissance de phrases préopératoire. Ces données
ont été collectées aupreés de 120 patients atteints de surdité post-linguale et ayant subi une
implantation cochléaire. Des scores de reconnaissance de mots (word recognition score)
postopératoires ont ét¢ mesurés et attribués a chaque patient(e) en guise de labels.

Il s’agit donc d’un modele de régression prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie une valeur
numérique correspondant au score de reconnaissance de mots postopératoire prédit. Ce modele
parvient a atteindre des performances €levées : erreur absolue moyenne = 9,6 ; coefficient de
corrélation = 0,91.

La presbyacousie est un probléme de santé qui concerne pratiquement tous les adultes de plus
de 50 ans [574]. Les pertes séveres de 1’audition sont particulieérement handicapantes et, en
raison notamment du vieillissement de la population, leur prévalence est en hausse [575]. Des
appareils auditifs ne nécessitant aucune opération peuvent généralement suffire a corriger une
perte auditive modérée a modérément séveére. Les pertes auditives séveres quant a elles peuvent
dans la plupart des cas étre corrigées grace a un implant cochléaire [576]. Cependant, I’efficacité
des implants cochléaires est difficile a prédire car celle-ci varie selon plusieurs facteurs [577].
De plus, I’installation d’un implant cochléaire implique une opération chirurgicale présentant
des risques [578]. La possibilité de prédire 1’efficacité d’un implant cochléaire pour un/une
patient(e) donné(e) permettrait de mieux évaluer le rapport bénéfice/risque. Les résultats
obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en mesure de
renforcer la capacité des soignants a prédire 1’efficacité d’un implant cochléaire chez un/une

patient(e) donné(e), de fagon automatique, précise et non invasive [573].
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33. Pédiatrie
a. Cas d’usage en diagnostic

Xiyang Liu et son équipe présentent en 2017 un modele d’intelligence artificielle visant a
détecter les cataractes chez 1’enfant [579,580].

Ce mode¢le est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones convolutif (figure 105). Les données d’entrainement sont constituées de
photographies oculaires prises chez des enfants a partir d’une lampe a fente. Parmi ces
photographies, 410 présentaient une cataracte tandis que 476 présentaient un ceil sain. Chaque
photographie du jeu de données a été labellisée selon que celle-ci indique la présence ou

I’absence d’une cataracte.
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Figure 105. Représentation schématique du modéle présenté (Reproduit selon les termes de la licence CC BY 4.0.
Auteurs : Xiyang Liu et coll.) [579]

I1 s’agit donc d’un mod¢le de classification prenant en entrée une photographie prise a partir
d’une lampe a fente et indiquant en sortie la classe prédite : présence d’une cataracte vs. absence
de cataracte (figure 105). Ce mod¢le parvient a atteindre des performances élevées : exactitude
=97,07 % ; sensibilité = 97,28 % ; spécificité = 96,83 %.

La cataracte est une pathologie ophtalmique courante pouvant &tre a 1’origine d’une perte
irréversible de la vision [581]. Chez les enfants, il s’agit d’une des causes principales de cécité
[582]. Cependant, constater une cataracte chez I’enfant en bas age peut étre compliqué en raison
de sa progression asymptomatique et, lorsque celle-ci devient sévere, la prévention des troubles
de la vision s’avere complexe voire impossible [583,584]. En outre, le diagnostic de la cataracte
est généralement effectué visuellement a partir d’une lampe a fente, un examen chronophage et
comportant une dimension subjective [585,586]. La possibilité de détecter automatiquement et
avec précision les cataractes pourrait permettre une économie de temps pour les
ophtalmologues, une facilitation des diagnostics précoces et de fait une meilleure prévention de

leurs progressions. Les résultats obtenus révelent qu’un modele d’intelligence artificielle serait
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potentiellement en mesure de renforcer la capacité des soignants a diagnostiquer précocement

les cataractes chez 1’enfant, de facon automatique, précise et non invasive [579].

b. Cas d’usage en thérapeutique

Olivier Niel et son équipe présentent en 2018 un modele d’intelligence artificielle visant a
déterminer le poids sec chez des enfants hémodialysés chroniques [587].

Ce modgele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé sur un réseau
de neurones (perceptron multi-couches). Les données d’entrainement sont constituées des
variables suivantes : statut d’hydratation mesuré par bio-impédancemétrie, volume sanguin
relatif, pression artérielle. Ces données ont été générées in silico au cours d’hémodialyses
virtuelles administrées sur des patients virtuels atteints d’insuffisance rénale chronique
terminale. Apres entralnement et validation, le mode¢le a ensuite été évalué sur 14 patients réels
hémodialysés chroniques agés de 7 a 17 ans et dont les poids variaient entre 20 et 60,2 kg.

I1 s’agit d’un modele de régression prenant en entrée des valeurs correspondant aux variables
d’entrainement sus-mentionnées et indiquant en sortie une valeur numérique correspondant a
la prédiction du poids sec idéal a atteindre. Ce modele parvient a atteindre des
performances ¢élevées : coefficient de corrélation = 0,9997. L’écart moyen mesuré entre les
poids secs prédits par le modéle et ceux estimés par les néphrologues participant a 1’étude est
de 0,497 kg. Chez les patients participant a 1’é¢tude, le modéle a permis une diminution
significative de la pression artérielle post-dialytique (p = 0,022), une diminution ou un arrét des
traitements antihypertenseurs dans 28,7% des cas et une diminution des symptdmes liés a une
sous-estimation du poids sec (hypotension artérielle intra-dialytique chez un patient, asthénie
inter-dialytique chez deux patients).

Entre 2003 et 2016, la prévalence mondiale d’insuffisances rénales au stade terminal a connu
une croissance rapide [588]. L’hémodialyse représente la thérapie de remplacement rénale la
plus commune dans la plupart des pays [589]. Hélas, les patients hémodialysés chroniques sont
exposés a des risques de morbi-mortalit¢é importants, notamment des complications
cardiovasculaires [590]. La tolérance cardiovasculaire lors d’une hémodialyse dépend
essentiellement de la gestion des parametres de celle-ci, en particulier le poids sec chez I’enfant
[591,592]. Cependant, I’absence de recommandations précises quant a la gestion du poids sec
entraine les néphrologues a estimer celui-ci empiriquement et selon les technologies a
disposition. Cette approche imprécise s’avere globalement source de morbidité pour les patients
hémodialysés [593]. Les résultats obtenus révelent qu’un modéle d’intelligence artificielle serait
potentiellement en mesure de renforcer la capacité des soignants a déterminer le poids sec idéal

a atteindre chez un enfant hémodialysé, de fagon automatique, précise et non invasive [587].
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34. Pharmacologie (cas d’usage en thérapeutique)

Izhar Wallach et son équipe présentent en 2015 un modele d’intelligence artificielle visant a
prédire les affinités de liaison d’une molécule a visée thérapeutique [594,595].

Ce modéle, nommé AtomNet, est obtenu a I’issue d’un apprentissage profond supervisé réalisé
sur un réseau de neurones convolutif. Les données d’entrainement ont été constituées a partir
de bases de données en libre accés : DUD-E (Directory of Useful Decoys, Enhanced) et
ChEMBL-20. DUD-E comporte 22 886 principes actifs, 102 cibles et 50 molécules leurres pour
chaque principe actif. Le jeu de données construit a partir de ChAEMBL-20 comporte 78 904
principes actifs, 290 cibles et 2 367 120 molécules leurres. Une version alternative de ce jeu de
données a été construite au sein de laquelle les 2 367 120 molécules leurres ont été remplacées
par 363 187 molécules dont I’inactivité est vérifiée expérimentalement. Avant d’étre fournies a
AtomNet, les molécules a 1’étude et les cibles sont annotées a 1’aide de maillages cubiques en
trois dimensions. Ces derniers sont placés au niveau des sites de liaison des co-complexes. Les
contenus des maillages sont ensuite convertis en vecteurs.

AtomNet est un modele de classification prenant en entrée un vecteur tel que décrit ci-dessus et
indiquant en sortie les probabilités prédites associées a chacune des classes suivantes : activité
vs. inactivité. Celui-ci parvient a atteindre des performances supérieures aux outils concurrents
(ex. : Smina) : aire sous la courbe de ROC = 89,5 % pour DUD-E / 78,1 % pour CAEMBL-20/
74,5% pour la version alternative de ChEMBL-20. En intégrant dans son analyse la géométrie
structurelle des molécules a I’étude et des cibles, AtomNet est capable de mettre en évidence
des affinités de liaison inconnues jusqu’alors.

L’étude et D’identification des affinités de liaison constituent 'un des fondements de
I’innovation thérapeutique [596]. Malgré les efforts déployés dans le développement d’outils
informatiques appliqués a la recherche thérapeutique, la précision des outils actuels en matiére
d’identification des liaisons ligand-récepteur reste insatisfaisante. De fait, les méthodes les plus
sollicitées s’appuient majoritairement sur une expérimentation chimique pouvant étre cotiteuse
et chronophage. La possibilité de pouvoir mener ces recherches in silico mais avec davantage
de précision pourrait réduire les colits et le temps nécessaire a la découverte de nouveaux
traitements et faciliter également 1’identification des molécules toxiques avant les études pré-
cliniques [597]. Les résultats obtenus révelent qu’un modele d’intelligence artificielle serait
potentiellement en mesure de renforcer la capacité des chercheurs a identifier de nouvelles
affinités de liaison entre des molécules a 1’étude et des cibles, de fagon automatique, précise,

rapide et moins coliteuse [594].
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35. Radiologie (cas d’usage en diagnostic)

William Gale et son équipe présentent en 2017 un modele d’intelligence artificielle visant a
détecter les fractures de la hanche [598,599].

Ce modele est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones convolutif de type DenseNet. Les données d’entralnement comportent 45 492
radiographies frontales du bassin dont environ 12 % présentant une fracture de la hanche.
L’ensemble de ces radiographies ont été labellisées selon que celles-ci présentent une fracture
de la hanche ou non.

Il s’agit donc d’un modele de classification prenant en entrée une radiographie frontale du
bassin et indiquant en sortie la classe prédite : présence d’une fracture de la hanche vs. absence
d’une fracture de la hanche. Ce mod¢le parvient a atteindre des performances comparables a
celles des radiologues participant a 1’étude : exactitude = 97 % ; sensibilité = 95 % ; valeur
prédictive positive = 99 % ; F-score = 97 % ; aire sous la courbe de ROC = 99,4%.

Chez les personnes agées, les fractures de la hanche font partie des causes majeures
d’hospitalisation [600]. Celles-ci sont mortelles dans 20% des cas et entrainent une invalidité
permanente dans 50% des cas [601]. La fracture de la hanche est généralement diagnostiquée
par radiographie, cependant des examens d’imagerie complémentaires peuvent étre nécessaires
lorsque la radiographie ne révele pas de signe de fracture [602]. L’inaccessibilité a ces
techniques d’imagerie (ex. : pays en voie de développement) peut étre a I’origine d’une erreur
ou d’un retard de diagnostic, entrainant une hausse de la morbidité et de la mortalité chez ces
patients [603]. En outre, 'interprétation des examens d’imagerie nécessite des années
d’expérience et comporte par nature une part de subjectivité [604]. La possibilité de détecter
automatiquement, précisément et objectivement les fractures de la hanche a partir d’une
radiographie pourrait favoriser leur diagnostic en rendant celui-ci plus rapide, accessible et
reproductible. Les résultats obtenus révelent qu’a I’aide d’un modéle d’intelligence artificielle,
la radiographie pourrait potentiellement étre suffisante pour effectuer un diagnostic de fracture

de la hanche, de fagcon automatique, précise, rapide, moins cotiteuse et non invasive [598].
36. Pneumologie
a. Cas d’usage en diagnostic

Rajkumar Palaniappan et son équipe présentent en 2014 des modeles d’intelligence artificielle
visant a détecter des pathologies respiratoires [605].
Ces modgeles sont obtenus a 1’issue d’un apprentissage automatique supervis¢ réalisé par deux

algorithmes différents : machine a vecteurs de support, méthode des k plus proches voisins. Les
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données d’entrainement sont constituées de caractéristiques extraites de 68 signaux acoustiques
pulmonaires provenant d’une base de données en accés payant nommée R.A.L.E. (Respiration
Acoustic Laboratory Enviroment). Ceux-ci ont été enregistrés au niveau de la paroi thoracique
a I’aide d’un capteur de vibration (Siemens EMT25C). Ces enregistrements ont été labellisés
selon que ceux-ci indiquent une obstruction pathologique des voies respiratoires (26), une

pathologie parenchymateuse (25) ou I’absence de pathologie respiratoire (17) (figure 106).
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Figure 106. Exemples de signaux acoustiques pulmonaires associés a une obstruction pathologique des
voies respiratoires, une pathologie parenchymateuse ou ’absence de pathologie respiratoire (Reproduit
selon les termes de la licence CC BY 2.0. Auteurs : Laszlo Balkanyi et Ronald Cornet.) [605]

Il s’agit donc d’un mode¢le de classification prenant en entrée des caractéristiques extraites d’un
signal acoustique pulmonaire et indiquant en sortie la classe prédite: présence d’une
obstruction pathologique des voies respiratoires vs. présence d’une pathologie
parenchymateuse vs. absence de pathologie respiratoire. Le modele des k plus proches voisins
est celui présentant les meilleures performances : exactitude = 98,26 %.
Les signaux acoustiques pulmonaires véhiculent des informations pouvant étre exploitées dans
la détection de pathologies respiratoires. L’analyse automatisée de ces enregistrements pourrait
notamment assister les pneumologues durant leurs diagnostics différentiels et constituer un outil
d’apprentissage pour les pneumologues inexpérimentés ou les étudiants. En rendant cet outil
accessible publiquement, celui-ci pourrait également permettre aux patients d’effectuer une
autosurveillance de leur santé respiratoire. Les résultats obtenus révelent qu’un modele
d’intelligence artificielle serait en mesure d’identifier la présence de pathologies respiratoires a

partir d’un signal acoustique pulmonaire, de fagon automatique, précise et non invasive [605].
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b. Cas d’usage en thérapeutique

Guy Amit et son équipe présentent en 2015 un modele d’intelligence artificielle visant a
optimiser I’orientation des faisceaux lors d’une radiothérapie par modulation d’intensité en
traitement d’une tumeur thoracique [606,607].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé par un
algorithme de forét aléatoire. Les données d’entralnement sont constituées de caractéristiques
anatomiques relatives aux volumes cibles. Celles-ci sont extraites de 122 planifications de
radiothérapies par modulation d’intensité visant a traiter des tumeurs thoraciques. L’ensemble
des planifications utilisées pour entrainer le modele ont été validées cliniquement et associées
a des scores de faisceau. Le score de faisceau correspond a la probabilité qu’un faisceau doive

étre administré avec un angle de portique donné (figure 107).

(a)

Figure 107. Sélection et ajustement des faisceaux. Les angles 0°, 90°, 180° et 270° correspondant
respectivement a 1'avant, la gauche, l'arriére, et la droite du patient. (a)-(e) Cinq faisceaux sont sélectionnés
un 2 un, selon un schéma propre aux algorithmes gloutons™>, (f) Les angles de faisceau sont ensuite ajustés
selon un score de faisceau composite. Le score de faisceau pour un point spécifique dépend de la distance
entre ce point et le point central. (Reproduit avec la permission de I’éditeur John Wiley and Sons. Auteurs : Vladimir

Pekar et coll.) [606]

Il s’agit d’un mod¢le de régression prenant en entrée les caractéristiques anatomiques relatives
au volume cible spécifique d’un(e) patient(e) et indiquant en sortie les scores de faisceau
prédits. L’orientation optimale des faisceaux est ensuite déduite a partir des scores de faisceau
(figure 107). Ce modele parvient a atteindre des performances relativement élevées : coefficient
de corrélation = 0,75 ; distance angulaire moyenne (entre les orientations prédites et les
orientations de référence) = 16,8° ; pourcentage d’orientations prédites validées (par trois

radiothérapeutes) = 93 %.

xix n algorithme glouton est un algorithme qui suit le principe de réaliser, étape par étape, un choix optimum
local, afin d'obtenir un résultat optimum global (ex. : algorithme de Lloyd) [608].
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La planification d’une radiothérapie par modulation d’intensité est un processus chronophage
durant lequel les paramétres les plus adaptés au/a la patient(e) sont établis [609]. Le choix de
I’orientation des faisceaux est notamment primordial en vue de couvrir efficacement le volume
cible tout en préservant au mieux les tissus sains [610]. Lorsqu’il n’existe pas de planification
standard, comme c’est le cas pour le traitement des tumeurs thoraciques, le radiothérapeute
¢tablit celle-ci lui-méme a partir de son expérience. Pouvoir estimer automatiquement
I’orientation optimale des faisceaux permettrait de réduire la durée globale de planification. Les
résultats obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en
mesure de renforcer la capacité des soignants a optimiser 1’orientation des faisceaux lors d’une
radiothérapie par modulation d’intensité¢ en traitement d’une tumeur thoracique, de fagon

automatique, rapide et non invasive [606].

37. Psychiatrie

a. Cas d’usage en diagnostic

Bartosz Bohaterewicz et son équipe présentent en 2020 un modele d’intelligence artificielle
visant a détecter les risques suicidaires chez des patients atteints de schizophrénie [611].

Ce modgele est obtenu a I’issue d’apprentissages automatiques supervisés réalisés par différents
algorithmes : gradient boosting, LASSO (Least Absolute Shrinkage and Selection Operator),
régression logistique, forét aléatoire, machine a vecteurs de support. Les données
d’entralnement sont constituées de caractéristiques extraites (par segmentation) d’images par
résonance magnétique fonctionnelle de repos. Ces caractéristiques correspondent aux indices
statiques et dynamiques de I’amplitude des fluctuations de basse fréquence (ALFF), de la
fraction d'amplitude des fluctuations de basse fréquence (fALFF), de ’homogénéité régionale
(ReHo) et de la connectivité fonctionnelle (FC) (figure 108). Apres avoir été collectées aupres
de 19 patients atteints de schizophrénie, ces caractéristiques ont été labellisées selon que le/la
patient(e) présente un risque suicidaire ou non. Le risque suicidaire a été¢ estimé a I’aide du
questionnaire sur les comportements suicidaires révis¢ (SBQ-R, Suicide Behaviors

Questionnaire-Revised).
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Figure 108. Schéma des extractions de caractéristiques réalisées par segmentation sur des images par
résonance magnétique fonctionnelle de repos (Reproduit selon les termes de la licence CC BY 2.0. Auteurs : Bartosz
Bohaterewicz et coll.) [611]

Il s’agit donc de modéles de classification prenant en entrée des caractéristiques extraites d’une
image par résonance magnétique fonctionnelle de repos et indiquant en sortie la classe prédite :
présence d’un risque suicidaire vs. absence de risque suicidaire. Le modéle de LASSO prenant
en entrée la connectivité fonctionnelle est celui présentant les meilleures performances :
exactitude = 70 % ; aire sous la courbe de ROC = 76%.

L’évaluation du risque suicidaire est I’une des préoccupations majeures en psychiatrie car les
suicides constituent la seconde cause de mortalit¢é chez les jeunes adultes [612]. Plus
spécifiquement chez les patients atteints de schizophrénie, le suicide serait la cause de 40% des
décés [613]. En outre, 25 a 50% des personnes atteintes de schizophrénie commettraient au
moins une tentative de suicide au cours de leur vie [614,615]. Ce risque semble difficile a
identifier par le dialogue, les prédictions effectuées par les soignants et par les patients eux-
mémes quant au risque de passage a I’acte se sont avérées trés imprécises [616]. Parmi les
patients dont le déces est dii a un suicide, environ 80% niaient avoir des pensées suicidaires lors
de leur dernier échange avec un professionnel de la santé mentale [617]. Les résultats obtenus
révelent qu’a 1’aide d’un modéle d’intelligence artificielle, 1’imagerie par résonance
magnétique fonctionnelle de repos pourrait potentiellement renforcer la capacité des soignants
a détecter le risque suicidaire chez les patients atteints de schizophrénie, de fagon automatique

et non invasive [611].
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b. Cas d’usage en thérapeutique

Buru Chang et son équipe présentent en 2019 un modele d’intelligence artificielle visant a
prédire I’efficacité d’un traitement antidépresseur [618,619].

Ce modele, nommé ARPNet (Antidepressant Response Prediction Network), est obtenu a
I’issue d’un apprentissage automatique supervisé réalisé sur un réseau de neurones (figure 109).
Les données d’entrainement sont constituées d’informations relatives aux consultations et
prescriptions, de variables démographiques, génétiques et de caractéristiques extraites d’images
par résonance magnétique cérébrale (figure 109). Ces données ont été collectées aupres de 121
patients atteints de trouble dépressif majeur au cours de leurs consultations (consultation
initiale, aprés une semaine, apres quatre semaines, apres huit semaines, apres six mois). Chaque
consultation a été labellisée selon le degré de sévérité des symptomes observés. Le degré de
sévérité a ét¢ mesuré a 1’aide de I’échelle de dépression de Hamilton (HAM-D, Hamilton

Depression Rating Scale).
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Figure 109. Représentation schématique du modéle présenté (ARPNet) et de son entrainement (Reproduit
selon les termes de la licence CC BY 4.0. Auteurs : Buru Chang et coll.) [618]

Il s’agit donc d’un modele de régression prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie une prédiction de I’échelle de
dépression de Hamilton aprés x semaines de traitement (figure 109). ARPNet parvient a
atteindre des performances relativement élevées : écart quadratique moyen = 3,3022;
coefficient de détermination = 0,5523 ; exactitude = 84,62 % ; sensibilité = 80 % ; spécificité =
87,50 % ; valeur prédictive positive = 80 % ; F-score = 80 %.
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Le traitement des troubles dépressifs majeurs est souvent complexe car il n’est possible
d’apprécier Defficacit¢ d’un antidépresseur donné sur un(e) patient(e) donné(e) qu’apres
plusieurs semaines de médication. Selon plusieurs études d’efficacité, seuls 11 a 30% des
patients parviendraient a guérir de leur trouble dépressif majeur au cours de leur traitement
initial [620]. Cette difficulté a identifier le traitement optimal selon les patients prolonge la durée
de traitement pour la majorité d’entre eux, entrainant par conséquent une exposition prolongée
aux risques de morbidité et de mortalité propres aux troubles dépressifs ainsi qu’aux effets
indésirables des antidépresseurs administrés [621,622]. Les résultats obtenus révelent qu’un
modele d’intelligence artificielle serait potentiellement en mesure de renforcer la capacité des
soignants a prédire I’efficacité d’un antidépresseur donné chez un(e) patient(e) donné(e), de
facon automatique, précise et non invasive, et ainsi a prescrire 1’antidépresseur le plus efficace

pour ce/cette patient(e) [618].

38. Rhumatologie

a. Cas d’usage en diagnostic

Beth G. Ashinsky et son équipe présentent en 2017 un modéle d’intelligence artificielle visant
a détecter précocement les gonarthroses [623].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé par un
algorithme nommé WND-CHARM (Weighted Neighbor Distance using Compound Hierarchy
of Algorithms Representing Morphology). Les données d’entrainement sont constituées
d’images par résonance magnétique réalisées au niveau du condyle fémoral médial. Celles-ci
ont été collectées aupres de 68 patients présentant ou non une gonarthrose. Ces examens
d’imagerie ont été labellisés selon 1’état du genou des patients 36 mois plus tard. Quarante
d’entre eux ont présenté une progression de leur gonarthrose (score de WOMAC > 10) tandis
que 28 d’entre eux n’ont pas présenté¢ de gonarthrose ou de progression de leur gonarthrose
(score de WOMAC < 10).

Il s’agit donc d’un modéle de classification prenant en entrée une image par résonance
magnétique et indiquant en sortie la classe prédite : présence d’une gonarthrose tendant a
s’aggraver vs. absence de gonarthrose tendant a s’aggraver. WND-CHARM parvient a atteindre
les performances suivantes : exactitude = 75 % ; sensibilité = 74 % ; spécificité = 76 %.
L'arthrose est une pathologie répandue et dont I’incidence augmente avec 1’age et la surcharge
pondérale [624]. Celle-ci se caractérise notamment par une dégénérescence du cartilage
articulaire [625]. Selon des études récentes, des mesures hygiéno-diététiques telles qu’une

activité physique réguliere et un régime équilibré pourraient diminuer le risque de progression
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des arthrites [626,627]. Un diagnostic précoce de 1’arthrose pourrait donc dans certains cas
permettre de freiner la dégénérescence articulaire et ainsi préserver la qualité de vie des patients
atteints. Cependant, les signes d’une arthrose précoce sont généralement difficiles a observer
[628]. Les résultats obtenus réveélent qu’'un modele d’intelligence artificielle serait
potentiellement en mesure de renforcer la capacité des soignants a diagnostiquer précocement

les gonarthroses, de fagon automatique et non invasive [623].

b. Cas d’usage en thérapeutique

André Wirries et son équipe présentent en 2021 des modeles d’intelligence artificielle visant a
prédire 1’efficacité d’un traitement de la hernie discale lombaire [629].

Ces modeles sont obtenus a I’issue d’apprentissages automatiques supervisés : régression
linaire, elastic net, méthode des k plus proches voisins, arbres décisionnels, gradient
stochastique, machine a vecteurs de support, réseau de neurones. Les données d’entralnement
comportent des variables socio-démographiques, cliniques et des informations relatives au
traitement administré (chirurgie ou traitement conservateur). Ces données ont été collectées
aupres de 54 patients présentant une hernie discale lombaire et ont été labellisées selon 1’échelle
d'incapacité d'Oswestry (ODI, Oswestry Disability Index) mesurée six mois apres 1’opération
ou le début du traitement conservateur.

Il s’agit donc de modeles de régression prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie une prédiction de 1’échelle
d'incapacité d'Oswestry six mois aprés 1’opération ou le début du traitement conservateur. Le
réseau de neurones est le modéle parvenant a atteindre les meilleures performances : erreur
absolue moyenne = 1,5 % ; différence maximale entre I’échelle d'incapacité d'Oswestry prédite
et celle observée apres six mois = 3,4%.

Le traitement de la hernie discale lombaire se décline en plusieurs options pouvant étre
regroupées selon deux catégories, les traitements chirurgicaux et les traitements conservateurs.
L’efficacité d’un traitement conservateur et la nécessité d’une chirurgie sont difficiles a évaluer
chez un(e) patient(e) donné(e), rendant complexe cette prise de décision par les soignants [630].
Un traitement conservateur est généralement privilégié¢ en premiére intention chez les patients
ne souffrant pas de déficit neurologique, la chirurgie est ensuite envisagée si les symptomes se
maintiennent ou s’aggravent apres six mois de traitement conservateur [631]. Chez les patients
dont la guérison nécessite une chirurgie, ce délai prolonge la douleur, I’invalidité
professionnelle et ’exposition au risque de complications [632]. La possibilit¢ de prédire
précocement 1’efficacité d’un traitement pour un(e) patient(e) donné(e) permettrait d’optimiser

le choix du traitement en premiére intention et ainsi réduire I’errance thérapeutique. Les
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résultats obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en
mesure de renforcer la capacité des soignants a prescrire le traitement le plus adapté a chaque
patient(e) atteint(e) d’une hernie discale lombaire, de fagon automatique, précise et non invasive

[629].

39. Soins intensifs

a. Cas d’usage en diagnostic

Nam K. Tran et son équipe présentent en 2019 des modeles d’intelligence artificielle visant a
détecter la présence de 1ésions rénales aigiies chez des patients gravement brilés [633,634].
Ces modeles sont obtenus a I’issue d’un apprentissage automatique supervisé réalisé par un
algorithme de k plus proches voisins. Les données d’entrainement comportent des variables
cliniques (débit urinaire) et biologiques (NGAL, créatinine, NT-proBNP). Celles-ci ont été
collectées aupres de 50 patients majeurs présentant des brilures sur au moins 20% de leur
surface corporelle totale, au cours des 24 heures suivant leur admission en soins intensifs. Les
données ont été labellisées selon que le/la patient(e) ait présenté (25) ou non (25) une Iésion
rénale aigiie durant la semaine suivant son admission.

Il s’agit donc de modeles de classification prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie la classe prédite : présence
d’une lésion rénale aigiie vs. absence de Iésion rénale aigiie (figure 110). Parmi les modeles
construits, deux se distinguent par leurs performances. Le premier, prenant en entrée I’ensemble
des variables d’entrainement, parvient a atteindre une exactitude de 98 %. Le second, prenant
en entrée le débit urinaire (UOP), la créatinine et le NT-proBNP, parvient a atteindre une
exactitude de 88%. En outre, le temps post-admission moyen d’identification d’une I1ésion
rénale aigiie a 1’aide d’un des mode¢les mentionnés était de 18,8 heures contre 42,7 heures en

s’appuyant uniquement sur les mesures de début urinaire et créatinine.
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Figure 110. Comparaison d’un flux de travail traditionnel et d’un flux de travail intégrant le modéele
présenté, dans le cadre d’une admission d’un(e) patient(e) gravement briilé(e). AKI : acute kidney injury (Iésion
rénale aigiie), UOP : urine output (débit urinaire), NGAL : neutrophil gelatinase-associated lipocalin, NT-proBNP : N-
Terminal pro-Brain Natriuretic Peptide). (Reproduit avec la permission de I’éditeur Elsevier. Auteurs : Nam K. Tran et coll.)

[633]

Les Iésions rénales aigiies concernent plus de la moitié des patients gravement briilés recus en
soins intensifs [635]. Malgré cette prévalence élevée, le diagnostic précoce des Iésions rénales
aigiies est difficile car celui-ci repose généralement sur une mesure du débit urinaire et de la
créatinine, des biomarqueurs ne garantissant pas a eux seuls une performance diagnostique
satisfaisante (figure 110) [636,637,638,639]. Des études récentes ont permis d’identifier le NT-
proBNP et le NGAL comme étant des biomarqueurs prometteurs pouvant contribuer a
améliorer la précision du diagnostic des lésions rénales aigiies [640]. Les résultats obtenus
révelent qu’a 1’aide d’un modele d’intelligence artificielle, ces biomarqueurs seraient
potentiellement en mesure de renforcer la capacité des soignants a diagnostiquer précocement

les 1ésions rénales aigiies chez les patients gravement briilés, de fagon automatique et précise

[633].
b. Cas d’usage en thérapeutique

N.L. Loo et son équipe présentent en 2018 un modele d’intelligence artificielle visant a
surveiller la survenue d’asynchronies patient-ventilateur durant une ventilation mécanique
[634,641].

Ce modele est obtenu a I’issue d’un apprentissage profond supervisé réalisé sur un réseau de
neurones convolutif (figure 111). Les données d’entrainement sont constituées de 2000 aires
sous la courbe de la pression inspiratoire au cours d’un cycle respiratoire (figure 112). Celles-
ci ont été collectées aupres de patients sous ventilation mécanique et labellisées selon qu’elles

indiquent la survenue d’une asynchronie patient-ventilateur (1000) ou non (1000).
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Figure 111. Représentation schématique du modéle présenté (Reproduit avec la permission de I’International
Federation of Automatic Control. Auteurs : Nien Loong Loo et coll.) [641]
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Figure 112. Exemples de graphiques représentant la pression inspiratoire au cours d’un cycle respiratoire

associées a leurs aires sous la courbe respectives. (Reproduit avec la permission de I’International Federation of
Automatic Control. Auteurs : Nien Loong Loo et coll.) [641]

Il s’agit donc d’un modéele de classification prenant en entrée une aire sous la courbe
représentant la pression inspiratoire au cours d’un cycle respiratoire et indiquant en sortie la
classe prédite : présence d’une asynchronie patient-ventilateur vs. absence d’asynchronie
patient-ventilateur (figure 111). Ce modele parvient a atteindre des performances élevées :
exactitude = 96,7 % ; sensibilité¢ = 98,5 % ; spécificit¢ = 89,4 %. Le temps d’exécution moyen

du modele est de ’ordre de la milliseconde.
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La survenue répétée d’asynchronies patient-ventilateur peut provoquer une dyspnée chez le/la
patient(e), prolonger la durée de ventilation mécanique, accroitre la quantité de sédatifs
administrés et globalement augmenter le taux de mortalité [642,643,644,645]. L identification
des asynchronies patient-ventilateur repose sur la détection de motifs anormaux au sein du cycle
respiratoire du/de la patient(e) [646]. La tache peut étre difficile car ces motifs varient d’un(e)
patient(e) a I’autre [647]. De plus, il s’agit d’un processus chronophage et fastidieux nécessitant
une surveillance en continue des cycles respiratoires du/de la patient(e) intubé(e) [648]. Les
résultats obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en
mesure de renforcer la capacité des soignants a surveiller en continue les asynchronies patient-

ventilateur, de facon automatique et précise [641].

40. Télémédecine

a. Cas d’usage en diagnostic

Miles F. Greenwald et son équipe présentent en 2020 un usage en télémédecine d’un modele
d’intelligence artificielle visant a détecter les rétinopathies du prématuré [649].

L’¢étude incluait 613 examens ophtalmologiques effectués chez 81 patients ayant pour age post-
menstruel™ moyen 29,2 semaines. Les examens ophtalmologiques consistaient en des fonds
d’ceil durant lesquels des infirmiéres praticiennes spécialisées en néonatalogie ont acquis des
images rétiniennes a 1’aide d’une caméra grand angle (RetCam). Ces images étaient ensuite
télétransmises a des ophtalmologues en charge du diagnostic de rétinopathie.

En paralléle, les images étaient analysées par le modele a 1’étude (nommé i-ROP DL) chargé
d’attribuer a chaque image un score de sévérité vasculaire. Ce score de sévérité vasculaire,
pouvant aller de 1 & 9, correspond au degré de certitude quant a la présence d’une rétinopathie.
Il s’agit donc d’un mod¢le de classification prenant en entrée une photographie de fond d’ceil
et indiquant en sortie une prédiction du score de sévérité vasculaire. L aire sous la courbe de
ROC mesurée était de 99 %. En positionnant le seuil du score de sévérité vasculaire a 3, le
mode¢le aurait atteint une sensibilité de 100 % et une spécificité de 90 %.

La prévalence de rétinopathie du prématuré est en forte augmentation mondialement,
s’expliquant en partie par I’amélioration du taux de survie des nouveau-nés prématurés [651].
Le télédiagnostic semble €tre une solution partielle a cette problématique en permettant aux
ophtalmologues d’examiner davantage de fonds d’ceil [652]. Cependant, le diagnostic de la
rétinopathie et de sa sévérité peut dans certains cas étre long en raison notamment de la

dimension subjective de cet exercice [653]. La possibilité de détecter automatiquement et

*x 1 ’age post-menstruel désigne 1’age gestationnel auquel s’ajoute 1’age chronologique. [650]
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précisément les rétinopathies permettrait aux ophtalmologues de fournir rapidement un
diagnostic aux services de néonatalogie demandeurs et ainsi d’accroitre I’efficience permise
par la télémédecine. Les résultats obtenus révélent qu'un modele d’intelligence artificielle serait
potentiellement en mesure de renforcer la capacité des soignants a télédiagnostiquer les

rétinopathies du prématuré, de facon automatique, rapide et précise [649].
b. Cas d’usage en thérapeutique

Robert LeMoyne et son équipe présentent en 2015 un modele d’intelligence artificielle visant
a surveiller a distance la progression d’une rééducation de la cheville [654].

Ce modele est obtenu a I’issue d’un apprentissage automatique supervisé réalisé par un
algorithme de machine a vecteurs de support. Les données d’entrainement sont constituées de
caractéristiques extraites de signaux gyroscopiques mesurés durant une dorsiflexion
extremums des vitesses de rotation mesurées lors de la dorsiflexion et intervalles de temps entre
les extremums mesurés (figure 113-b,c). Ces signaux gyroscopiques ont été collectés a 1’aide
d’un systéme composé d’un dorsiflexeur et d’un gyroscope, aupres d’un(e) patient(e) atteint(e)
d’une hémiplégie chronique (figure 113-a). A partir de ce systéme, le/la patient(e) a effectué
30 dorsiflexions avec la cheville atteinte par I’hémiplégie et 30 dorsiflexions avec la cheville
non atteinte par I’hémiplégie. Les signaux collectés ont été labellisés selon que ceux-ci aient

¢té mesurés a partir de I’une ou 1’autre des chevilles.
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Figure 113. (a) systéme de rééducation de la cheville avec le pied du sujet monté sur repose-pied et
plateforme gyroscopique ; (b) signal émis par le gyroscope durant la dorsiflexion d’une cheville atteinte par
une hémiplégie (cinq répétitions) ; (c) signal émis par le gyroscope durant la dorsiflexion d’une cheville
saine (cinq répétitions). (Reproduit avec la permission de I’éditeur Institute of Electrical and Electronics Engineers.
Auteurs : Robert LeMoyne et coll.) [654]

Il s’agit donc d’un modele de classification prenant en entrée les caractéristiques extraites d’un
signal gyroscopique et indiquant en sortie la classe prédite : cheville affectée par une hémiplégie

vs. cheville non affectée par une hémiplégie. Ce modéle parvient a atteindre des

performances €levées : exactitude = 97 %.
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Une hémiplégie peut €tre causée par divers événements (accident vasculaire cérébral, tumeur,
traumatisme) et se manifester a travers diverses formes [655]. Lorsque la paralysie engendrée
concerne un membre inférieur et affecte notamment la cheville, I’'un des symptomes
observables est le pied tombant [656]. Le pied tombant désigne une incapacité totale ou partielle
d’un(e) patient(e) a effectuer une dorsiflexion, affectant ainsi ses fonctions motrices et
accroissant son risque de chutes [657]. Les capacités motrices du/de la patient(e) peuvent Etre
retrouvées grace a une rééducation adaptée [658]. Son efficacité peut étre estimée au fur et a
mesure en évaluant la capacité du/de la patient(e) a effectuer une dorsiflexion [659]. La
possibilité pour les soignants d’assurer ce suivi automatiquement et a distance permettrait de
réduire les déplacements a effectuer pour le/la patient(e). Les résultats obtenus révelent qu’un
modele d’intelligence artificielle serait potentiellement en mesure de renforcer la capacité des
soignants a surveiller a distance la progression d’une rééducation de la cheville, de fagon

automatique et précise [654].

41. Toxicologie

a. Cas d’usage en diagnostic

Michael Chary et son équipe présentent en 2021 un mod¢le d’intelligence artificielle visant a
identifier un toxidrome [660].

Il s’agit d’un systéme expert nommé 7ak construit a partir d’un réseau logique probabiliste.
Celui-ci intégre dans son analyse une représentation des connaissances organisée autour de 34
régles logiques probabilistes. Ces régles ont été¢ déterminées a partir du consensus de trois
toxicologues ainsi que des prévalences indiquées par le rapport annuel de 1'American
Association of Poison Control Centers.

Tak prend en entrée un cas clinique (symptomes observés) et indique en sortie une prédiction
du toxidrome correspondant. 7ak parvient a atteindre les performances suivantes : kappa de
Cohen = 0,8432 pour les cas les plus évidents ; 0,4396 pour les cas modérément complexes ;
0,3331 pour les cas les plus complexes. Ces performances sont comparables a celles des
toxicologues ayant participé a I’étude pour les cas les plus simples et modérément complexes.
En revanche, les performances des toxicologues étaient supérieures pour les cas les plus
complexes.

La prise en charge des intoxications a pour étape initiale la caractérisation du risque de mort
imminente afin de traiter en urgence les patients a risque. Ces situations critiques ne permettent
pas aux toxicologues de recourir a des tests biologiques en raison du délai requis pour effectuer

ceux-ci. A défaut, les toxicologues effectuent leurs diagnostics en se référant aux informations
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disponibles, aux symptomes observables ainsi qu’a I’interrogatoire lorsque 1’état mental du/de
la patient(e) le permet [661]. La possibilité¢ d’identifier automatiquement un toxidrome chez
un(e) patient(e) donné(e) pourrait accélérer la démarche de diagnostic, permettre une prise en
charge plus rapide et ainsi améliorer le pronostic vital des patients les plus a risque. Les résultats
obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en mesure de
renforcer la capacit¢ des soignants a identifier rapidement les toxidromes simples et

modérément complexes, de facon automatique et non invasive [660].
b. Cas d’usage en thérapeutique

Wei-Hsuan Lo-Ciganic et son équipe présentent en 2019 des modeles d’intelligence artificielle
visant a prédire le risque de survenue a court terme d’une surdose d’opioides [662].

Ces modeles sont obtenus a I’issue d’apprentissages automatiques supervisés réalisés par
différents algorithmes : régression logistique multivariée, LASSO, forét aléatoire, amplification
de gradient, apprentissage profond. Les données d’entrainement comportent des variables
sociodémographiques, géographiques, des antécédents médicaux et addictologiques ainsi que
des informations relatives a 1’état de santé des patients, leurs prescriptions d’opioides et leurs
prescripteurs. Ces données ont été collectées aupres de 186 686 patients ayant regu au moins
une prescription d’opioide. Les données collectées ont ensuite été fragmentées par tranche de
trois mois puis chaque période de trois mois a été labellisée selon que le/la patient(e)
correspondant(e) ait subi ou non une surdose au cours de la période de trois mois suivante

(figure 114).
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Figure 114. Méthodologie de collecte, segmentation et labellisation des données d’entrainement (Reproduit
selon les termes de la licence CC BY 2.0. Auteurs : Wei-Hsuan Lo-Ciganic et coll.) [662]
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Il s’agit de mode¢les de classification prenant en entrée des valeurs correspondant aux variables
d’entrainement sus-mentionnées et indiquant en sortie la classe prédite : risque faible de
survenue d’une surdose au cours des trois mois suivant la prédiction vs. risque modéré de
survenue d’une surdose au cours des trois mois suivant la prédiction vs. risque élevé de survenue
d’une surdose au cours des trois mois suivant la prédiction. Le réseau de neurones est le modele
présentant les meilleures performances : sensibilité = 92,3 % ; spécificité = 75,7 % ; aire sous
la courbe de ROC = 91 % ; valeur prédictive positive = 0,18 % ; valeur prédictive négative =
99,9 %.

Les analgésiques opioides sont couramment prescrits en traitement des douleurs aigiies ou
chroniques [663]. Ces traitements présentent comme effet indésirable potentiel la dépendance,
notamment suite a une administration prolongée [664]. Lorsque celle-ci évolue en addiction,
le/la patient(e) est exposé(e) a des risques importants de mésusages et de surdosages pouvant
entrainer la mort [665]. L’addiction n’est néanmoins pas systématique et, méme chez les
patients touchés par 1’addiction, le risque de survenue d’une surdose dépend de plusieurs
facteurs relatifs au/a la patient(e) et a la prescription [666]. La possibilité de prédire ce risque
permettrait de mieux adapter les modalités de la thérapie selon le/la patient(e). Les résultats
obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en mesure de
renforcer la capacité des soignants a prédire le risque de survenue a court terme d’une surdose

d’opioides chez un(e) patient(e) donné(e), de fagon automatique, précise et non invasive [662].

42. Transplantations

a. Cas d’usage en diagnostic

Sara Moccia et son équipe présentent en 2018 des modeles d’intelligence artificielle visant a
détecter une stéatose au sein d’un greffon [667].

Ces modeles sont obtenus a I’issue d’apprentissages automatiques supervisés et semi-
supervisés réalisés par différents algorithmes : machine a vecteurs de support, forét aléatoire,
apprentissage multi-instances. Les données d’entrainement sont constituées de caractéristiques
extraites de photographies de foies transplantés ou non (figure 115). Celles-ci ont été collectées
a partir de 40 greffons et ont été labellisées selon que la biopsie effectuée sur le greffon indique

la présence (20) ou I’absence (20) d’une stéatose.
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Figure 115. Exemples de prédictions effectuées sur des foies transplantés et non transplantés. Les cadres
verts et rouges désignent respectivement les prédictions justes et erronées. (Reproduit avec la permission de
éditeur Springer Nature. Auteurs : Sara Moccia et coll.) [667]

Il s’agit donc de modéles de classification prenant en entrée des caractéristiques extraites d’une
photographie de foie et indiquant en sortie la classe prédite : présence d’une stéatose hépatique
vs. absence de stéatose hépatique. Le modele issu de I’apprentissage multi-instances est celui
présentant les meilleures performances : exactitude = 88 % ; sensibilité = 95 % ; spécificité =
81 % (figure 115).

La transplantation hépatique est le seul traitement pouvant améliorer le pronostic vital des
patients souffrant d’une insuffisance hépatique au stade terminal [668]. La pénurie en organes
disponibles s’accentue en raison de I’accroissement du besoin, entrainant un ¢élargissement des
critéres de sélection des donneurs [669]. Cet assouplissement des critéres exige cependant de
redoubler d’efforts quant a 1’évaluation de la viabilit¢ des greffons. La stéatose hépatique
notamment, dont la prévalence est estimée a environ un quart au sein de la population générale,
est source de morbidité et de mortalit¢ chez les patients receveurs [670]. L’analyse
histopathologique est la méthode la plus précise a ce jour pour identifier une stéatose hépatique,
celle-ci est néanmoins invasive et chronophage [671]. En raison de la brieveté du délai dont les
soignants disposent entre le prélévement du greffon et la transplantation (six heures en moyenne
pour un foie), le diagnostic de stéatose hépatique s’effectue généralement en se basant sur les
données cliniques du donneur et 1I’apparence extérieure du greffon [672,673]. Cette méthode de
diagnostic comporte donc une part de subjectivité. Une méthode de diagnostic automatique et
objective pourrait accélérer et affiner la détection des stéatoses hépatiques, et ainsi favoriser le
pronostic du/de la patient(e) apres transplantation [674]. Les résultats obtenus révelent qu’un
modele d’intelligence artificielle serait potentiellement en mesure de renforcer la capacité des
soignants a diagnostiquer les stéatoses hépatiques au sein d’un greffon, de fagon automatique,

précise et non invasive [667].
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b. Cas d’usage en thérapeutique

Javier Bricefio et son équipe présentent en 2014 des modéles d’intelligence artificielle visant a
prédire la réussite a court terme d’une transplantation hépatique [675].

Ces modéles sont obtenus a I’issue d’apprentissages automatiques réalisés par un algorithme
évolutionniste (Neural Net Evolutionary Programming) sur deux réseaux de neurones (figure
116). Les données d’entrainement comportent des variables sociodémographiques, cliniques,
biologiques, des antécédents médicaux ainsi que des informations relatives au greffon. Ces
données ont été collectées aupres de 1003 paires donneur-receveur et ont été labellisées selon
la survie ou le déces du receveur ainsi que selon la survie ou non du greffon au cours des trois

mois suivant la transplantation.
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Figure 116. Représentation schématique des modeles présentés (Reproduit avec la permission de I’éditeur
Elsevier. Auteurs : Javier Briceiio et coll.) [675]

Il s’agit donc de deux modeles de classification prenant en entrée des valeurs correspondant
aux variables d’entrainement sus-mentionnées. Chacun des modé¢les indique en sortie la classe
prédite ainsi que la probabilité associée a celle-ci : survie du/de la patient(e) au cours des trois
mois apres la transplantation vs. décés du/de la patient(e) au cours des trois mois apres la
transplantation / survie du greffon au cours des trois mois apres la transplantation vs. défaillance
du greffon au cours des trois mois apres la transplantation (figure 116). Ces modeles
parviennent a atteindre les performances suivantes : exactitude = 90,79 % ; aire sous la courbe
de ROC = 80,6 % pour la survie du receveur / exactitude = 71,42 % ; aire sous la courbe de
ROC = 82,15 % pour la survie du greffon. Dans le cadre de cette étude, les performances des
modeles ont été significativement supérieures (p < 0,001) a celles des méthodes proposées

antérieurement (MELD, DRI, D-MELD, SOFT, P-SOFt and BAR) [676,677,678,679]. L’écart
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croissant entre le nombre de patients ayant besoin d’une transplantation hépatique et le nombre
de foies disponibles sous-tend une problématique de priorisation [680]. Celle-ci repose
notamment sur I’urgence d’une transplantation pour un(e) patient(e) donné(e), calculée a partir
des scores MELD et PELD [681]. Plusieurs variables sont également considérées (compatibilité
receveur-donneur, probabilit¢é de réussite, contraintes techniques liées au prélévement, au
transport et au maintien de la viabilit¢ du greffon), induisant une complexité du systéme
d’attribution et un risque d’erreur non négligeable en contexte d’urgence [682]. La possibilité
de prédire automatiquement et objectivement les probabilités de survie suite a une
transplantation hépatique, pour un donneur et un receveur spécifiques, pourrait affiner et
accélérer la démarche de sélection des receveurs et ainsi réduire le nombre de greffons perdus
en raison d’une attribution inadéquate ou trop tardive. Les résultats obtenus révelent qu’un
modele d’intelligence artificielle serait potentiellement en mesure de renforcer la capacité des
soignants a prédire les probabilités de survie a court terme suite a une transplantation hépatique,

de fagon automatique et précise [675].
43. Traumatologie
a. Cas d’usage en diagnostic

Seok Won Chung et son équipe présentent en 2018 un modele d’intelligence artificielle visant
a détecter et classifier les fractures de I’humérus proximal [683,684].

Ce modele est obtenu a I’issue d’un apprentissage par transfert puis d’un apprentissage profond
supervis¢ réalis¢é sur un réseau de neurones convolutif (ResNet-152). Les données
d’entrainement sont constituées de radiographies antéro-postérieures de I’épaule (figure 117).
Celles-ci ont été collectées aupres de 1891 patients, a raison d’une radiographie par patient(e),
et ont été labellisées selon que I’humérus proximal présente ou non une fracture et selon le type
de fracture : absence de fracture (515), fracture du trochiter (346), fracture du col chirurgical

(514), fracture a trois fragments (269), fracture a quatre fragments (247).

Figure 117. Exemples de données d'entrainement : (A) absence de fracture, (B) fracture du trochiter, (C)
fracture du col chirurgical, (D) fracture a trois fragments et (E) fracture a quatre fragments. Chaque
radiographie antéropostérieure a été recadrée de facon a ce que les tétes et cols huméraux représentent
environ 50 % de ’image. Les images ont ensuite été redimensionnées a 256 x 256 pixels. (Reproduit selon les
termes de la licence CC BY 4.0. Auteurs : Seok Won Chung et coll.) [683]
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Il s’agit donc d’un modele de classification prenant en entrée une radiographie antéro-
postérieure de 1’épaule et indiquant en sortie la classe prédite : absence de fracture vs. présence
d’une fracture du trochiter vs. présence d’une fracture du col chirurgical vs. présence d’une
fracture a trois fragments vs. présence d’une fracture a quatre fragments. Ce mode¢le parvient a
atteindre des performances élevées : exactitude = 96 % ; sensibilité = 99 % ; spécificité = 97
% ; aire sous la courbe de ROC = 100 % ; indice de Youden =97 % lorsqu’il s’agit de détecter
la présence d’une fracture au niveau de I’humérus proximal / exactitude = 65-86 % ; sensibilité
= 88-97 % ; spécificité = 83-94 % ; aire sous la courbe de ROC = 90-98 % ; indice de Youden
=71-90 % lorsqu’il s’agit d’identifier le type de fracture. Les performances globales du modéle
¢étaient significativement supérieures (p < 0,001) a celles des médecins ayant participé a I’étude.
Les fractures de I’humérus proximal ainsi que le type de fracture sont généralement
diagnostiqués a partir de radiographies [685]. Cependant, I’interprétation des radiographies
nécessite des années d’expérience et comporte par nature une part de subjectivité. De fait, les
diagnostics inexacts quant a la présence ou au type de fracture de I’humérus sont relativement
courantes, en particulier de la part des chirurgiens orthopédistes les moins expérimentés
[686,687]. La fiabilité du diagnostic pourrait étre favorisée par des méthodes d’interprétation
automatiques et objectives. Les résultats obtenus révelent qu’un modele d’intelligence
artificielle serait potentiellement en mesure de renforcer la capacité des soignants a
diagnostiquer les fractures de 1’humérus proximal, de facon automatique, précise et non

invasive [683].

b. Cas d’usage en thérapeutique

Alireza Borjali et son équipe présentent en 2020 un modele d’intelligence artificielle visant a
identifier le mod¢le de prothese totale de hanche portée par un(e) patient(e) [688,689].

Ce modele est obtenu a I’issue d’un apprentissage par transfert puis d’un apprentissage profond
supervisé réalis¢ sur un réseau de neurones convolutif (DenseNet-201). Les données
d’entrainement sont constituées de 198 radiographies antéropostérieures de la hanche collectées
aupres de patients ayant subi une implantation de prothese totale de hanche (figure 118). Ces
radiographies ont ét¢ labellisées selon le modele de prothése de hanche implantée (Accolade 11,

Corail, S-ROM).
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Figure 118. Exemples de données d’entrainement. Ces radiographies antéropostérieures de la hanche
présentent trois modéeles de prothéses communément implantées : (A) Accolade 11, (B) Corail, (C) S-ROM.
(Reproduit avec la permission de I’éditeur John Wiley and Sons. Auteurs : Kartik M. Varadarajan et coll.) [688]

Il s’agit donc d’un modéle de classification prenant en entrée une radiographie
antéropostérieure de la hanche et indiquant en sortie la classe prédite : modele Accolade II vs.
modele Corail vs. modeéle S-ROM. En considérant uniquement les modeles de prothese sus-
cités, le modele parvient a atteindre des performances élevées : exactitude = 100 %. Le temps
d’exécution moyen du modele est de I’ordre de la seconde.

Les révisions des prothéses totales de hanche exposent les patients a une morbidité plus
importante que les arthroplasties de premiére intention [690]. Le risque de complications li¢ a
cette intervention peut étre atténué en identifiant précisément le modele de la prothese portée
par le/la patient(e) avant I’opération. Dans le cas contraire, le temps et la complexité de la
chirurgie peuvent étre augmentés, exposant le/la patient(e) a des risques plus élevés
d’hémorragie, de perte osseuse et de prolongement du temps de rétablissement [691]. Plusieurs
¢léments peuvent rendre difficile 1’identification du modéle de protheése porté par le/la
patient(e), dont notamment I’incomplétude des informations conservées dans le dossier médical
du/de la patient(e) [692]. De fait, les soignants s’appuient le plus souvent sur I’interprétation de
radiographies pour identifier le modéle de prothése portée et les composants a 1’origine de
I’échec du traitement. Cependant, cette méthode est chronophage, nécessite des années
d’expérience et comporte par nature une part de subjectivité [692]. La fiabilité de cette démarche
pourrait étre favorisée par des méthodes d’interprétation automatiques et objectives,
augmentant ainsi le taux de réussite de la révision et réduisant le risque de complications. Les
résultats obtenus révelent qu’un modéle d’intelligence artificielle serait potentiellement en
mesure de renforcer la capacité des soignants a identifier le mod¢le de prothese totale de hanche

portée par un(e) patient(e), de fagon automatique, précise et non invasive [688].
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44. Urologie

a. Cas d’usage en diagnostic

Ilker Ali Ozkan et son équipe présentent en 2018 des modeles d’intelligence artificielle visant
a différencier les cystites des urétrites [693,694].

Ces modeles sont obtenus a I’issue d’apprentissages automatiques supervisés : arbre de
décision, forét aléatoire, machine a vecteurs de support, réseau de neurones (figure 119). Les
données d’entrainement comportent 15 variables socio-démographiques, cliniques et
biologiques collectées aupreés de 48 patients atteints d’infection urinaire. Ces données ont été
labellisées selon que le/la patient(e) présente une cystite ou une urétrite (déterminé a partir

d’échographies rénales et vésicales).

Bias Pollacuria<0.5  Pollacuria >= 0.5

i 0, (Cystitis)
> ()
N\ :'i: O, (Urethritis)y / A 4
: Suprapubic Pain <0.5 Suprapubic Pain >= 0.5
(c)
-
Erythrocyfe <05 Erythrogyte >=0.5
X, Y : Yiu b Target y
Input layer Hidden layer Output layer ‘\\C\‘
130 W 30w J
12B 2B
(a) (b)

Figure 119. Représentations schématiques de deux modéles parmi ceux présentés : (a) réseau de neurones
a propagation avant ; (b) arbre de décision (N : neeud, C : cystite, U : urétrite). (Reproduit avec la permission de
P’éditeur Elsevier. Auteurs : llker Ali Ozkan et coll.) [693]

Il s’agit donc de modeles de classification prenant en entrée des valeurs correspondant aux
variables d’entrainement sus-mentionnées et indiquant en sortie la classe prédite : présence
d’une cystite vs. présence d’une urétrite non-spécifique (figure 119). Le réseau de neurones est
le mod¢le présentant les meilleures performances : exactitude = 98,30 % ; sensibilité = 97,77
% ; spécificité = 100 % ; valeur prédictive positive = 100 % ; valeur prédictive négative = 93,33
%.

L’infection urinaire fait partie des maladies infectieuses les plus courantes et celle-ci
surviendrait chez plus de la moiti¢ de la population générale au cours de leur vie. Cette
dénomination regroupe différents cas de figure se différenciant par la localisation de I’infection
mais dont les symptomes peuvent étre similaires [695]. De fait, le diagnostic de la localisation
est difficile en routine. Pourtant, ce diagnostic est primordial car, si ’infection n’est pas traitée

adéquatement, celle-ci peut provoquer des complications graves et engendrer des
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antibiorésistances bactériennes [696,697]. Identifier la localisation de I’infection peut chez
certains patients nécessiter I’emploi de méthodes invasives de prélévement (cystoscopie) a
partir des uretéres, exposant le/la patient(e) a un risque supplémentaire de complications [698].
Les résultats obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en
mesure de renforcer la capacité des soignants a différencier les cystites des urétrites en
s’appuyant uniquement sur des symptomes et résultats biologiques, de facon automatique,

rapide, précise, non invasive et moins coliteuse [693].

b. Cas d’usage en thérapeutique

Andrew J. Hung et son équipe présentent en 2019 des modeles d’intelligence artificielle visant
a prédire la durée de récupération de la continence urinaire suite a une prostatectomie totale
robot-assistée [699].

Ces modeles sont obtenus a I’issue d’apprentissages automatiques supervisés réalisés par
différents algorithmes : régression de Cox, forét aléatoire, apprentissage profond (DeepSurv).
Les données d’entrailnement comportent des variables clinicopathologiques et des métriques de
performance automatiquement calculées durant les opérations. Ces données ont été collectées
aupres de 60 patients ayant subi une prostatectomie totale robot-assistée et ont été labellisées
pour chaque patient selon la durée de récupération de sa continence urinaire.

Il s’agit d’un modele de régression prenant en entrée des valeurs correspondant aux variables
sus-mentionnées et indiquant en sortie une valeur numérique correspondant a la prédiction du
temps de récupération de la continence urinaire. Le réseau de neurones (DeepSurv) est le
modele présentant les meilleures performances : erreur absolue moyenne = 85,9 ; C-index =
59,9 %.

La prostatectomie totale constitue la cause majeure d’incontinence urinaire chez I’homme [700].
De nombreux facteurs de risque, relatifs a la technique de chirurgie et au patient (ex. : age,
indice de masse corporelle, longueur de I'urétre membraneux, insuffisance sphinctérienne), ont
¢été identifiés [701,702,703]. Malgré les progres réalisés par les techniques de chirurgie, la durée
nécessaire pour retrouver une continence urinaire apres 1’opération reste trés variable d’un
patient a I’autre [704]. La possibilité d’estimer cette durée avant 1’opération permettrait d’ajuster
au mieux la technique employée selon le patient. En post-opératoire, cela permettrait d’anticiper
la durée et la nature du traitement visant a favoriser la récupération de la continence. Les
résultats obtenus révelent qu’un modele d’intelligence artificielle serait potentiellement en
mesure de renforcer la capacité des soignants a estimer la durée de récupération de la continence
urinaire suite a une prostatectomie totale robot-assistée, de fagon automatique et non invasive

[699].
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II. Intéréts et perspectives

1. Synthése des bénéfices pour les patients et les professionnels de santé

Les progreés spectaculaires réalisés par I'intelligence artificielle lui valent souvent d’étre
considérée comme étant précurseur d’un changement de paradigme pour le champ médical
[705,706,707]. Lorsque celle-ci est bien entrainée, les bénéfices sont significatifs pour les
patients et les professionnels de santé.

Tout d’abord, le caractére automatique et la vitesse d’exécution des modéles permet aux
soignants de déléguer a ces technologies les taches répétitives, chronophages et fastidieuses
[708]. Le temps et I’énergie €économisés peuvent ainsi €tre réinvestis sur des taches plus
complexes et/ou requérant des compétences humaines telles que I’empathie (ex. : annonce de
fin de vie) ou la négociation (ex.: explication du rapport bénéfice/risque, éducation
thérapeutique en cas de mauvaise observance d’un traitement) [709,710]. Cela permet aussi
d’accorder plus de temps a chaque patient(e) et/ou de prendre en charge davantage de patients
[711].

De plus, les modeles développés présentent des performances de plus en plus élevées, allant
jusqu’a dépasser dans certains cas celles des professionnels de santé expérimentés (ex. :
diagnostic a partir d’un examen d’imagerie) [712]. Une autre approche consiste a, non pas
comparer indépendamment les performances d’un modele avec celles des professionnels de
santé, mais plutdt combiner celles-ci. Il s’aveére que, dans certains cas, I’association des
capacités humaines et des capacités propres a 1’intelligence artificielle offre des performances
optimales [713].

La télémédecine se voit également renforcée grace a des modeles d’intelligence artificielle
capables d’améliorer la précision du télédiagnostic ou du suivi a distance d’un traitement au
moyen/long court [714].

Bien que le développement, 1’évaluation et la mise en place de ces outils impliquent des cofits
importants, les intelligences artificielles ont la capacité de réduire les cofits liés a la santé sur le
moyen et long terme : nombre réduit d’examens cliniques nécessaires, optimisation des soins,
diminution de I’errance diagnostique et thérapeutique, etc [715]. De fait, il se pourrait que les
intelligences artificielles appliquées au diagnostic et a la thérapeutique contribuent a préserver
et étendre les couvertures sanitaires universelles [716]. Cela dépendra cependant des cofits de
production et de maintenance de ces architectures, ainsi que de leurs modéles économiques

[717].
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Plus spécifiquement en diagnostic, I’intelligence artificielle est en mesure de réduire le nombre,
la durée ou la dose des examens nécessaires (ex. : diagnostic de fracture uniquement a partir
d’une radiographie, reconstruction d’images tomographiques de qualit¢ a partir d’images
tomographiques en faible dose), permettant ainsi de s’affranchir de certains examens invasifs
ou coliteux tout en préservant la précision du diagnostic [360,598,599]. Cela permet notamment
de réduire les risques auxquels sont exposés les patients et pourrait constituer un levier
d’amélioration de I’accés au diagnostic pour les territoires les plus démunis en matériel médical
(pays en voie de développement, déserts médicaux) [718].

En lui fournissant des données collectées antérieurement a I’apparition des premiers symptomes
visibles d’une pathologie, un modele peut €¢galement étre entrainé a détecter précocement celle-
ci [579,623,633]. Sous réserve que des solutions thérapeutiques ou préventives existent et
démontrent leur efficacité, cette utilisation pourrait grandement améliorer le pronostic des
patients présentant une pathologie dégénérative au stade asymptomatique ou caractérisée par
des symptdmes équivoques.

D’un point de vue épidémiologique, cette approche peut étre d’autant plus bénéfique qu’il est
possible d’entrainer un mode¢le a identifier des patients a risque d’une ou plusieurs pathologies
a partir de leur dossier médical [406,443].

L’autodiagnostic, par exemple a partir d’applications mobiles embarquant une intelligence
artificielle (ex. : détection d’un mélanome a partir d’une photographie), pourrait également
constituer un levier de diagnostic précoce a grande échelle [719].

Les fabricants devront cependant veiller a ce que la spécificité (ou « taux de vrais négatifs »)
de ces différents outils diagnostics soit significativement élevée, sans quoi la surmédicalisation
(en particulier le surdiagnostic et le surtraitement) qui en résulterait pourrait représenter un

risque important pour les patients et engendrer des dépenses de santé inutiles [720].

Quant a la thérapeutique, les progrés de l'intelligence artificielle offrent des opportunités
prometteuses en médecine de précision. Pour un(e) patient(e) donné(e), il est possible de prédire
I’efficacité d’un traitement, ses effets indésirables, la durée de traitement nécessaire ainsi que
le pronostic suite a I’administration [382,414,423,565,662,699]. Cela s’applique également aux
transplantations pour lesquelles une intelligence artificielle est en mesure d’évaluer le rapport
bénéfice/risque pour un receveur et un donneur spécifiques, permettant ainsi d’optimiser
’attribution des greffons [675].

L’intelligence artificielle peut aussi étre employée pour surveiller ou suivre un(e) patient(e) au
cours de son traitement [461]. En anesthésie-réanimation, un mod¢le peut étre entrainé pour

surveiller en continu et avec précision les constantes d’un(e) patient(e) et prédire les
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événements nécessitant une intervention (ex.: survenue d’asynchronies patient-ventilateur
durant une ventilation mécanique) [641]. Dans le cadre d’un traitement au moyen/long court, la
surveillance et le suivi peuvent étre assurés par un matériel médical embarquant un modele
d’intelligence artificielle. Ainsi, le/la patient(e) peut étre guidé(e) dans son autosurveillance
et/ou le soignant peut effectuer le suivi a distance si le matériel médical est connecté [654]. Cette
approche peut, dans certains cas, améliorer significativement la qualité de vie des patients (ex. :
en limitant les déplacements dans le cas d’un handicap moteur), de surcroit lorsque ceux-ci

résident dans un désert médical [562].

L’intelligence artificielle s’applique également aux problématiques de la recherche. Un modele
peut par exemple étre entrainé a effectuer des génotypages (ex. : identification de génes causaux
d’une maladie rare) [444]. Les progres réalisés en apprentissage profond sont également trés
prometteurs en recherche thérapeutique in silico. En facilitant et en accélérant I’identification
de nouvelles cibles thérapeutiques, 1’intelligence artificielle ouvre la voie vers de nouvelles

perspectives thérapeutiques, notamment via le repositionnement médicamenteux [469,531,594].

2. Vers une numérisation du patient ?

La numérisation des données est une notion récurrente et essentielle que nous retrouvons a
chaque cas d’usage présenté dans ce manuscrit. En effet, les données d’entrainement doivent
nécessairement étre converties sous forme numérique avant d’étre fournies aux modeles a
entrainer. De facon plus générale, la tendance a numériser les données de santé s’affirme par
souci de tracabilité, de conservabilité, d’interopérabilité, de facilit¢ de stockage et de
transmission [721]. L’extension de cette démarche pourrait mener a terme vers la

démocratisation des jumeaux numériques en santé (figure 120).

Un jumeau numérique désigne une réplique virtuelle d’un objet, processus ou systéme [723].
En s’appuyant sur I’apprentissage automatique, les jumeaux numériques peuvent simuler la
dynamique de fonctionnement de ce qui est répliqué tout au long de son cycle de vie. Appliquée
au contexte clinique, cette technologie serait en mesure de calquer les processus physiologiques
d’un(e) patient(e) a partir de I’ensemble des données numériques disponibles relatives a la santé
de ce/cette patient(e) (imagerie, pathologie numérique, génomique, etc.). L'intérét majeur de
cette technologie résiderait dans la capacité d’automatisation holistique que celle-ci offre pour
un individu, facilitant notamment les diagnostics précoces, les prises en charge en urgence ou

en soins intensifs ou encore I’optimisation des parcours de soins (figure 120) [724,725].
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Cependant, cela impliquerait de centraliser les données de santé d’un(e) patient(e), que celles-
ci soient nombreuses et se rapportent a différents organes [722]. Cette application des jumeaux
numériques pourrait potentiellement devenir, dans un futur hypothétique, I’aboutissement de la

démarche initiée par le dossier médical informatisé/partagé [726].
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Figure 120. Application du concept de jumeau numérique aux patients atteints de sclérose en plaques. MS :
multiple sclerosis (sclérose en plaques) ; pwMS : people with multiple sclerosis (personne atteinte de sclérose en plaques) ;
HCPs : healthcare professionals (professionnels de santé). (Reproduit selon les termes de la licence CC BY 4.0. Auteurs :
Isabel Voigt et coll.) [722]

III. Limites, défis et appréhensions

Nonobstant le potentiel et les bénéfices énumérés, 1’intelligence artificielle n’est pas une
solution universelle et incontestable. Certaines problématiques propres a la santé challengent
ces outils et mettent en lumiere leurs limites actuelles. De plus, leur utilisation dans le cadre
clinique souléve de nombreuses questions d’ordres éthique et juridique [727]. Ce volet a pour
but de présenter succinctement ces limites et défis majeurs ainsi que les appréhensions suscitées

par I’application des intelligences artificielles au diagnostic et a la thérapeutique.
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1. L’applicabilité et la performance en contexte clinique

La premicre question que nous pouvons nous poser est celle de I"applicabilité. Celle-ci est
variable selon la spécialit¢ médicale, la pathologie a diagnostiquer ou a traiter, ainsi que la

technique d’intelligence artificielle sollicitée.

La conception des systémes experts, dont le principe est de calquer le raisonnement d’un expert,
s’appuient sur trois postulats peu voire non applicables au corps humain [259] :
- L’ensemble du fonctionnement de 1’objet d’étude (organe, corps humain) est connu ;
- L’ensemble des problémes potentiels a résoudre (pathologies) ainsi que leurs solutions
(traitements) sont connus ;
- La formulation des ¢léments observables et imputables au probléme (symptomes) ne
peut pas préter a I’équivoque.
Lorsqu’il s’agit d’appliquer les systemes experts au diagnostic et a la thérapeutique, ceux-ci
sont confrontés a la limite tracée par I’étendue des connaissances. De plus, il se pose un
probléme d’ontologie en raison de la subjectivité du langage employé pour désigner les
symptomes (ex. : le terme « malaise »). Certains symptomes sont d’ailleurs par nature subjectifs
car soumis a ’appréciation du/de la patient(e) (ex.: échelle de douleur). Par ailleurs, les
recommandations quant a la pratique des professionnels de sant¢ sont fondées sur un consensus
évoluant au fil de I’émergence des connaissances et leur remise en cause. Cette pratique est,
dans les faits, le résultat de facteurs individuels plus nombreux encore (ex.: ressources
matérielles et humaines a disposition, connaissances et expériences individuelles, atypisme
relatif des patients, dimension psycho-sociale, etc.). Ces variations sont trop nombreuses et

spécifiques pour €tre toutes intégrées au sein d’un systéme expert [261].

L’apprentissage automatique, de par sa nature généralisatrice, ne se préte pas non plus a cette
variabilité. Qui-plus-est, ’apprentissage automatique est également soumis par nature a 1’état
des connaissances puisqu’il s’appuie sur des données d’entralnement. S’ajoute a cela le

probléme de fiabilité¢ des données qui conditionne la qualité¢ de I’entrainement [728].

De fait, a I’heure actuelle, I’intelligence artificielle appliquée au diagnostic est davantage a
rapprocher d’un test diagnostic que d’un assistant capable de prendre en charge la démarche
diagnostique dans sa globalité. Il en va de méme lorsque I’intelligence artificielle est appliquée
a la thérapeutique. Celles-ci n’en demeurent pas moins efficientes sur des taches spécifiques et

bien délimitées (voir section P2.1.). Cependant, 1’évaluation d’un modele d’intelligence
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artificielle a partir d’un jeu de données est-elle suffisante pour préjuger de son efficacité et de
sa sécurité une fois intégrée au contexte clinique [391] ? Nous pouvons supposer que non et
qu’il convient d’évaluer ce modeéle avec les mémes précautions et méthodologies que les tests
diagnostiques et protocoles thérapeutiques, c’est-a-dire en condition expérimentale et clinique

[729].

C’est pourquoi, lorsqu’un modéle vise a étre intégré dans une démarche diagnostique ou
thérapeutique, les modalités de son implémentation dans les usages médicaux devraient étre
pensées dés les premicres phases de conception [730]. Cette réflexion devrait étre menée par
I’équipe de développement de concert avec un échantillon d’utilisateurs finaux. Le pilotage de
cette démarche, ainsi que ses aspects périphériques (interfacage, adhérence de la part des
utilisateurs cibles, pérennité du modele), devraient dans 1’idéal étre confiés a du personnel
spécialisé en sciences de I’implémentation [729]. En outre, encourager la mise en place de
comités et congres sur le sujet pourrait favoriser le développement d’une vision commune au

sein d’une spécialité [731].

Une autre réflexion importante a mener des la conception du projet concerne la disponibilité
des données d’entrée lors de I’utilisation du modele par 1’utilisateur. Les données d’entrée
nécessaires a I’inférence devraient étre, dans I’idéal, limitées en nombre et disponibles au
moment prévu de l’utilisation du modéle (ex.: au sein d’un service de radiologie, une
radiographie pour prédire la présence d’une tumeur cancéreuse) [730,732]. Si un modele est
performant en théorie mais que ses données d’entrée sont trop difficiles a obtenir pour
I’utilisateur (ex. : données génétiques en soins courants) ou trop nombreuses pour la prédiction
souhaitée (ex.: 100 informations a renseigner pour estimer la présence d’une angine
bactérienne), ce modele est inapplicable et/ou peu utile concrétement. Cela constitue une raison
supplémentaire pour laquelle I’implication des acteurs du terrain dans la conception d’un
modele d’intelligence artificielle est essentielle. Dans le cas ou la disponibilit¢ des données
d’entrée serait variable selon les contextes d’utilisation, une solution alternative consiste a
prévoir différents cas de figure pour lesquels I’architecture serait en mesure d’effectuer une
prédiction. Chacun de ces cas de figure correspondrait a des données d’entrée spécifiques,

permettant ainsi une souplesse mais impliquant une variabilité de la performance [730].
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2. L’accessibilité pour les patients et les professionnels de santé

Le second sujet que nous pouvons aborder est celui de ’accessibilité pour les professionnels de

santé et les patients.

Celle-ci dépend en premier lieu des colts et des capacités d’investissement, notamment de la
part des établissements de santé ou professionnels de santé demandeurs, des institutions
publiques, des universités et des entreprises du secteur de la technologie et de la santé [730].
Les cofits de production d’une intelligence artificielle sont généralement €¢levés en raison du
niveau de qualification que cela exige et les cofits liés a I’implémentation ne sont pas non plus
a négliger [733]. S’ajoutent a cela des colts relatifs au traitement des données, tel que la
labellisation qui exige généralement ’expertise d’un ou plusieurs spécialistes [734]. Ces
dépenses peuvent et devraient étre étudiées relativement a I’impact sur la santé publique que le
projet est en mesure de garantir (ex. : évaluation d’impact sur la santé) [735]. Les autorités de
santé peuvent également influencer 1’accessibilité selon la prise en charge ou non, par les
régimes de sécurité sociale, des dispositifs médicaux embarquant un modele d’intelligence
artificielle [736]. Outre leur potentiel d’investissement dans la recherche et le développement
des intelligences artificielles, les universités endossent également la charge d’investir dans la
formation des futurs professionnels de santé a employer ces technologies, comprendre leur

fonctionnement et étre acteurs de leur évolution [737].

En effet, I’accessibilité dépend aussi et surtout de la capacité des professionnels de santé et des
patients a s’approprier ces outils. L’un des leviers fondamentaux est la conception d’interfaces
intuitives et simples d’utilisation pour I’utilisateur final cible (UI/UX design). L’interopérabilité
de cette interface et du modéle qu’il embarque devrait également faire I’objet d’une attention
particuliere. L’ architecture devrait étre pensée pour fonctionner sur le plus de plateformes
possibles et étre adaptable a des formats variés de données (de surcroit si celle-ci est congue
pour analyser des dossiers médicaux). Les déserts médicaux et les pays en voie de
développement sont particulierement concernés par I’interopérabilité en raison de leur acces

limité a du matériel récent [730].
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3. Les données de santé

Comme I’indique chacun des cas d’usage que nous avons présenté, les données de santé sont la
matiére premicre indispensable a la création d’intelligences artificielles appliquées au
diagnostic ou a la thérapeutique. Cela est particulierement vrai en apprentissage automatique,

qui est la tendance majoritaire a I’heure actuelle.

Les données de santé employées en apprentissage automatique devraient donc respecter des
standards de qualité car la qualit¢ des données d’entrailnement conditionne la qualité de
I’entralnement et par conséquent la qualité¢ des prédictions du modéle produit. Les données
utilisées pour évaluer le modele doivent également étre de qualité sans quoi la sélection du
modele le plus performant est biaisée [738]. Schématiquement, la qualité des données peut étre
décomposée selon sept aspects majeurs : exactitude, fiabilité, complétude, pertinence, validitg,
actualité, uniformité [739]. Lorsque 1’apprentissage est supervisé, ce qui est souvent le cas en
diagnostic et en thérapeutique, I’un des enjeux majeurs réside dans la qualité de la labellisation
car celle-ci influence directement la fiabilité de la prédiction [740]. La labellisation devrait donc
s’appuyer exclusivement sur la méthode contemporaine la plus précise pour mesurer
I’information permettant la déduction du label. II existe des modéeles capables de se charger de
la labellisation, leur fiabilité exige cependant d’avoir a disposition des exemples en nombre

suffisant et dont les labels sont fiables [741].

La qualité n’est cependant pas suffisante puisque des données d’entrainement en faible quantité
induisent également des biais potentiels [408]. De fagon générale, il est recommandé d’entrainer
et évaluer un modele d’apprentissage automatique avec une quantité importante de données, et
ce pour les raisons suivantes :

- Plus les données d’entrainement sont nombreuses, plus il est ais¢ pour un modele
d’identifier des tendances et motifs généralisables. Par exemple en apprentissage
supervisg¢, plus le modéle dispose d'exemples labellisés, plus il sera aisé pour celui-ci
d’associer ces tendances et motifs aux différents labels et de généraliser ces
connaissances a de nouvelles données.

- Plus les données d’entrailnement sont nombreuses, plus il est ais¢ pour un modéele de
s’affranchir des biais et imprécisions caractérisant ces données. Cela peut étre
particulierement utile lorsque les données sont trés variables ou imparfaites (ex. :
reconnaissance visuelle ou acoustique).

- Plus le jeu de données destiné a 1I’évaluation est riche, plus celle-ci est précise et fiable.
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Parmi les problématiques induites par un déficit en données, celle du déséquilibre de classes
fait partie des plus connues. Comme son nom I’indique, ce probléme se produit en classification
lorsque le nombre d’exemples est significativement différent pour une ou plusieurs classes au
sein d’un jeu de données (ex. : 10000 photographies de tumeurs bénignes + 100 photographies
de tumeurs malignes). Cela a pour conséquence d’altérer la capacité du modele a détecter les
exemples rares de la classe minoritaire [391]. Plus spécifiquement lorsque ce probléme concerne
un modele entrainé au diagnostic binaire (malade vs. non malade), la spécificité se voit
favorisée au détriment de la sensibilité si le jeu de données comporte moins de cas malade que
de non malade, I’inverse se produit si le jeu de données comporte plus de cas malade que de
non malade [742]. 1l existe différentes méthodes permettant d’atténuer un déséquilibre de
classes (ex.: Synthetic Minority Oversampling Technique), cependant 1’utilisation d’une
quantit¢ de données importante et équilibrée subsiste comme étant la solution offrant les
meilleures perspectives de performance [712].

C’est pourquoi les initiatives de partage (ex. : MIMIC-III) ou de centralisation (ex. : Health
Data Hub) des données sont précieuses et primordiales pour le développement des intelligences

artificielles appliquées au diagnostic et a la thérapeutique [730].

La représentativité¢ des données d’entrainement est ¢galement essentielle pour garantir de
bonnes performances au modele. Les prédictions émises par un modele entrainé uniquement ou
majoritairement sur des données issues d’un groupe spécifique présente le risque d’étre
significative uniquement pour les patients représentés par ce groupe [743,744]. De fait, la
disparité des moyens de collecte et de conservation des données induit un risque d’inéquité
quant a la représentativité des modeles. L entrainement des modeles devrait donc prendre en
considération cette problématique en intégrant dans son jeu de données des exemples issus de
populations variées : différentes zones géographiques, différents systémes de santé, différentes
situations socio-économiques, patients présentant des comorbidités variées, etc. [46]. Dans le
méme esprit, 1’évaluation des modeles devrait comporter une analyse des potentiels biais

discriminatoires [730,745].

Un autre défi majeur posé par les données de santé concerne leur diversité. Celles-ci peuvent
étre de différentes natures (ex. : cliniques, biologiques, socio-démographiques) et se présenter
selon des formats divers (ex. : tableurs, photographies, textes structurés ou non) [272,273]. En
I’occurrence, environ 80% des données patients sont non structurées et sous forme de texte

(ex. : comptes rendus d’examen ou d’hospitalisation) [746]. Rendre exploitables ces données en
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vue d’un apprentissage automatique implique une démarche d’extraction et de structuration qui
est trés chronophage lorsque celle-ci est manuelle [747].

Des méthodes faisant intervenir du traitement du langage naturel peuvent étre employées pour
automatiser I’extraction des informations souhaitées, cependant celles-ci présentent a I’heure
actuelle des performances en dega des exigences [748]. Les algorithmes d’apprentissage non
supervisé sont notamment prometteurs pour cette tiche spécifique [749]. Parallelement, une
réflexion collaborative devrait étre menée quant a la standardisation des dossiers médicaux
informatisés [730].

D’autre part, cette diversité des données de santé est en partie le reflet des démarches
diagnostique et thérapeutique qui s’appuient souvent sur des ¢éléments de différentes natures.
De fait, lorsque cela est pertinent, les modeles devraient étre entrainés de fagon a prendre en

entrée autant de formats de données que nécessaire (apprentissage multimodal) [750].

4. L’explicabilité

L’explicabilité est un sujet trés populaire en intelligence artificielle. Celle-ci s’intéresse aux
causes et au cheminement ayant amené un mod¢le a fournir une prédiction. L’explicabilité
s’appuie notamment sur I’interprétabilité qui désigne la capacité d’une intelligence artificielle
a fournir des justifications pour ses prédictions, autrement dit & mettre en évidence les données

et caractéristiques qui en sont a 1’origine [751].

L’explicabilité est une problématique primordiale pour de nombreuses raisons. Tout d'abord,
en permettant de saisir le fonctionnement d’un mod¢le, I’explicabilité contribue a améliorer et
affiner ce modele. De plus, 1’explicabilité permet de mieux gérer les risques liés a I'utilisation
d'un modgle, en facilitant I’identification de ses limites et des cas spécifiques pour lesquels son
utilisation pourrait ne pas étre appropriée. Enfin, I’explicabilité est également importante pour
des raisons éthiques puisque celle-ci permet aux utilisateurs de mieux comprendre comment les
décisions prises par un modele sont influencées par les données et 1’algorithme qui le sous-
tendent [752]. En outre, des mode¢les a I’interprétabilité démontrée pourraient étre sollicités par

les chercheurs pour tenter d’expliquer des phénomenes mal compris jusqu’alors.
Si I’explicabilité est généralement satisfaisante pour les systémes experts et les algorithmes

d’apprentissage automatique les plus simples (ex. : arbres décisionnels, régression linéaire),

celle-ci devient de plus en plus insaisissable & mesure que les algorithmes se complexifient
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[302]. Notamment, les modé¢les entrainés par un algorithme d’apprentissage profond sont

communément qualifiés de « boites noires » en raison de leur faible explicabilité [753].

En I’occurrence, ce sont les réseaux de neurones profonds qui, a I’heure actuelle, garantissent
les meilleures performances lorsqu’il s’agit d’appliquer I’intelligence artificielle au diagnostic
et a la thérapeutique. Il s’agit cependant de deux disciplines pour lesquels 1’explicabilité est
fondamentalement recherchée [754]. Pour autant, nous n’avons actuellement pas connaissance
de I’ensemble des processus relatifs aux pathologies et aux mécanismes d’actions des
traitements [755]. Le crédit accordé a la sémiologie médicale ainsi qu’aux protocoles
diagnostiques et thérapeutiques se fonde en grande partie sur des démonstrations statistiques
[756]. La question de I’explicabilité en diagnostic et en thérapeutique induit donc une autre
question, toute aussi complexe et irrésolue : sommes-nous disposés a accorder ce méme crédit
a une intelligence artificielle si sa performance est statistiquement et cliniquement démontrée ?
Cette question se pose particulierement pour les décisions relatives a des pathologies ou des
traitements mal connus, lorsque la véracité de la prédiction ne peut pas étre vérifiée ou lorsque

celle-ci contredit le résultat obtenu par d’autres méthodes [75].

Plusieurs pistes sont explorées en vue d’améliorer I’ interprétabilité des intelligences artificielles
[757]. Concernant les systémes experts, les efforts se poursuivent quant a la description des
raisonnements amenant aux décisions suggérées [758]. En apprentissage automatique, la mise
a disposition du niveau de confiance des prédictions est encouragée. Cela se traduit par
I’indication des probabilités de certitude assorties a chaque valeur possible en sortie (ex. : 96%
malade / 4% non malade) [730]. Les méthodes de visualisation, telles que les cartes thermiques,
gagnent également en popularité. En vision par ordinateur, les cartes thermiques peuvent étre
générées sous forme d’une visualisation d’activation de classe ou d’une cartographie de la
saillance. Les cartes de saillance fournissent une représentation chromatique des zones d’intérét
considérées par le modéle pour effectuer sa prédiction (figure 121) [358]. Sur le méme principe,
I’activation de classe permet de visualiser les zones d’une image impliquées dans
I’identification d’une classe lors d’une classification [759]. Générer des cartes de saillance ou
d’activation de classe sur différentes couches d’un réseau de neurones permet de décliner cette
visualisation a la globalit¢ du modéele pour ainsi disposer d’une vue panoramique de 1’analyse
effectuée par celui-ci (figure 122) [760]. En outre, ’approche neuro-symbolique semble étre
une piste prometteuse permettant d’associer la puissance de 1’apprentissage profond avec le

niveau d’interprétabilité des systémes experts (voir section P1.111.3.) [372].
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Figure 122. Exemple de carte de saillance réalisée lors
d’une prédiction de démence a partir d’une image par
résonance magnétique (Reproduit avec la permission de la
revue The Journal of Nuclear Medicine. Auteurs : Felix
Nensa et coll.) [75]

4844 40
o\

-44

R0 36
YooY

Fa o'y

Figure 121. Exemple de cartes de saillance générées
sur différentes couches d'un réseau de neurones lors
d'une prédiction de trouble de la conduite a partir
d’une image par résonnance magnétique. Les couleurs
représentent des scores de contribution a la
classification. (Reproduit avec la permission de I’éditeur
Springer Nature. Auteurs : Jianing Zhang et coll.) [760]

Au-dela des exemples présentés ci-dessus, l'interprétabilité des intelligences artificielles fait

l'objet de recherches intensives. Il est cependant difficile d’envisager si ces efforts parviendront

a suivre la cadence toujours plus rapide des progres réalisés en intelligence artificielle [761,762].

5. Les questions d’ordre éthique

De nombreuses questions éthiques se posent quant a 1I’application des intelligences artificielles

au secteur de la santé. Les opportunités offertes par I’intelligence artificielle ne doivent pas faire

perdre de vue les dangers potentiels qui leur sont inhérents, notamment en cas d’utilisation

abusive [763]. La pratique des professionnels de santé est caractérisée par des codes éthiques

hérités d’une longue tradition, telle que décrite par les serments d’Hippocrate et de Galien, et

enrichis par des codes plus modernes (ex. : Déclaration de Genéeve) [764,765]. Ces valeurs ont

su étre préservées au cours de I’évolution des pratiques, cela ne devrait pas étre différent avec

I’implémentation des intelligences artificielles au sein de celles-ci [766]. Pour ce faire, et afin

de gérer au mieux les défis et les risques, il est important de constamment considérer ces

questions éthiques et de poursuivre la réflexion autour de celles-ci. Dans ce volet, nous
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proposons une synthése des enjeux éthiques majeurs relatifs aux intelligences artificielles

appliquées au diagnostic et a la thérapeutique.

e L’équité [767] : comment s'assurer que ’intelligence artificielle appliquée au diagnostic et
a la thérapeutique soit accessible a tous, que les patients de tous les milieux sociaux et

¢économiques aient acces aux bénéfices qu'elle peut apporter ? (voir section P2.111.1.)

o La relation soignant-patient : comment implémenter 1’intelligence artificielle sans altérer
la relation soignant-patient ?
Appliquée a la robotique, I’intelligence artificielle permet d’attribuer a un robot des
capacités de perception, de décision et d’action [768]. Dans le domaine de la santé, cela
permet par exemple d’assister une chirurgie, et ainsi d’améliorer la précision des gestes
chirurgicaux ou d’opérer a distance [769]. Par ailleurs, les perspectives d’automatisation
des opérations chirurgicales semblent de moins en moins hypothétiques (ex. : robot
chirurgien STAR) [770]. Les prothéeses intelligentes ou encore les robots d’assistance aux
personnes sont d’autres exemples d’application réputées [226,771]. En 2017, une équipe
chinoise met au point le premier robot-médecin (nommé Xiaoyi, signifiant « petit
docteur » en chinois) entrainé a partir d’un million d’images, deux millions de dossiers de
santé électroniques, 53 livres et 400 000 rapports médicaux. En 2018, celui-ci s’avérera
en mesure de réussir I’examen national chinois de médecine avec un score de 456 points
sur 600 [772,773]. Bien que I’utilisation actuelle de Xiaoyi se limite a établir des
prédiagnostics et orienter les patients vers les bons spécialistes, cette initiative pose la
question suivante : souhaitons-nous des programmes qui remplacent ’homme ou des
programmes qui assistent et augmentent les capacités humaines ? L’idée d’un robot
médecin autonome divise car si certains y voient I’opportunité de solutionner la pénurie
de soignants, d’autres poussent la sonnette d’alarme en rappelant que la relation soignant-
patient ne peut se résumer a des actes techniques [774,775]. Dans leur ouvrage Santé et
intelligence artificielle, Bernard Nordlinger et Cédric Villani soulignent quatre qualités
essentielles des soignants dont les intelligences artificielles sont dépourvues: la
compassion, la compréhension, I’esprit critique et la conscience professionnelle [9]. La
dimension empathique propre a la relation soignant-patient est un aspect fondamental de
la démarche diagnostique ou thérapeutique qui ne peut, et ne pourra peut-étre jamais, étre
¢égalée par un programme informatique [776]. En effet, I’empathie permet au soignant de
considérer les préoccupations émotionnelles et les perspectives du/de la patient(e), et ainsi
de mieux saisir les facteurs sociaux et psychologiques qui influencent sa santé. Qui plus

est, cette démarche favorise 1’établissement d’une relation de confiance favorisant la mise
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en place d’un environnement de soins plus positif pour le/la patient(e) [777]. En plagant
I’intérét des patients au centre des priorités, 1’intelligence artificielle telle que nous la
connaissons aujourd’hui semble se préter davantage a assister les professionnels de santé

sur des taches spécifiques et délimitées [766,778].

L’autonomie et la décision médicale : comment intégrer 1’intelligence artificielle dans le
processus de prise de décision médicale tout en préservant I’autonomie des professionnels
de santé ?

Les performances atteintes par les modeles d’intelligence artificielle peuvent exposer leurs
utilisateurs au biais d’automatisation [730]. Ce dernier pourrait amener les professionnels
de santé a accorder excessivement leur confiance aux résultats fournis par les modéles,
endossant ainsi une décision prise a I’aveugle. Pour éviter cela, les professionnels de santé
devraient étre informés des bénéfices et surtout des limites spécifiques aux modeles dont
ils font ’'usage. Ces informations pourraient €tre communiquées par le biais d’une
documentation a I’attention des utilisateurs. La rédaction de celle-ci, afin d’étre accessible
aux utilisateurs cibles, devraient étre le fruit d’une collaboration entre les développeurs et
les professionnels de santé. Cette documentation devrait intégrer, dans la mesure du
possible, des éléments relatifs a I’explicabilité. Globalement, I’explicabilité est 1’élément

central de cette question, ce qui nous ameéne a la question suivante [779].

L’explicabilit¢ des modeles [754] : comment permettre aux modeles d’intelligence
artificielle d’étre plus transparents et compréhensibles, afin que les professionnels de santé
et les patients puissent comprendre leur fonctionnement et comment ils générent leurs

décisions ? (voir section P2.111.4.)

L’évaluation de l'efficacité et de la sécurité [729] : comment évaluer l'efficacité et la
sécurité des modeles employés en diagnostic et en thérapeutique ? Comment s'assurer

qu'ils respectent les standards de rigueur ? (voir section P3.111.2.d.)

Les biais potentiels [745] : comment s'assurer que les modéles employés en diagnostic et
en thérapeutique ne soient pas biaisés, et ne discriminent pas certaines populations ? (voir

section P2.111.3.)

La responsabilité juridique [780] : qui devrait étre tenu responsable en cas d'erreur ou de
décision inappropriée prise par un modele employé en diagnostic ou en thérapeutique ?

(voir section P3.111.4.)
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o La confidentialité des données [781] : comment protéger les données de santé et gérer les

risques de fuites de données ou de piratage ? (voir section P3.1.)

e Les conséquences sur le marché du travail : faut-il s’attendre a ce que I’intelligence
artificielle appliquée au diagnostic et a la thérapeutique ait des répercussions sur le marché
du travail ? Auquel cas, comment s'assurer que les personnes perdant leur emploi soient
adéquatement formées et réintégrées professionnellement ?

L'une des préoccupations majeures de ce début du 21°™ siécle concerne 1’évolution du
marché du travail due a ’automatisation permise par l’intelligence artificielle. Les
¢conomistes avancent que, a I’instar de la révolution industrielle, nous pourrions
potentiellement assister a un transfert d’emplois en masse plutot qu’a une forte hausse du
chomage [782]. Cette refonte présupposée des pratiques professionnelles pourrait
particuliérement s’appliquer au secteur de la santé. La tendance démographique actuelle
(croissance démographique associée a la hausse de I’espérance de vie et au vieillissement
de la population) laisse entrevoir une hausse des besoins en personnels soignants [783,784].
L’intelligence artificielle pourrait donc se présenter comme un appui permettant aux

soignants de prendre en charge davantage de patients (voir section P2.11.1.) [711].

Ces questions n’explorent pas exhaustivement 1’ensemble des conséquences potentielles qui,
pour certaines, relévent de la futurologie et/ou sont imprévisibles [785]. Les réflexions qu’elles
engagent n’en demeurent pas moins importantes a mener car, du point de vue de la santé
publique, les bénéfices et opportunités offertes par 1’intelligence artificielle sont résolument a

I’ordre du jour [375].

6. Le cadre réglementaire et juridique

Toutes ces questions éthiques amenent naturellement a considérer la nécessité d’un cadre
réglementaire et juridique [786]. Il s’agit de 1'un des défis majeurs relatifs a I’intelligence
artificielle appliquée au diagnostic et a la thérapeutique car ce cadre doit étre apte a limiter au
possible les dangers et mésusages sans entraver outre mesure 1’évolution des pratiques
médicales pouvant bénéficier aux patients. Celle-ci devrait donc reposer sur une évaluation
scrupuleuse du rapport bénéfice/risque ainsi que sur une surveillance continue. Le volet suivant
s’attachera a présenter ces aspects tels qu’ils sont appliqués actuellement et a proposer des pistes

d’amélioration.
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PARTIE 3 : Evaluation et réglementation des intelligences

artificielles appliquées au diagnostic et a la thérapeutique

Qu’il s’agisse des lois visant a protéger les données personnelles ou du cadre réglementaire
concernant la mise sur le marché, la réglementation des intelligences artificielles appliquées a
la santé est variable d’un pays a l’autre. Il en va de méme pour I’évaluation des modeles
d’intelligence artificielle dont les pratiques ne sont pas standardisées [787]. Au cours de ce volet,
nous tenterons de présenter une synthése des exigences réglementaires au sein de I’Espace
économique européen (EEE) et des méthodes a privilégier lors de 1’évaluation d’une

intelligence artificielle appliquée au diagnostic ou a la thérapeutique.

I. Réglementation relative aux données de santé

1. Pourquoi est-il important de réglementer les données de santé ?

La question de la réglementation des données est fondamentale en intelligence artificielle
puisque celles-ci sont omniprésentes tout au long du cycle de vie d’un modéle, en particulier
en apprentissage automatique (figure 123). En effet, la production d’un modele nécessite a
minima de collecter, conserver et traiter des données afin d’entrainer, d’évaluer et d’utiliser ce
modele [46,788]. Leur encadrement est une préoccupation majeure lorsqu’il s’agit de données

de santé, et ce pour plusieurs raisons.
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Figure 123. Cycle de vie d'un modéle d'apprentissage automatique.
DB : database (base de données) ; ML : machine learning (apprentissage automatique). (Reproduit avec la permission de
D’éditeur Elsevier. Auteurs : P. Ignacio Dorado-Diaz et coll.) [46]

Tout d’abord, il s’agit de données a caractére personnel dont la divulgation ou 1’absence
d’anonymisation peut porter atteinte a la vie privée du/de la patient(e). Il est a noter que les
données de santé sont sujettes au risque de réidentification indirecte, c’est-a-dire a
I’identification de la personne par recoupement, par exemple a partir de la date a laquelle se
produit un événement sanitaire ou un acte de soins spécifique. L’anonymisation doit donc tenir

compte de cela et s’appuyer sur une méthodologie robuste [789].

Veiller a ce qu’aucune atteinte ne soit portée a la vie privée des patients permet notamment de
prévenir les usages déléteres ou pernicieux. Les données de santé sont qualifiées de données
sensibles car celles-ci peuvent informer au sujet de 1’état de santé d’une personne physique
[790]. En cas de fuite accidentelle, vol ou partage non autorisé a des tiers, ces informations

peuvent étre exploitées a des fins commerciales (ex. : systémes de recommandation), politiques

212



et militaires (ex.: stratégies selon 1’¢tat de santé des dirigeants), criminelles (ex. :
hamegonnage) ou par des organismes a but lucratif (ex. : discriminations par les assurances ou
par les banques) [781]. Ces utilisations peuvent donc exposer les patients, et dans une plus large

mesure les populations, a des risques considérables.

Un usage ¢éthique et strictement encadré par la loi est, de fait, nécessaire a la préservation de la
confiance accordée par les patients a la recherche et aux innovations telles que les intelligences
artificielles. La réglementation des données de santé peut également favoriser leur qualité en
imposant des normes de collecte, de stockage et de partage. Ainsi, ce cadre réglementaire est
en mesure d’accroitre la quantité et la qualité des données collectées, et par ce biais de

promouvoir I’innovation.

Pour ces différentes raisons, les données de santé doivent faire I’objet d’une réglementation

visant a assurer leur confidentialité, leur sécurité, et a circonscrire leur utilisation et leur partage.

2. Les réglementations en vigueur

Si certains états ne disposent, a I’heure actuelle, d’aucune réglementation concernant la
protection des données, d’autres ont mis en place des législations plus ou moins exigeantes et
applicables a I’international. Qu’en-est-il des états les plus investis dans la production

d’intelligences artificielles ?

Le journal Tortoise propose un classement positionnant 62 pays selon un indice nommé Global
Al Index. Leur analyse se fonde sur 143 indicateurs relatifs a I’investissement, 1’innovation et
I’implémentation des intelligences artificielles au sein de chacun des pays inclus. Selon le
Global Al Index (avril 2023), les 20 pays les plus avancés en mati¢re d’intelligence artificielle

sont les suivants (tableau 1) [791] :
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Tableau 1. Classement des 20 pays les plus avancés en matiere d’IA selon le Global AI Index (avril 2023)

Rang Pays Autorité de protection des données Réglementation
) Etats-Uni Département de la Santé et des Services sociaux (United Loi sur la transférabilité et la responsabilité de I'assurance maladie
tats-Unis
States Department of Health and Human Services) [792] (Health Insurance Portability and Accountability Act) [793]
Administration du cyberespace de Chine (/%A fCHAIE/F | Loi sur la protection des informations personnelles ( /#/77£ N [E4£
2 Chine
F LI (G 670 2 %) [194] FIE A MG ERT7%) [795]
Bureau du Commissaire a l'information (Information Réglement général sur la protection des données au Royaume-Uni
3 Royaume-Uni )
Commissioner's Office) [796] (United Kingdom General Data Protection Regulation) [797]
Loi sur la protection des renseignements personnels et les
Commissariat a la protection de la vie privée du Canada )
4 Canada documents électroniques (Personal Information Protection and
(Office of the Privacy Commissioner of Canada) [798]
Electronic Documents Act) [799]
Autorité de protection de la vie privée (7107577 172 M) ) ) o
5 Israél [800] Loi sur la protection de la vie privée (nrv79;7 n27 2117) [801]
6 Si Commission de protection des données personnelles Loi sur la protection des données personnelles (Personal Data
ingapour
(Personal Data Protection Commission) [802] Protection Act) [803]
Commission de protection des informations personnelles Loi sur la protection des informations personnelles (// [/ /7 [
7 Coré¢eduSud |
(OO00 00000 ) [804] [ 1717) [805]
Autorité de protection des données (Autoriteit
8 Pays-Bas Reglement Général sur la Protection des Données [807]
Persoonsgegevens) [806]
Commission fédérale de la protection des données
9 Allemagne (Bundesbeauftragte fiir den Datenschutz und die Réglement Général sur la Protection des Données [807]
Informationsfreiheit) [808]
10 France Commission nationale de l'informatique et des libertés [809] Réglement Général sur la Protection des Données [807]
) Bureau du commissaire australien a l'information (Office of ) o
11 Australie Loi sur la confidentialité¢ 1988 (Privacy Act 1988) [811]
the Australian Information Commissioner) [810]
Commission de controle des données (Data Protection )
12 Irlande Réglement Général sur la Protection des Données [807]
Commission) [811]
) Office de protection des données (Tietosuojavaltuutetun )
13 Finlande Réglement Général sur la Protection des Données [807]
toimisto) [812]
14 Danemark Agence de protection des données (Datatilsynet) [813] Réglement Général sur la Protection des Données [807]
15 Luxembourg Commission nationale pour la protection des données [814] Réglement Général sur la Protection des Données [807]
Commission de protection des informations personnelles (72 Loi sur la protection des informations personnelles (/A /& # 7>
16 Japon ) ) :
N IF#HR#ZHZ) [815) RAEIZB T 5% 7P [816]
. Ind Loi sur les technologies de l'information, 2000 (Information
nde
Technology Act, 2000) [817]
) Préposé fédéral a la protection des données et a la ) )
18 Suisse Loi fédérale sur la protection des données [819]
transparence [818]
Autorité de protection des données )
19 Suede Reéglement Général sur la Protection des Données [807]
(Integritetsskyddsmyndigheten) [820]
Bureau du Commissaire a la protection des données Ordonnance sur les données personnelles (vie privée) (#ANA & #F
20 Hong Kong

personnelles (A ZHIEIEFEELE) [821]

(B2 1£17) [822]
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La réglementation la plus représentée au sein de ce classement est celle du Reglement Général
sur la Protection des Données (RGPD), celui-ci concerne I’ensemble de I’EEE depuis le 25
mai 2018. Le RGPD s’applique a toute organisation publique ou privée, établie sur I’EEE ou
ayant une activité ciblant ses résidents, dés lors que cette organisation traite des données
personnelles [807]. Le RGPD doit également s’appliquer aux sous-traitants tels que les services
de stockage et de traitement en ligne (cloud) de plus en plus communément employés dans le
cadre de I’intelligence artificielle en raison des capacités de stockage et puissances de calcul

que ces services offrent [823].

Le RGPD définit les données de santé comme suit: « Les données a caractére personnel
concernant la santé sont les données relatives a la santé physique ou mentale, passée, présente
ou future, d’une personne physique (v compris la prestation de services de soins de santé) qui
réevelent des informations sur ’état de santé de cette personne. ». Cette définition large englobe
non seulement les données de santé par nature (ex.: antécédents médicaux, résultats
d’examens), les données employées a des fins médicales, mais également les données a partir
desquelles il est possible de déduire une information sur 1’état de santé d’un individu par
croisement (ex. : les apports caloriques d’un individu dont le poids serait connu) [824]. Vis-a-
vis des données de santé, le RGPD impose un certain nombre d’exigences que nous pouvons

synthétiser comme suit (figure 124) :

- Les finalités de la collecte, du traitement et/ou du transfert de ces données doivent étre
spécifiques et légitimes (ex. : but diagnostic ou thérapeutique, recherche jugée éthique,
santé publique). La quantité et la nature des données collectées doivent étre minimisées
a ce qui est nécessaire selon I’objectif défini [825].

- Les personnes dont les données de santé ont été recueillies doivent en étre informées et
donner leur consentement explicite pour leur collecte, leur traitement et/ou leur transfert,
excepté dans certains cas de figure spécifiques (ex.: traitements nécessaires a la
sauvegarde de la vie humaine). Le consentement exprimé doit étre libre, spécifique,
éclairé et univoque. Les personnes concernées peuvent a tout moment revenir sur leur
consentement [826].

- Les personnes concernées disposent d’un droit d'acces, de portabilité, de rectification,
d'effacement, de limitation ou d’opposition au traitement de leurs données de santé [827].

- Des mesures de sécurité appropriées doivent étre mises en place afin de protéger ces
données contre la perte, le vol ou l'acces non autorisé. Ces mesures doivent étre adaptées
aux risques inhérents au traitement: controle d’accés des utilisateurs, tragabilité,

sauvegarde et chiffrement des données, etc. De plus, les organisations sont tenues
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d’informer les personnes concernées de tout incident de sécurit¢ impliquant leurs
données. [828]

- Un(e) délégué(e) a la protection des données doit étre nommé(e) par chaque organisation
collectant, traitant ou transférant des données. II/Elle est chargé(e) de s'assurer que les
dispositions du RGPD sont respectées par 1’organisation au sein de laquelle il/elle exerce
[829].

- Une analyse d’impact relative a la protection des données doit étre effectuée lorsque des
données de santé sont collectées, traitées et/ou transférées. Celle-ci doit comprendre une
description détaillée du traitement mis en ceuvre, une évaluation de la nécessité et de la

XXX1

proportionnalité™* concernant les principes et droits fondamentaux (volet juridique)
ainsi qu’une étude des risques sur la sécurité des données et leurs impacts potentiels sur
la vie privée (volet technique) [831].

- Toute organisation traitant des données doit tenir un registre recensant I’ensemble des
traitements mis en ceuvre. Celui-ci doit préciser le nom et les coordonnées du responsable
du traitement, les finalités du traitement, les catégories d’individus concernés, les
catégories de données personnelles, les catégories des parties prenantes, les transferts de

données, la durée de conservation des données, ainsi qu’une description des mesures de

sécurité mises en place [832].

En revanche, le RGPD n’impose pas 1’anonymisation des données. L’anonymisation désigne
I’action de rendre des données parfaitement anonymes, c’est-a-dire sans aucune possibilité
d’identification de la personne méme indirectement et ce de fagon irréversible. En ce sens,
I’anonymisation est a distinguer de la pseudonymisation. Le RGPD ne s’applique donc pas
lorsque les données sont anonymisées, car I’anonymisation garantit par essence le respect de la
vie privée des personnes concernées [833]. De méme, le RGPD ne s’applique pas lorsque le
traitement concerne des données de santé a 1’usage exclusif de la personne concernée (ex. :
stockage et utilisation de données de santé par une application en local, sans partage de ces

données) [824].

xxi Dans le contexte d’une analyse d’impact, la proportionnalité désigne le principe selon lequel les mesures
doivent étre adaptées et équilibrées en fonction de I’ampleur du projet, des avantages attendus ainsi que des cotits
ou des inconvénients potentiels qu'elles pourraient engendrer. [830]
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Figure 124. Synthése des questions a se poser pour chaque nouveau traitement de données de santé (CNIL)
[826]
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L’ensemble de ces exigences s'applique de la méme fagon a I’emploi des données de santé en
intelligence artificielle, avec quelques subtilités a prendre en compte [834]:

- La phase d’apprentissage du mod¢le et la phase de production (déploiement du modele)
doivent étre considérées séparément au regard du RGPD. En effet, un assouplissement
vis-a-vis du volume et de la diversit¢ des données peut étre envisagé durant la phase
d’apprentissage dans la mesure ou celle-ci est d’autant plus favorisée que la quantité de
données est importante. De plus, la phase d’apprentissage comporte une dimension
expérimentale, la nature des données pertinentes a étre exploitées peut étre déterminée
lors de cette phase. A I’inverse, la phase de production doit étre soumise a des contraintes
plus strictes quant au traitement en limitant celui-ci aux données avérées indispensables
a I’issue de la phase d’apprentissage.

- Des mesures de sécurité spécifiques aux intelligences artificielles doivent &tre mises en
ceuvre, notamment contre les méthodes d’extraction d’information a partir des modeles
(ex. : attaques par inférence d’appartenance, par exfiltration de modele ou par inversion
de modele). La capacité¢ de détecter ces attaques doit également étre assurée afin de
pouvoir, le cas échéant, procéder au retrait du modele en question et notifier la violation
de données aux autorités compétentes ainsi qu’aux personnes concernées.

- Un protocole d’évaluation rigoureux doit étre élaboré et appliqué. Cette évaluation doit
porter sur le modele en lui-méme, sur les risques de dérive de celui-ci au cours du temps

(ex. : biais discriminatoires) et sur ses performances une fois déployé.

En somme, le RGPD vise a renforcer les droits des personnes, a responsabiliser les acteurs
traitant des données et a crédibiliser la régulation en renforgant la coopération transnationale.
Chaque pays membre de I’EEE pour lequel s’applique le RGPD dispose d’une autorité
nationale de protection des données, dite « cheffe de file », chargée de s’assurer de la
conformité des organisations vis-a-vis de ces exigences (voir tableau 1). En harmonisant la
réglementation au niveau européen, le RGPD permet aux autorités nationales cheffes de file
d’émettre des décisions valables dans I’ensemble de ’EEE. En pratique, si une organisation est
établie dans un pays membre de I’EEE et souhaite collecter, traiter ou transférer des données
concernant des résidents de I’EEE, celle-ci doit soumettre son projet a son autorité nationale
cheffe de file qui doit émettre une décision quant a 1’autorisation du projet. Dans le cas ou le
projet est transnational, ’autorité cheffe de file référente se concerte avec 1’ensemble des
autorités cheffe de file des pays concernés avant d’émettre sa décision. Ce systéme de guichet
unique simplifie les démarches des organisations qui, lorsque leur projet concerne un ou

plusieurs pays membres de I’EEE, peuvent désormais s’adresser directement a I’autorité cheffe
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de file de leur pays. De méme, les personnes concernées peuvent soumettre leurs plaintes a
’autorité cheffe de file de leur pays méme si celles-ci concernent une organisation établie dans
un pays étranger, au sein de I’EEE ou non car le RGPD s’applique également aux organisations
présentes hors de I’EEE souhaitant collecter, traiter ou transférer des données concernant des

résidents de I’EEE [835].

De fait, le RGPD est per¢u comme étant un modele en tant que réglementation internationale
de protection des données a caractére personnel. Les organisations de la société civile et les
experts en protection des données ont notamment salué son approche globale et ses exigences
¢levées en maticre de transparence, de responsabilité et de sécurité des données [836]. Le RGPD
fait d’ailleurs office de référence pour de nombreux pays qui s’en sont inspirés pour améliorer

leur réglementation nationale (ex. : Qatar, Brésil, Nouvelle-Z¢lande) [837].

En se plagant du point de vue du RGPD, la Commission européenne considére six niveaux de
protection des données distinguant les différents pays du monde (figure 125) [838] :

- Pays membres de I’EEE, c'est-a-dire les 27 Etats membres de 1'Union européenne
auxquels s’ajoutent la Norvege, le Liechtenstein et 1'Islande. Il s’agit des pays pour
lesquels la protection des données est encadrée par le RGPD.

- Pays reconnus comme adéquats par la Commission européenne, tels que le Royaume-
Uni, Israél, la Corée du Sud, le Japon ou encore la Suisse. Il s’agit des pays tiers (hors
EEE) dont la législation ou/et les engagements internationaux offrent un niveau de
protection des données comparable a celui du RGPD. Les transferts de données a
caractere personnel entre les pays adéquats et les pays membres de I’EEE peuvent étre
effectués sans nécessiter d’autorisations ou d'encadrements supplémentaires [839,840].

- Pays en adéquation partielle, tels que le Canada. Il s’agit des pays tiers reconnus comme
adéquats par la Commission européenne uniquement pour certains traitements
spécifiques (ex. : les traitements réalisés dans le cadre d’activités commerciales entre le
Canada et I’EEE ne nécessitent pas d’encadrement spécifique). Les traitements ou
transferts sortant de ce périmeétre spécifique doivent faire 1’objet d’autorisations ou
d'encadrements supplémentaires lorsqu’ils sont opérés au sein d’un pays en adéquation
partielle et qu’ils concernent des données a caractere personnel provenant de I’EEE.

- Pays disposant d’une autorité indépendante et de lois, tels que les Etats-Unis, 1’ Australie
ou Hong Kong. 11 s’agit des pays tiers non reconnus comme adéquats par la Commission
européenne mais disposant néanmoins d’une législation nationale en maticre de

protection des données personnelles et d'une autorité de protection des données
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reconnues par la Global Privacy Assembly. Les traitements ou transferts de données a
caractére personnel provenant de I’EEE doivent faire 1’objet d’autorisations ou
d'encadrements supplémentaires lorsqu’ils sont opérés au sein de ces pays.

- Pays disposant d’une législation, tels que la Chine, Singapour ou I’Inde. Il s’agit des pays
tiers non reconnus comme adéquats par la Commission européenne mais disposant
néanmoins d’une législation générale sur la protection des données personnelles ou de
dispositions spécifiques. Les traitements ou transferts de données a caractére personnel
provenant de I’EEE doivent faire [’objet d’autorisations ou d'encadrements
supplémentaires lorsqu’ils sont opérés au sein de ces pays.

- Pays ne disposant d’aucune législation, tels que la Lybie, le Venezuela ou le Cambodge.
Il s’agit des pays tiers non reconnus comme adéquats par la Commission européenne et
ne disposant pas d’une législation ou de dispositions spécifiques concernant la protection
des données personnelles. Les traitements ou transferts de données a caractére personnel
provenant de I’EEE doivent faire I’objet d’autorisations ou d'encadrements spécifiques

lorsqu’ils sont opérés au sein de ces pays.

Pays membre de I'UE ou de I'EEE
Pays adéquat
Pays en adéquation partielle

B Autorité indépendante et loi(s) ¥

Avec égislation
Pas de loi

La protection des données
dans le monde

Cliquer sur un pays de la carte pour afficher
le détail ..

oA

5

- : ¥

U ' /
T Leaflet | ® OpenStreetMap contributors, CNIL Datas protection around the world (15/11/2022)

Figure 125. La protection des données dans le monde (CNIL) [838]

Le mod¢le international de réglementation quant a la protection des données personnelles, dont
la forme la plus aboutie actuellement est celle du RGPD, est I’une des pierres angulaires de
I’intelligence artificielle éthique. En favorisant la coopération et le transit de données, cette

approche réglementaire permet d’élargir leur collecte a une population plus large en termes de
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quantité¢ mais également de représentativité. Par extension, cela est susceptible d’accroitre la
qualité des modeles produits en réduisant notamment les biais discriminatoires. De surcroit, des
standards juridiques élevés en matiére de transparence, sécurité et responsabilité assurent que
cette performance n’est pas obtenue au détriment de la vie privée des personnes concernées, de
leur droit a I’information ou de leur consentement. Néanmoins, au vu de 1’absence de
réglementation vis-a-vis de la protection des données personnelles dans de nombreux pays ainsi
que des discordances entre certaines réglementations (ex. : article 48 du RGPD et CLOUD Act),
des défis persistent [841]. Les efforts de globalisation et de conciliation des réglementations

sont donc a poursuivre.

II. Evaluation des modéles

L’évaluation occupe une place prépondérante durant le cycle de vie d’'un mode¢le d’intelligence
artificielle. Il est capital de soigner 1’évaluation car la qualit¢ de son exécution conditionne
I’efficacité de ’intelligence artificielle produite. En s’appuyant sur des métriques adaptées a la
finalité, évaluer les modeles permet d’ajuster au mieux les conditions d’apprentissage et ainsi
d’optimiser les performances des mode¢les retenus en dernier lieu. Cette démarche peut se
décomposer en trois étapes inter-communicantes : choix et calcul des métriques, ajustement des
conditions d’apprentissage, sélection du ou des modeles a retenir [46]. Au cours de ce volet,
nous traiterons ces trois étapes en nous focalisant sur le cas des modeles obtenus a I’issue d’un
apprentissage supervisé¢ car il s’agit du type d’apprentissage le plus largement employé en

diagnostic et en thérapeutique.

1. Qu’est-ce qu’un modéle idéal ?

Il convient tout d’abord de définir ce qui est considéré comme étant un bon ou un mauvais
modele. La qualité d’un modele est communément définie par son ajustement vis-a-vis de ses
données d’entrainement. Schématiquement, un modele peut étre caractérisé par trois états que
nous allons développer : le sous-apprentissage, le sur-apprentissage ou I’ajustement optimal

[842].

a. Le sous-apprentissage

Employer le terme « sous-apprentissage » (ou sous-ajustement) pour désigner un modele

prédictif signifie que celui-ci s’ajuste insuffisamment aux données d’entrainement (figure 126).
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Autrement dit, le modéle en question peine a identifier des corrélations entre les variables
prédictives d’entrée (X) et la variable cible a prédire (). Cela a pour conséquence d’affecter la
capacité du modele a généraliser et donc a fournir des prédictions justes, que ce soit a partir de
données qu’il connait ou de données auxquelles il n’a pas été¢ exposé durant son entrainement.
Plus un mod¢le sous-apprend, plus ses prédictions sont susceptibles d’étre biaisées (erreurs

systématiques et indépendantes du nombre d’observations) [302].
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Figure 126. Exemple de modéle de classification ayant sous-appris

Le sous-apprentissage s’évalue avec la qualité des prédictions du modéle vis-a-vis de ses
données d’entrainement. En général, un mod¢le est considéré comme ayant sous-appris lorsque
celui-ci est peu performant pour prédire la variable cible de ses données d’entrainement. La
notion de sous-apprentissage est cependant trés subjective, les performances mesurées doivent
étre comparées a une valeur de référence (ex. : modeles similaires préexistants ou performances

atteintes par un test diagnostic) [843].

Les causes possibles du sous-apprentissage sont les suivantes [843]:
- Le modele est trop simple et considére excessivement les déviations comme étant du
bruit ;
- Les variables d’entrainement ne sont pas suffisamment nombreuses ;
- Laqualité des données d’entrainement n’est pas suffisante (ex. : attrition ; sous-effectifs

trop faibles).

Plusieurs solutions peuvent étre envisagées pour atténuer le sous-apprentissage [843] :

- Entrainer davantage le modele ;
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- Utiliser un algorithme d’apprentissage et/ou des hyperparametres & méme de produire
un modele plus complexe (ex. : réduction de la régularisation) ;
- Augmenter le nombre de variables d’entrainement ;

- Améliorer la qualité des données d’entrainement.

Remarque : la complexité d’un mode¢le fait référence aux parametres considérés par le modele
pour effectuer sa prédiction. Plus les parameétres d’un modéle sont nombreux et étendus, plus
celui-ci est jugé complexe [844]. Les parametres d’un modele ne sont pas a confondre avec les
hyperparametres. Les seconds concernent les algorithmes d’apprentissage et peuvent étre
sélectionnés avant I’entrainement (ex. : le nombre de voisins pour un algorithme de k-NN),
tandis que les premiers sont intrinséques au modele en lui-méme et se définissent au cours de
I’entrainement. Nous pourrions presque affirmer que les paramétres d’un modele sont le
modele. Ils désignent par exemple les coefficients caractérisant une régression linéaire ou

encore les poids d’un réseau de neurones [845].

b. Le sur-apprentissage

Employer le terme « sur-apprentissage » (ou sur-ajustement) pour désigner un modele prédictif
signifie que celui-ci s’ajuste excessivement aux données d’entrainement (figure 127).
Autrement dit, le modéle prend en compte a la fois les corrélations généralisables mais
¢galement les fluctuations aléatoires que comportent les données d’entrainement. Cela a pour
conséquence d’affecter la capacité du modele a généraliser et donc a fournir des prédictions
précises a partir de données auxquelles il n’a pas été expos¢é durant son entrainement. Plus un
modele sur-apprend, plus ses prédictions sont susceptibles d’étre sujettes a une forte variance

(erreurs aléatoires et d’autant plus importantes que le nombre d’observations est faible) [302].

® Tumeur bénigne
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Figure 127. Exemple de modéle de classification ayant sur-appris
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Le sur-apprentissage est une notion beaucoup plus objective. Celui-ci s’évalue a la différence
de qualité selon que les prédictions du modele concernent des données de validation (que le
modele ne connait pas) ou ses données d’entrainement. En pratique, un modele est considéré
comme ayant sur-appris lorsque ses performances de prédiction avec ses données

d’entrainement sont éloignées de celles obtenues avec des données de validation [843].

Les causes possibles du sur-apprentissage sont les suivantes [843] :
- Le modéle est trop complexe (nombre trop important de parameétres) et n’ignore pas
suffisamment les déviations ;
- Les données d’entrainement comportent trop de bruit ;
- Les variables d’entrailnement sont trop nombreuses ;
- La quantité des données d’entrainement est insuffisante ;
- La qualité des données d’entrainement est insuffisante (ex. : attrition ; sous-effectifs

trop faibles).

Plusieurs solutions peuvent étre envisagées pour atténuer le sur-apprentissage [843] :

- Ecourter I’entrainement du mode¢le (early stopping) ;

- Utiliser un algorithme d’apprentissage et/ou des hyperparametres & méme de produire
un modele moins complexe (ex. : régularisation, pruning) ;

- Diminuer le nombre de variables d’entrainement ;

- Augmenter la quantité des données d’entrainement par le nombre d’observations ou
artificiellement (ex. : augmentation de données) ;

- Améliorer la qualité des données d’entrainement ;

- Adopter une approche ensembliste (ex. : bagging, boosting).

c. L’ajustement optimal

Au cours d’un apprentissage automatique, les parametres du modele entrainé s’ajustent petit a
petit aux données d’entrainement. Durant ce processus, le biais des prédictions du modéle
diminue tandis que leur variance augmente. Cela a pour effet, dans un premier temps, de
diminuer I’erreur du modéle a la fois vis-a-vis des données d’entrainement mais aussi de
données inconnues du modele. Jusque-1a, le modéle est qualifi¢ de sous-ajusté (figure 128)

[315].
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Dans un second temps, apres le point de complexité optimale, I’erreur relative aux données
d’entrainement poursuit sa baisse tandis que I’erreur relative a des données inconnues entame
sa croissance. A partir de cette inflexion, plus le mod¢le sera entrainé plus celui-ci sera sur-

ajusté (figure 128) [315].

Underfitting Overfitting
A <——— High bias Optimal model . _
Low variance complexity High variance ———

Low bias —

Training error
Testing error

- - Bias ————
Variance

Prediction Error

Low Model complexity High

Figure 128. Illustration de I'évolution de I'ajustement au cours de l'entrainement d'un modéle (Reproduit
avec la permission de I’éditeur Springer Nature. Auteur : Alaa Tharwat) [315]

Entre les deux états décrits ci-dessus se trouve I’ajustement optimal (figure 128). Celui-ci
correspond a un modele ne souffrant ni de sous-apprentissage ni de sur-apprentissage, dont le
biais et la variance sont donc minimisés. Le challenge majeur en apprentissage automatique est
de parvenir a générer des modeles se rapprochant le plus possible de cet état d’ajustement

optimal [315].

2. Métriques usuellement employées en apprentissage supervisé

La démarche d’optimisation de 1’ajustement ne peut étre menée sans mesurer I’erreur du modele
entrainé et cette mesure de I’erreur repose sur le calcul de métriques. Les métriques a employer
différent selon notamment qu’il s’agisse d’un probléme de classification ou de régression, ou

selon la finalité du modeéle.
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a. Métriques employées en classification

Les métriques les plus couramment employées pour évaluer un modele de classification sont

les suivantes :

- L’exactitude (ou accuracy), qui désigne le taux de prédictions correctes parmi
I’ensemble des prédictions effectuées par le modele. L’exactitude se calcule comme ceci

[618,662]:

Vrais positifs + Vrais négatifs
Vrais positifs + Vrais négatifs + Faux positifs + Faux négatifs

Exactitude =

Celle-ci est d’autant plus informative que les différentes classes sont équilibrées.

- La sensibilité (ou recall), qui désigne le taux d’identifications positives correctement
prédites par le modeéle parmi I’ensemble des cas réellement positifs. D’un point de vue
médical, il s’agit de la probabilité qu’un résultat de test soit positif lorsque la pathologie
recherchée est réellement présente chez le/la patient(e). Dans le cadre d’une
classification binaire, la sensibilité se calcule comme ceci [558,618,662] :

Vrais positifs
Sensibilité = P f

Vrais positifs + Faux négatif's

En pratique, il est pertinent de privilégier la sensibilité lorsque les colits associés aux
faux négatifs sont tres €levés par rapport aux colts associés aux faux positifs (ex. :
dépistage de masse d’une pathologie infecticuse ayant un taux de reproduction

important) [846].

- La valeur prédictive positive (ou precision), qui désigne le taux d’identifications
positives correctes parmi I’ensemble des identifications positives effectuées par le
modele. D’un point de vue médical, il s’agit de la probabilité qu’un résultat de test
positif indique la présence réelle chez le/la patient(e) de la pathologie recherchée. Dans
le cadre d’une classification binaire, la valeur prédictive positive se calcule comme

ceci [558,618,662] :

3 Vrais positifs Sensibilité x Prévalence
Valeur préd.pos.= - — — = 0 ~ VIS, .
Vrais positifs + Faux positifs Sensibilité x Prévalence + (1 — Spécificité)(1 — Prévalence)

Sa valeur dépend non seulement de la qualité du test évalué mais également de la

prévalence de la pathologie recherchée.

- Le F-score (ou F-measure), qui correspond a la moyenne harmonique de la sensibilité
et de la valeur prédictive positive [386]. Celle-ci permet d’exprimer une synthese de ces
deux métriques sous la forme d’un rapport moyen pouvant éventuellement étre pondéré

en faveur de la sensibilit¢ ou de la valeur prédictive positive. Dans le cadre d’une
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classification binaire, le calcul du F-score se décline en deux formules différentes selon

qu’une pondération (/) soit appliquée ou non [618,662] :

1 _ 2 x Vrais positifs _ sensibilité x valeur préd.pos.
score = 2 x Vrais positifs + Faux positifs + Faux négatifs X Sensibilité + valeur préd.pos.
1+ %) x Vrais positifs sensibilité x valeur préd.pos.
FB — score = a+5) positif 1+ 8%)x pred.p

" (1 + B?) x Vrais positifs + Faux positifs + B2 x Faux négatifs = sensibilité + (B2 x valeur préd.pos.)

En utilisant une valeur x pour f, cela attribue x fois plus de poids a la sensibilité au
détriment de la valeur prédictive positive. L’emploi des moyennes harmoniques, telles

que le F-score, est trés répandu en apprentissage automatique.

Lorsque 1’évaluation porte plus spécifiquement sur des modéles a vocation diagnostique ou

thérapeutique, il est recommandé de faire intervenir les métriques suivantes [46] :

La spécificité, qui désigne le taux d’identifications négatives correctement prédites par
le modele parmi I’ensemble des cas réellement négatifs. D un point de vue médical, il
s’agit de la probabilité qu’un résultat de test soit négatif lorsque la pathologie recherchée
est réellement absente chez le/la patient(e). Dans le cadre d’une classification binaire,

la spécificité se calcule comme ceci [558,618,662] :

Vrais négatif's

Spécificité = Vrais négatifs + Faux positifs

L’emploi de la spécificité comme métrique d’évaluation est trés répandu en recherche
clinique, en association avec la sensibilité. En pratique, il est pertinent de privilégier la
spécificité lorsque les colits associés aux faux positifs sont tres élevés par rapport aux

colts associés aux faux négatifs (ex. : confirmation d’un diagnostic incertain) [846].

La statistique C, qui désigne la capacité d’un modele a distinguer différentes classes.
Dans le cadre d’une classification binaire, celle-ci correspond a 1’aire sous la courbe de
ROC (Receiver Operating Characteristic) et se calcule a partir de I’intégrale de la
fonction ROC ayant pour abscisse le taux de faux positifs (1 — spécificité) et pour
ordonnée le taux de vrais positifs (sensibilité) [662]. L’aire sous la courbe de ROC
permet d’évaluer I’aptitude d’un test diagnostic a distinguer les individus malades des
individus sains, en tenant compte a la fois de la sensibilité et de la spécificité. En
pratique, plus I’aire sous la courbe de ROC est proche de 1, plus le test évalué est jugé

performant (figure 129) [386].
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Figure 129. Exemples de courbe de ROC associées a leur aire sous la courbe. Les courbes de ROC
se trouvant entre la droite rouge et le demi-carré vert correspondent aux modeles dont les
performances de prédiction sont meilleures que le hasard. (Reproduit selon les termes de la licence CC
BY-NC-ND 4.0. Auteurs : Rene Y. Choi et coll.) [45]

L’indice de Youden (ou Youden's J statistic), qui réunit la sensibilité et la spécificité
dans son calcul : J = sensibilité + spécificité - 1. En se référant a la représentation
graphique de la courbe de ROC, la diagonale passant par 1’origine représente les tests
n’ayant aucune valeur diagnostique. A 1’inverse, le point de la courbe de ROC (valeur
seuil) le plus ¢éloigné de cette droite correspond au test caractéris€¢ par des valeurs
optimales de sensibilité et spécificité [846]. Il est possible d’identifier cette valeur seuil
optimale par le calcul des indices de Youden correspondant a chaque valeur seuil, la
valeur seuil optimale est celle qui est associée a I’indice de Youden le plus élevé (figure

130) [847].
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Figure 130. Exemple d’indice de Youden situé sur une courbe de ROC
(Reproduit selon les termes de la licence CC BY-SA 4.0, Auteur : Kognos.
https://commons.wikimedia.org/wiki/File:ROC_Curve_Youden_J.png)
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- La valeur prédictive négative, qui désigne le taux d’identifications négatives correctes
parmi I’ensemble des identifications négatives effectuées par le modele. D’un point de
vue médical, il s’agit de la probabilité qu'un résultat de test négatif indique 1’absence
réelle chez le/la patient(e) de la pathologie recherchée. Dans le cadre d’une
classification binaire, la valeur prédictive négative se calcule comme ceci [662] :

Vrais négatifs Spécificité x (1 — Prévalence)

Val éd.nég. = =
areur pred-neg-= yais négatifs + Faux négatifs  (Spécificité (1 — Prévalence) + (1 — Sensibilité) x Prévalence

Tout comme la valeur prédictive positive, sa valeur dépend non seulement de la qualité

du test évalué mais également de la prévalence de la pathologie recherchée.

- Les rapports de vraisemblance, qui désignent le rapport entre la probabilité d’avoir un
test positif (ou négatif) chez les sujets malades et celle d’avoir un test positif (ou négatif)
chez les sujets sains [846]. Les rapports de vraisemblance permettent d’exprimer la
valeur diagnostique d’un test médical en considérant a la fois la sensibilité et la
spécificité. Toutefois, contrairement aux valeurs prédictives, les rapports de

vraisemblance sont indépendants de la prévalence. Ils se calculent comme ceci [662,848]

) . Sensibilité
Rapport de vraisemblance positif = m

. , .. 1-—Sensibilité
Rapport de vraisemblance négatif = W

En pratique, un test diagnostic est considéré comme fiable lorsque son rapport de
vraisemblance positif est supérieur a 10 et/ou que son rapport de vraisemblance négatif

est inférieur a 0,1 [849].

Nous pourrions également considérer 1’indice de concordance (ou Harrell’s C-index) ou encore
le Kappa de Cohen, qui permettent de mesurer la capacité discriminante d’un modéle de

classification [850,851].

Les 11 métriques que nous avons citées peuvent étre employées seules mais il est recommandé
de baser 1’évaluation d’un modéle sur plusieurs d’entre-elles indépendamment ou/et réunies
sous la forme de moyennes harmoniques [852]. Classiquement, la sensibilité et la
spécificité sont souvent considérées conjointement pour évaluer la qualité d’un test diagnostic
(figure 131). 11 est a noter que la sensibilité et la spécificité varient en sens opposé pour un test
donné, I’un augmente lorsque 1’autre diminue [853]. En théorie, un test serait parfait si celui-ci
¢tait caractérisé par une sensibilité et une spécificité toutes deux égales a 1, mais cela est en
pratique rare ou impossible selon les cas [846]. Dans 1’idéal, il convient d’optimiser
simultanément la sensibilité et la spécificité, en privilégiant éventuellement ’une des deux

métriques si cela est justifié [854].
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Figure 131. Exemple schématique d’évaluation d’un modéle de classification binaire. Trois cas de figure
sont illustrés. (A) Le modéele a correctement classifié I’ensemble des observations. Les quatre métriques
calculées s’éléevent a 100%. (B) Le modéle a correctement classifié I’ensemble des cas positifs. En revanche,
certains cas négatifs ont été classifiés comme positifs. Les calculs de métriques indiquent donc une sensibilité
plus élevée que la spécificité. (C) Le modéle a correctement classifié I’ensemble des cas négatifs. En
revanche, certains cas positifs ont été classifiés comme négatifs. Les calculs de métriques indiquent donc
une spécificité plus élevée que la sensibilité. (Reproduit selon les termes de la licence CC BY-NC-ND 4.0. Auteurs :
Rene Y. Choi et coll.) [45]

En outre, précisons que 1’applicabilité de ces métriques ne se limite pas aux classifications
binaires, celles-ci peuvent également €tre mobilisées dans le cadre d’une classification
multiclasse. Pour ce faire, il s’agit de calculer la métrique pour chaque classe par rapport a
I’ensemble des autres classes regroupées, puis de calculer une moyenne des métriques calculées
pour chacune des classes. Le calcul de la moyenne peut éventuellement étre pondéré par la

fréquence des classes [842].

Notons enfin que I’évaluation d’un modéle de segmentation (classification des pixels ou groupe
de pixels) peut également s’appuyer sur ces métriques, telles quelles ou sous des formes

déclinées (ex. : indice de Serensen-Dice, indice de Jaccard) [855].

b. Métriques employées en régression

Du fait que leurs prédictions concernent une variable quantitative (ex. : score clinique, dose de
médicament a administrer), les modeles de régression doivent étre évalués a partir de métriques

spécifiques a ce type de variables :

- L’erreur quadratique moyenne (ou MSE, mean squared error), qui désigne la moyenne

arithmétique des carrés des écarts entre les valeurs réelles observées (yi) et les valeurs
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prédites par le modele (yi). L’erreur quadratique moyenne se calcule comme ceci (n
¢étant le nombre d’observations) [618] :

_ Z(yi— 9i)?
N n

MSE

L’une des déclinaisons de I’erreur quadratique moyenne est sa racine carrée (ou RMSE,
root mean squared error) qui présente I’avantage de pouvoir étre exprimée dans la méme
unité que la variable a prédire, facilitant ainsi son interprétation. L’erreur quadratique
moyenne permet de quantifier les erreurs réalisées par le modele, avec pour principal
avantage d’étre dérivable, facilement optimisable et donc de pouvoir étre utilisée en tant
que fonction d’erreur. En revanche, puisque son calcul comporte une mise au carré des
erreurs, |’erreur quadratique moyenne est d’autant plus forte que les erreurs sont grandes.
Cela rend cette métrique tres sensible aux valeurs aberrantes, ce qui constitue son
inconvénient majeur. En pratique, la minimisation de 1’erreur quadratique moyenne
favorise les performances du modele. Remarque : la MSE et la RMSE sont
respectivement assimilables a la variance et a 1’écart-type, celles-ci seraient identiques

pour un mod¢le dont toutes les valeurs prédites seraient égales a la moyenne.

L’erreur absolue moyenne (ou MAE, mean absolute error), qui désigne la moyenne
arithmétique des valeurs absolues des écarts entre les valeurs réelles observées (i) et
les valeurs prédites par le modele (y:). L erreur absolue moyenne se calcule comme ceci
(n étant le nombre d’observations) [856] :
n

Celle-ci permet de quantifier les erreurs réalisées par le modele et s’exprime dans la
méme unité que la variable a prédire, ce qui en fait une métrique simple a interpréter. A
I’instar de I’erreur quadratique moyenne, 1’erreur absolue moyenne est trés sensible aux

valeurs aberrantes. En pratique, la minimisation de 1’erreur absolue moyenne favorise

les performances du modele.

L’erreur absolue moyenne en pourcentage (ou MAPE, mean absolute percentage
error), qui désigne le pourcentage moyen d’écart entre les valeurs réelles observées ()
et les valeurs prédites par le modele (). L erreur absolue moyenne en pourcentage se

calcule comme ceci (n étant le nombre d’observations) [857] :
5 Iyi—.)"’il
MAPE = — 21
n

Celle-ci permet de quantifier les erreurs réalisées par le modéle et s’exprime en

pourcentage, ce qui en fait une métrique simple a interpréter. Cette déclinaison de
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I’erreur absolue moyenne présente 1’avantage d’étre moins sensible a 1’échelle des
valeurs et aux valeurs aberrantes, excepté lorsque les valeurs sont proches de 0. En outre,
I’erreur absolue moyenne en pourcentage se préte moins a I’optimisation car elle n’est
pas dérivable en 0. En pratique, la minimisation de I’erreur absolue moyenne en

pourcentage favorise les performances du modg¢le.

Le coefficient de détermination, noté R?, qui désigne le rapport de la variance expliquée
par la régression (SSE) sur la variance totale (SST)**i. Il se calcule comme ceci

[618,858] :

2= SSE _ SST —SSR . SSR
T SST — SST B SST

2 _ I(yi— y)? . Z(yi— 9i)?
I(yi— §)? I(yi— §)?

Le coefficient de détermination permet de mesurer la qualité¢ d’ajustement d’'un modéle
vis-a-vis de ses données d’entrainement, et par extension sa capacité a effectuer des
prédictions justes. Cependant, il s’agit d’une métrique délicate a interpréter car celle-ci
augmente mécaniquement avec le nombre de variables d’entrainement. Une utilisation
pertinente du coefficient de détermination serait, par exemple, de comparer des mod¢les
ayant le méme nombre de variables prédictives. Une autre alternative consiste a calculer
le coefficient de détermination ajusté [858]. En pratique, le modele évalué est jugé

d’autant mieux ajusté que son coefficient de détermination est proche de 1.

Nous pouvons également citer les métriques suivantes qui peuvent faire office d’alternatives

et/ou s’avérer plus adaptées a certains types de données d’entrainement :

La variance expliquée [859] ;

L’erreur maximale [860] ;

L’¢écart médian absolu (ou MedAE, median absolute error) [861] ;

L’erreur logarithmique quadratique moyenne (ou MSLE, mean squared logarithmic
error) [862] ;

Laracine carrée de I’erreur logarithmique quadratique moyenne (ou RMSLE, root mean
squared logarithmic error) [862] ;

Le critere d'information d'Akaike (ou AIC, Akaike information criterion) [863] ;

Le critere d'information bayésien (ou BIC, bayesian information criterion) [864].

xxit QQF : sum of squares error (variance expliquée par la régression) ; SST : sum of squares total (variance totale)
; SSR : sum of squared residuals (variance résiduelle).
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Tout comme en classification, les 12 métriques que nous avons mentionnées ci-dessus peuvent

étre employées seules mais il est recommand¢ de les considérer concurremment [852].

3. Validation des modéles

Une fois que les données ont été préparées, que les métriques ont été désignées, que
I’algorithme d’apprentissage et ses hyperparametres ont été sélectionnés, I’entrainement peut
avoir lieu. Seulement, il est rare d’obtenir un mode¢le idéal a I’issue de la premicre tentative.

C’est en réponse a cette problématique qu’intervient 1’étape de validation.

a. Le principe de la validation

La finalité de la phase de validation est de tendre autant que possible vers un mode¢le idéal. I1
s’agit en pratique d’ajuster au mieux les conditions d’apprentissage (hyperparameétres,
algorithme d’apprentissage, quantité et qualité des données, etc.) afin que le modele obtenu soit

le plus proche possible de 1’ajustement optimal [865].

La validation repose sur une boucle dont la premiere étape consiste & mesurer 1’erreur des
prédictions effectuées par le modele entrainé. Cette mesure de 1’erreur doit étre effectuée sur
les données d’entrainement, dont le mode¢le s’est servi pour apprendre, ainsi que sur des données
de validation auxquelles le modele n’a jamais été exposé. L’intérét d’effectuer cette mesure a
partir de ces deux jeux de données distincts est de pouvoir constater a fois le degré de sous-
apprentissage et celui de sur-apprentissage. La boucle se poursuit par une tentative d’ajustement
des conditions d’apprentissage (ou fine-tuning) selon les résultats obtenus. Le modéle est
ensuite entrainé cette fois-ci avec les conditions d’apprentissage ajustées, puis évalué¢ a nouveau
a partir des données d’entrainement et des données de validation, et ainsi de suite jusqu’a
obtenir le ou les modeles jugés optimaux (figure 132). Concrétement, ce qui est recherché est
I’amélioration des métriques (minimiser le sous-apprentissage) ainsi qu’un écart minimal de
ces métriques entre les données d’entrainement et les données de validation (minimiser le sur-
apprentissage) [865]. Il est a noter qu’il existe des outils permettant d’automatiser ce processus

(ex. : GridSearchCV, RandomizedSearchCV) [866,867].
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Figure 132. Illustration schématique du processus de validation d'un modéle d'apprentissage automatique

b. Les méthodes d’échantillonnage

Il est tout a fait possible de réaliser ce processus a partir de jeux de données d’entrainement et
de validation fixes, cependant cela peut fortement exposer le modele au biais de sélection. Ce
dernier peut étre important lorsque le fractionnement des données (entrainement-validation)
n’est pas réalisé de facon aléatoire ou encore lorsque certaines classes sont sur-représentées ou
sous-représentées [868]. 11 existe différentes méthodes d’échantillonnage en mesure d’atténuer

ce biais [869].

Parmi ces méthodes, la plus populaire est la validation croisée. Celle-ci se décline sous plusieurs

formes :

- La validation croisée a k blocs (ou k-fold cross-validation), qui consiste a diviser les
données d'entrainement en k sous-échantillons de tailles similaires, a entrainer le modéle
sur k-1 sous-échantillons puis a I’évaluer a partir du sous-échantillon restant (figure
133). Ce processus est itéré k fois en interchangeant le role des sous-échantillons de
facon a ce que chacun de ces sous-ensembles endosse a la fois le role de données
d’entrainement et de données de validation. La performance du mode¢le est alors évaluée

en calculant la moyenne des métriques obtenues sur chacune des £ itérations [865].
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Figure 133. Exemple de validation croisée a cinq blocs appliquée a un jeu de données comportant
15 observations

- La validation croisée d'un contre tous (ou leave-one-out cross-validation), dont le
principe est identique a celui de la validation croisée a k blocs, a la différence qu’un
bloc correspond a une observation (k = n) (figure 134). Chaque itération attribue a n —
1 observations le role de données d’apprentissage et a 1’observation restante le role de

donnée de validation [865].
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Figure 134. Exemple de validation croisée d’un contre tous appliquées a un jeu de données comportant 15
observations

235



- La validation croisée d’un groupe contre tous (ou leave-one-group-out cross-
validation), qui est une variante de la validation croisée a k blocs pour laquelle sont
contrdlées une ou plusieurs variables de facon a ce que chaque sous-échantillon

corresponde a une classe ou a un sous-groupe (ex. : tranches d’age) [865].

- La validation croisée stratifiée (ou stratified cross-validation), qui est également
similaire a la validation croisée a k blocs mais qui s’en différencie par le maintien de la

distribution des classes au sein des sous-échantillons (figure 135) [865].
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Figure 135. Exemple de validation croisée stratifiée appliquée a un jeu de données comportant 15
observations
Nous pouvons également mentionner le bootstrapping qui est une méthode de composition
aléatoire des sous-échantillons. Ce procédé se fait avec remplacement, c’est-a-dire que certaines
observations peuvent étre sélectionnées plusieurs fois pour former un sous-échantillon, tandis

que d'autres peuvent ne jamais étre sélectionnées (figure 136) [870].
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Figure 136. Exemple de bootstrapping appliqué a un jeu de données comportant 15 observations

236



Le choix de la méthode employée doit tenir compte du colit computationnel, de la nature des
données, de leur quantité ainsi que de la distribution des variables. Faire intervenir ces méthodes
d’échantillonnage a pour effet d’accroitre la fiabilit¢ de I’évaluation, ce qui peut notamment

favoriser la détection d’un sur-apprentissage [865].

4. Evaluation finale

a. La loi de Goodhart appliquée a ’apprentissage automatique

La loi de Goodhart, formulée par I'économiste Charles Goodhart en 1975, nous dit ceci : « Toute
régularité statistique observée aura tendance a s'effondrer des lors qu'une pression lui sera
exercée a des fins de contréle. » [871]. Autrement dit, la fiabilité d’un indicateur statistique est

a remettre en question lorsque maximiser ou minimiser celui-ci devient un objectif.

Appliquée a ’apprentissage automatique, cette loi se traduit par le fait que les résultats obtenus
lors de la phase de validation ne reflétent pas nécessairement la qualité réelle d’un modéle car
I’objectif d’optimisation des conditions d’apprentissage est poursuivi au regard des métriques
calculées sur un échantillon d’observations donné [872]. Les bonnes pratiques suggerent donc
d’effectuer une évaluation finale du ou des modeles retenus a partir d’un échantillon attitré
(nommées données de test ou hold-out set), indépendant de 1’entrainement et de la validation

(figure 137).
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Figure 137. Exemple de hold-out appliqué a un jeu de données comportant 15 observations

Cette bonne pratique, parfois appelée technique du hold-out, est compatible avec I’emploi des

méthodes d’échantillonnage telles que la validation croisée [865].

237



b. La validation croisée imbriquée

La validation croisée imbriquée (ou nested cross-validation) est une variante de validation
croisée dans laquelle est imbriquée la technique du hold-out. Celle-ci parvient donc a réunir en
un seul procédé la phase de validation et I’évaluation finale, limitant ainsi le biais décrit par la

loi de Goodhart [865].

Pour ce faire, cette méthode comporte deux types de boucles opérant a des niveaux différents.
Le premier type de boucles, celles d’optimisation des conditions d’apprentissage, est interne.
Le second type de boucle, ayant pour role d’évaluer la performance des modeles retenus, est
externe. Le type de validation croisée intervenant au sein des boucles est a la discrétion de
I’utilisateur (ex. : une validation croisée imbriquée faisant intervenir une validation croisée a k-
blocs pour ses boucles internes et une validation croisée d’un groupe contre tous pour sa boucle

externe) [865].

En appliquant la validation croisée a k blocs pour la boucle externe et a k’ blocs pour la boucle
interne, le fonctionnement de la validation croisée imbriquée est le suivant (figure 138) :

1) Les données d’entrainement sont divisées en k& blocs externes de tailles similaires.

2) Parmi ces k blocs externes, k-1 d’entre eux sont utilisés pour constituer un échantillon
destiné a la boucle interne, celui-ci est divisé en &k’ blocs internes.

3) Le modéele est entrainé sur k-7 des blocs internes puis validé sur le bloc interne restant.

4) Le processus est itéré £’ fois en interchangeant le réle des blocs internes de fagon a ce
que chacun de ces blocs endosse a la fois le role de données d’entrainement et de
données de validation, il s’agit de la boucle interne.

5) A Tl’issue de cette boucle interne, &’ modéles ont été entrainés puis évalués. La
performance de ces &’ modéles peut alors étre estimée en calculant la moyenne des
métriques obtenues avec chacun d’eux. L’intérét de la boucle interne réside dans la
possibilit¢ de reproduire celle-ci en faisant varier les hyperparamétres, pour ainsi
satisfaire deux objectifs a la fois : sélectionner le modéle présentant les meilleures
métriques et identifier les hyperparamétres optimaux a privilégier.

6) Le processus de boucle interne est itéré k fois en interchangeant le role des blocs
externes de facon a ce que chacun de ces blocs endosse a la fois le role de données
d’entrainement-validation et de données de test, il s’agit de la boucle externe.

7) A Dissue de cette boucle externe, le modéle présentant les meilleures performances a
¢té retenu au sein de chaque boucle interne. Chacun de ces £ mod¢les est évalué¢ avec

les données de test correspondant a sa boucle interne. Enfin, la performance globale de
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ces k modeles peut alors étre estimée en calculant la moyenne et la variance des

métriques obtenues avec chacun d’eux.
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Figure 138. Exemple de validation croisée imbriquée a cinq blocs pour la validation externe et quatre blocs pour la
validation interne. Chacune des cinq itérations de la boucle externe est représentée (a-e). Ces itérations se concluent
par le calcul de la moyenne des métriques a partir des modéles retenus a I’issue de chaque boucle interne (f).
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III. Mise sur le marché (Espace économique européen)

Une fois notre modele (ou nos modeles) abouti et jugé apte a un usage médical, I’étape suivante
est de le déployer aupres des professionnels de santé et/ou des patients. Pour ce faire, le modele
est généralement intégré dans une architecture (application, logiciel, équipement médical, etc.)
adaptée a la finalité et a I'utilisateur final. Avant que cette architecture puisse étre rendue

accessible a ses utilisateurs cibles, celle-ci doit répondre a un certain nombre d’exigences.

1. La qualification des intelligences artificielles appliquées au diagnostic et

a la thérapeutique

La mise sur le marché ou mise en service des produits ayant une finalité médicale est soumise
a une réglementation qui varie selon leur qualification. Il convient donc, avant d’aborder les
exigences réglementaires, de préciser la qualification désignant les intelligences artificielles

appliquées au diagnostic et a la thérapeutique.

A ce jour, le sujet des intelligences artificielles n’est pas explicitement abordé dans les textes
de loi européens relatifs a la réglementation des produits de santé. Néanmoins, le Reglement
2017/745 du parlement européen et du conseil stipule la chose suivante : « On entend par «
dispositif médical », tout instrument, appareil, équipement, logiciel, implant, réactif, matiere
ou autre article, destiné par le fabricant a étre utilisé, seul ou en association, chez I'lhomme
pour l'une ou plusieurs des fins médicales précises suivantes :
- diagnostic, prévention, controle, prédiction, pronostic, traitement ou atténuation d'une
maladie,
- diagnostic, controle, traitement, atténuation d'une blessure ou d'un handicap ou
compensation de ceux-ci,
- investigation, remplacement ou modification d'une structure ou fonction anatomique ou
d'un processus ou état physiologique ou pathologique,
[-]
et dont l'action principale voulue dans ou sur le corps humain n'est pas obtenue par des
moyens pharmacologiques ou immunologiques ni par métabolisme, mais dont la fonction

peut étre assistée par de tels moyens. » [873].

240



Cette définition met en avant deux aspects fondamentaux qui conditionnent la qualification en

dispositif médical : la nature du produit et sa finalité.

Pour étre qualifié de dispositif médical, un produit doit tout d’abord effectuer son action
autrement que par des moyens pharmacologiques, immunologiques ou par métabolisme.
Concernant la forme que peut prendre ce produit, cette définition se veut large puisqu’elle
énonce divers substantifs, ainsi que le complément « ou autre article ». Que le modéle soit
intégré dans une architecture matérielle ou logicielle, le volet concernant la nature du
produit couvre donc les modeles d’intelligence artificielle que nous traitons dans le cadre de ce

manuscrit.

En revanche, les finalités pour lesquelles cette définition est applicable sont plus spécifiquement
énoncées. Selon cette définition, toute intelligence artificielle (ou architecture embarquant une
intelligence artificielle) n’étant pas destinée a étre utilisée chez I’humain ou ne présentant
aucune des finalités médicales citées n’est pas considérée comme étant un dispositif médical,
et ce méme si celle-ci contribue in fine a 1’amélioration ou au développement des pratiques
curatives ou de diagnostic. Les intelligences artificielles congues pour étre utilisées uniquement
dans le cadre de la recherche préclinique ne pourraient par exemple pas étre qualifiées de
dispositifs médicaux.

Le Medical Device Coordination Group propose, dans son guide de qualification et de
classification des logiciels, un arbre de décision sur lequel les fabricants peuvent s’appuyer pour
déterminer si leur logiciel peut étre qualifié ou non de dispositif médical (figure 139). Cet arbre

peut s’employer de la méme fagon pour les modeles d’intelligence artificielle [874].
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Figure 139. Arbre de décision destiné a éclairer les fabricants quant a la qualification de leur logiciel en
dispositif médical (Medical Device Coordination Group) [874]

L’annexe VIII du Reglement 2017/745 précise les différentes classes de dispositifs médicaux.
Celles-ci expriment le niveau de risque associé¢ aux dispositifs médicaux qu’elles qualifient :
classe I (risque faible), classe Ila (risque potenticl modéré), classe IIb (risque potentiel
¢levé/important), classe III (risque élevé). Concernant la classification des logiciels qualifiés de
dispositif médical, le Reglement 2017/745 stipule ceci :
-« Le logiciel commandant un dispositif ou agissant sur son utilisation releéve de la méme
classe que le dispositif. » ;

-« Si le logiciel est indépendant de tout autre dispositif, il est classé en tant que tel. » ;
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-« Les logiciels destinés a fournir des informations utilisées pour prendre des décisions
a des fins thérapeutiques ou diagnostiques releévent de la classe Ila, sauf'si ces décisions
ont une incidence susceptible de causer la mort ou une détérioration irréversible de
l'état de santé d'une personne, auxquels cas ils reléevent de la classe III, ou une grave
détérioration de l'état de santé d'une personne ou une intervention chirurgicale,
auxquels cas ils relevent de la classe IIb. Les logiciels destinés a controler des processus
physiologiques relevent de la classe Ila, sauf s'ils sont destinés a contrdler des
parameétres physiologiques vitaux, lorsque des variations de certains de ces parametres
peuvent présenter un danger immédiat pour la vie du patient, auxquels cas ils reléevent

de la classe IIb. » [873].

Enfin, un modéle d’intelligence artificielle qualifi¢é comme étant un dispositif médical est
classifié comme « dispositif actif », ce qui est désigné par le Reglement 2017/745 comme « tout
dispositif dont le fonctionnement dépend d'une source d'énergie autre que celle générée par le
corps humain a cette fin ou par la pesanteur et agissant par modification de la densité de cette
énergie ou par conversion de celle-ci. [...] Les logiciels sont aussi réputés étre des dispositifs

actifs. » [873].

2. L’autorisation de mise sur le marché

a. Le marquage CE médical

Sur le territoire de I’EEE, un marquage CE (conformité européenne) est obligatoire pour tous
les produits couverts par des directives ou réglements européens qui le prévoient explicitement.
C’est notamment le cas des dispositifs médicaux dont la mise sur le marché ou la mise en service
nécessitent préalablement 1’apposition d’un marquage CE dit « médical ». 11 est important de
noter que celui-ci est spécifique aux produits qualifiables en dispositifs médicaux, les modeles
d’intelligence artificielle dont les caractéristiques divergent de cette qualification ne sont donc

pas concernés par le marquage CE médical [873].

Un marquage CE, lorsqu’il est apposé sur un dispositif médical, indique sa conformité quant
au bénéfice clinique et a la sécurité des patients. Pour qu’un fabricant puisse apposer un
marquage CE sur un dispositif médical, il doit donc s’assurer que les exigences détaillées dans
le Reglement 2017/745 soient satisfaites : « Un dispositif ne peut étre mis sur le marché ou mis
en service que S'il est conforme au présent reglement au moment ou il est diiment fourni et des

lors qu'il est correctement installé, entretenu et utilisé conformément a sa destination. » [873].
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b. Les exigences réglementaires essentielles

La démonstration de la conformité d’un dispositif médical vis-a-vis des directives européennes
repose sur 1’évaluation du produit concerné mais ¢galement sur la capacité de 1’entreprise a
assurer cette conformité. Les exigences de sécurité et de performance auxquelles doivent
répondre les dispositifs médicaux marqués CE sont énoncées dans 1’annexe I du Reglement
2017/745 : « Un dispositif est conforme aux exigences générales en matiere de sécurité et de
performances énoncées a l'annexe I qui lui sont applicables, compte tenu de sa destination. ».
Celles-ci portent sur la conception, la fabrication ainsi que le respect des normes et référentiels

pré-cliniques et cliniques [873].

Il est a la charge du fabricant de constituer une documentation regroupant les éléments de
sécurité et de performance pertinents a communiquer : « Chaque dispositif est accompagné des
informations nécessaires a l'identification de celui-ci et de son fabricant, ainsi que de toute
information relative a la sécurité et aux performances utile a l'utilisateur ou a toute autre
personne, le cas échéant. Ces informations peuvent figurer sur le dispositif lui-méme, sur le
conditionnement ou dans la notice d'utilisation et, si le fabricant dispose d'un site internet, sont
mises a disposition et mises a jour sur le site internet [...]. ». Le fabricant doit ¢galement tenir
une documentation technique récapitulant toutes les informations relatives au dispositif médical
tout au long de son cycle de vie. Remarque : le fabricant doit prendre en considération les
exigences linguistiques spécifiques a chaque état membre de ’EEE dans lequel il souhaite

rendre disponible son dispositif médical [873].

Lorsque le dispositif médical inclut ou est lui-méme un modele d’intelligence artificielle, le
fabricant doit s’assurer que son environnement technique soit maitrisé et conforme aux normes
en vigueur : « Pour les dispositifs qui comprennent des logiciels ou pour les logiciels qui sont
des dispositifs a part entiere, ces logiciels sont développés et fabriqués conformément a l'état
de l'art, compte tenu des principes du cycle de développement, de gestion des risques, y compris
la sécurité de l'information, de vérification et de validation. ». Le fabricant doit veiller a ce que
son dispositif médical soit en mesure de fonctionner pleinement sur tout matériel pour lequel il
est destiné (ex. : responsivité d’une application mobile) : « Les logiciels visés a la présente
section qui sont destinés a étre utilisés en combinaison avec des plateformes informatiques
mobiles sont congus et fabriqués en tenant compte des caractéristiques spécifiques de la
plateforme mobile (par exemple, taille et rapport de contraste de l'écran) et des facteurs
externes liés a leur utilisation (variation du niveau sonore ou de la I[uminosité dans

l'environnement). » [873].
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Les dispositifs médicaux doivent étre sécuris€és sur le plan mécanique, électronique et
informatique. Un point d’honneur doit notamment étre mis sur la cybersécurité: « Les
fabricants énoncent les exigences minimales concernant le matériel informatique, les
caracteristiques des réseaux informatiques et les mesures de sécurité informatique, y compris
la protection contre l'acces non autorisé, qui sont nécessaires pour faire fonctionner le logiciel
comme prévu. ». Le fabricant doit mettre en place des procédures et systémes aptes a gérer les
incidents déclarés, les actions de sécurité ou la diffusion des mises a jour vers les utilisateurs.
En outre, il doit fonder sa gestion des risques sur des textes de référence telles que les normes
harmonisées suivantes [875] :

- NF ENISO 14971 (gestion des risques relatifs aux dispositifs médicaux) [876] ;

- NF EN 62304 (gestion des risques spécifiques aux logiciels de dispositifs

médicaux) [877] ;
- NF EN 60601-1-4 (sécurité des appareils et systémes électromédicaux comprenant des

sous-systemes ¢lectroniques programmables) [878].

S’il choisit de ne pas se conformer a ces normes, le fabricant doit le justifier et appliquer des

référentiels équivalents [873].

Aussi, le fabricant doit mettre en place un systéme de gestion de la qualité en mesure d’assurer
la reproductibilité de la conformité aux exigences. Celui-ci peut par exemple s’appuyer sur la
norme NF EN ISO 13485 (exigences relatives au systeme de management de la qualité d’un

fabricant de dispositifs médicaux) [879].

Dernier point essentiel, mais non des moindres, le Reglement 2017/745 impose désormais aux
fabricants une évaluation clinique de chacun de leurs dispositifs médicaux avant et apres leur

mise sur le marché [873].

c. L’évaluation clinique

L’¢évaluation clinique d’un dispositif médical est définie par le Reglement 2017/745 comme
étant « un processus systématique et planifié visant a produire, collecter, analyser et évaluer
en continu les données cliniques relatives a un dispositif afin de vérifier la sécurité et les
performances, y compris les bénéfices cliniques, de celui-ci lorsqu'il est utilisé conformément
a la destination prévue par le fabricant ». Celle-ci constitue le pilier majeur de la démonstration
de la conformité aux exigences générales de performance et de sécurité, comme indiqué dans
I’article 61 dudit réglement: « La confirmation de la conformité aux exigences générales

pertinentes en matiere de sécurité et de performances enoncées a l'annexe I dans des conditions
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normales d'utilisation d'un dispositif, ainsi que l'évaluation des effets secondaires indésirables
et du caractere acceptable du rapport bénéfice/risque visé a l'annexe I, sections 1 et 8, sont
fondées sur des données cliniques apportant une preuve clinique suffisante, [...]. » Le chapitre
VI dudit réglement détaille, de I’article 61 a I’article 82, le cadre réglementaire relatif a

I’évaluation clinique et aux investigations cliniques [873].

L’objectif de I’évaluation clinique est de définir précisément les bénéfices cliniques offerts par
le produit évalué ainsi que son rapport bénéfice/risque. Ce dernier doit étre mis en parallele
avec le rapport bénéfice/risque des solutions diagnostiques ou thérapeutiques comparables. 11
appartient au fabricant de déterminer et justifier le niveau de preuve clinique a privilégier : « Le
fabricant précise et justifie le niveau de preuve clinique nécessaire pour démontrer la
conformité aux exigences générales pertinentes en matiere de sécurité et de performances. Ce
niveau de preuve clinique est approprié, eu égard aux caractéristiques du dispositif et a sa

destination. » [873].

L’évaluation clinique d’un dispositif médical est la combinaison d’un ou plusieurs des moyens
suivants :

- L'évaluation par la littérature, qui consiste a dresser un état de I’art de la solution
proposée par le fabricant.

- L’évaluation par équivalence, dont le principe est de s’appuyer sur des résultats
cliniques obtenus a partir d’un produit équivalent déja présent sur le marché. Pour que
deux produits puissent étre admis comme étant équivalents, ceux-ci doivent Etre
similaires techniquement, biologiquement et cliniquement.

- L'¢valuation a partir d’investigations cliniques, définies par le Réglement 2017/745
comme « toute investigation systématique impliquant un ou plusieurs participants
humains destinée a évaluer la sécurite ou les performances d'un dispositif ». Les
investigations cliniques doivent évaluer I’emploi du dispositif dans le cadre de la

pratique médicale revendiquée par le fabricant [873].

A T’instar de sa qualification, ¢’est, non pas le modéele seul, mais I’ensemble de 1’architecture
dans laquelle ce modele est intégré qui doit faire 1I’objet d’une évaluation clinique. Pour obtenir
et conserver le marquage CE pour I’un de ses produits, le fabricant doit démontrer que celui-ci

présente un rapport bénéfice/risque favorable tout au long de sa commercialisation [873].
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d. L’évaluation de la conformité au marquage CE

Pour obtenir le droit d’apposer un marquage CE sur I’'un de ses produits, le fabricant doit
constituer un dossier de demande d’autorisation de mise sur le marché (AMM) regroupant
I’ensemble des ¢léments que nous avons mentionné. Ces €léments doivent étre en mesure de
démontrer que le produit en question répond aux exigences de sécurité et de performance telles

que définies dans le Reglement 2017/745 [873].

Le fabricant doit ensuite adresser ce dossier a un organisme indépendant dit « notifié », qui doit
étre habilité a évaluer la conformité des dispositifs médicaux. Les organismes notifiés sont
désignés par les autorités sanitaires compétentes (ex. : en France, il s’agit de I’ Agence Nationale
de Sécurité¢ du Médicament et des produits de santé). La liste des organismes notifiés habilités
varie selon le pays et la classe du dispositif médical aspirant au marquage CE. A la réception
du dossier, I’organisme notifi¢ est chargé d’évaluer a la fois la conformité du dispositif médical
mais aussi celles du plan de surveillance post-AMM et du systeme qualité mis en place par le
fabricant. L’organisme notifi¢ doit également s’assurer que les personnes ayant réalisé

I’évaluation clinique aient les compétences requises [879].

Remarque : les dispositifs médicaux de classe I font exception a la régle. L’évaluation de leur
conformité ne nécessite pas I’intervention d’un organisme notifié, le fabricant effectue son
¢évaluation de conformité lui-méme et peut apposer un marquage CE sur son produit a I’issue

de celle-ci [879].

Le fabricant est libre de choisir I’organisme notifié auquel il adresse son dossier de demande
d’AMM, dé¢s lors que cet organisme notifié¢ est habilité pour la classe du dispositif médical a
¢valuer [880]. De méme, c’est au fabricant de déterminer la classe du dispositif médical
concerné par sa demande d’AMM, selon les caractéristiques du produit, la finalité revendiquée
et les régles spécifiques prévues par les directives européennes. Les exigences quant a la
performance et a la sécurit¢ sont identiques quelle que soit la classe du dispositif médical,
cependant les modalités de démonstration de la conformité a ces exigences sont d’autant plus
exigeantes que la classe attribuée au dispositif est élevée (ex. : I’évaluation par investigation

clinique est obligatoire pour les dispositifs médicaux de classe 111, sauf cas particuliers) [881].
Si I’organisme notifié juge conformes a la réglementation le dispositif médical, le plan de

surveillance post-AMM et le systeme qualité présentés, il délivre un certificat autorisant le

fabriquant a apposer le marquage CE sur son produit [881].
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e. La mise sur le marché

Le certificat autorisant 1’apposition du marquage CE est valable seulement pour le produit dont
la conformité a été évaluée et sur une durée maximale de cinq ans apres avoir été délivre [881].
Celui-ci confére, au cours de sa validité, le droit de commercialiser ou mettre a disposition le
produit concerné dans 1’ensemble de I’EEE sans qu’aucune formalité, norme de sécurité ou
¢tude supplémentaire ne puisse étre réclamée. En effet, le Réglement 2017/745 stipule ceci :
« D'une maniere générale, le marquage CE devrait étre apposé sur les dispositifs pour indiquer
leur conformité avec le présent reglement afin qu'ils puissent circuler librement dans ['Union
et étre mis en service conformément a leur destination. Les Etats membres devraient s'abstenir
de créer des entraves a la mise sur le marché ou a la mise en service de dispositifs conformes
aux exigences du présent réglement. Néanmoins, les Etats membres devraient étre autorisés d
décider s'il y a lieu de restreindre l'utilisation de tout type particulier de dispositif en ce qui

concerne des aspects ne relevant pas du présent reglement. » [873].

Le systéme du marquage CE médical présente deux avantages essentiels. De concert avec
I’harmonisation de la réglementation sur le territoire de ’EEE, le marquage CE simplifie et
favorise la libre circulation des dispositifs médicaux sur ce territoire. De plus, cela permet a
quiconque de vérifier rapidement et simplement la conformité d’un produit au regard de la

réglementation.

Le fabricant peut en outre, s’il le souhaite, procéder a une demande de prise en charge de son
dispositif médical. En France, un produit doit étre inscrit sur la liste des produits et prestations
remboursables (LPPR) pour étre pris en charge par 1’assurance maladie. Pour ce faire, le
fabricant doit soumettre un dossier de demande de prise en charge dérogatoire a la Haute
Autorité de Santé (HAS). Les éléments constitutifs du dossier sont détaillés dans le guide de la
HAS dédié aux produits innovants. Ce dossier doit notamment comporter un argumentaire de
conformité aux critéres d’¢ligibilité ainsi que les données cliniques et/ou médico-économiques

relatives au produit [881].

Dans I’annexe 4 du guide sus-mentionné, la HAS propose une grille regroupant les informations
supplémentaires a transmettre lorsque le dispositif médical est (ou inclut) un modele
d’apprentissage automatique. Ces informations doivent décrire les finalités d’usage, les
données d’apprentissage et d’entrée, la méthode d’entrainement et d’évaluation, la surveillance
vis-a-vis de la robustesse et la résilience du systéme, ainsi que les éléments d’explicabilité et
d’interprétabilité [882]. En parall¢le, le Comité économique des produits de santé¢ (CEPS) est
chargé de fixer avec les fabricants un tarif de remboursement ou un prix limite de vente. Si le

dispositif médical n’est pas a usage individuel, c’est a I’Union nationale des caisses d’assurance
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maladie (UNCAM) d’établir le prix et le tarif de remboursement de 1’acte médical

correspondant [736].

Suite a I’obtention d’un avis favorable de la part de la HAS et a 1’¢établissement des modalités
de remboursement, c’est au ministére chargé de la Santé que revient la décision d’inscrire la

prestation médicale ou le dispositif médical sur la LPPR [736,883].

Tout dispositif médical mis en service pour la premiére fois sur un territoire national doit étre
déclaré auprés de son autorité compétente (ex. : en France, I’ Agence nationale de sécurité du

médicament et des produits de santé) [881].

3. La surveillance post-AMM

Dés lors que débute la distribution d’un dispositif médical, son fabricant doit mettre en ccuvre

son plan de surveillance post-AMM et ce tout au long de son cycle de vie (figure 140).

Surveillance aprés
commercialisation
Distribution

Qualification du
dispositif

Exigences
essentielle

applicables
Mise sur le
marché

Référentiels
techniques
Evaluation de la (ex. normes)
conformité et
vérification par
organisme notifié

Evaluation clinique
avant et aprés
commercialisation

Figure 140. Cycle des exigences relatives a la mise sur le marché d’un dispositif médical (SNITEM) [884]

Ce systéme doit permettre, dans un premier temps, la collecte (via la littérature, les alertes et
données en vie réelle) des données relatives aux performances et a la sécurité¢ du produit. Dans
un second temps, le systéme doit prévoir et assurer [873] :

- Une analyse de la performance et de la sécurité fondée sur les données collectées.

- Une gestion efficace du risque a travers des mesures préventives ou correctives. La
survenue d’incidents doit notamment faire 1’objet d’une surveillance continue (via le
site du fabricant et les retours de 1’autorité compétente) et d’une rétroaction le cas
échéant.

- La notification des autorités compétentes en cas d’événements indésirables graves ou

de défectuosité du dispositif.
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- Une mise a jour continue du rapport bénéfice/risque et de 1’évaluation clinique. Cette
mise a jour s’appuie notamment sur le suivi clinique aprés commercialisation réalisé a

partir des données cliniques en vie réelle.

L’organisme notifi¢ ayant accordé le marquage CE est pour sa part chargé d’effectuer un suivi
vis-a-vis du fabricant. Ce suivi s’opére via des audits sur site qui sont en principe systématiques
et annuels, cependant ceux-ci peuvent également étre réalisés inopinément. Lors de
modifications ou du renouvellement du marquage CE, ’audit effectué est généralement plus
approfondi. Au cours de ces audits, I’organisme notifi¢ examine notamment la pertinence de la
documentation technique, la bonne exécution du plan de surveillance post-AMM et vérifie que

le rapport bénéfice/risque soit toujours favorable [885].

Les autorités compétentes des pays de I’EEE sont quant a elles chargées d’assurer la
matériovigilance sur leurs territoires respectifs. C’est donc 1’Agence nationale de sécurité du
médicament et des produits de sant¢ (ANSM) qui est responsable de la matériovigilance en
France, qu’elle accomplit a travers le recueil et le traitement des notifications d’incidents et
effets indésirables ainsi qu’en effectuant des inspections sur sites. Les fabricants et les
professionnels de santé sont tenus de déclarer a I'ANSM tout incident ou risque d’incident de
toute nature li¢ a I'utilisation d'un dispositif médical. Les patients, bien qu’ils n’en aient pas
I’obligation, peuvent également signaler a I’ANSM tout effet indésirable consécutif a
I’utilisation d’un dispositif médical [886]. En cas d’écart vis-a-vis de la réglementation ou
d’identification d’un risque pour la sécurité des patients, et selon le degré d’écart ou de risque,
I’ANSM peut prendre la décision d’émettre des recommandations, de suspendre
temporairement I’AMM ou de retirer définitivement du marché le dispositif médical en cause

[887].
4. La question de la responsabilité juridique

Malgré toutes les précautions pouvant étre prises par le fabricant et les autorités compétentes,
les dispositifs médicaux ne sont pas exempts de risque pour la santé des patients. A plus forte
raison lorsque ceux-ci intégrent un modele d’apprentissage automatique, qui comme nous
I’avons vu est sujet aux biais algorithmiques. Du fait de la complexité de son explicabilité,
I’intelligence artificielle appliquée au diagnostic ou a la prise de décision thérapeutique induit
des problématiques juridiques toutes aussi complexes a traiter. L’une des problématiques

majeures est celle de la responsabilité juridique en cas d’erreur induite par le modele [780].
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Il n’existe, a I’heure actuelle, aucune réglementation a ce sujet qui soit spécifique a 1’utilisation
des intelligences artificielles de diagnostic et d’aide a la décision thérapeutique. L’approche

actuelle consiste a leur appliquer la Iégislation propre aux dispositifs médicaux [873].

Dans la plupart des Etats, la législation en matiére de responsabilité médicale s’applique aux
décisions prises par les professionnels de santé. Indépendamment des moyens employés pour
justifier ces décisions, I’engagement de la responsabilité du professionnel de santé dépend du
respect ou non des recommandations médicales en vigueur. Cela signifie que la responsabilité
d’une erreur de diagnostic ou une mauvaise décision thérapeutique pourraient €tre imputées
avant tout au professionnel de la santé si cette erreur est causée par l'utilisation non prévue par

les recommandations d'un modéle d’intelligence artificielle [888].

Si en revanche cette utilisation est prévue par les recommandations et que 1’erreur est imputable
au dispositif médical en lui-méme, c’est la responsabilité du fabricant qui est engagée et c’est
en principe aux autorités sanitaires de statuer sur la mesure corrective imposée au fabricant.
Cependant, la démonstration de cette imputabilité peut s’avérer difficile voire impossible selon

I’explicabilité¢ du modele utilisé [888].

De surcroit, il faut considérer 1’émergence des nouvelles méthodes d’apprentissage
automatique. Qu’en est-il par exemple de I’apprentissage incrémental, un type d’apprentissage
permettant a un modele de poursuivre son apprentissage aprés sa mise sur le marché [889] ?
Faut-il encadrer ce type d’apprentissage ou en interdire radicalement 1’usage dans le contexte

clinique ?

Au vu de ces défis, I’intelligence artificielle apparait comme un dispositif atypique et aux
multiples facettes, un atypisme et une diversité qui semblent justifier une législation spécifique
[890]. Ce constat fait I’objet d’une réflexion de la part de nombreux législateurs et
professionnels de santé [891,892,893].

Différentes approches sont explorées en vue de définir précisément les exigences et la
responsabilité juridique de chaque acteur selon les différents cas d’usage (contexte d’utilisation,
degré d’intervention) [730]. Les questions relatives aux exigences portent essentiellement sur
la transparence, la documentation des décisions prises par le modele et la rigueur attribuée aux
protocoles de validation des modeéles. Ces réflexions sont primordiales pour garantir une
utilisation ¢éthique de [Dintelligence artificielle. C’est pourquoi, malgré [’apparente
inextricabilité de certains de ces sujets, cet ¢lan de questionnement et d’échange doit étre
préservé en encourageant toujours davantage les collaborations et 1’intégration des

connaissances entre les champs du droit, des technologies et de la santé.
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PARTIE 4 : Mise en pratique - Méla-Safe
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PARTIE 4 : Mise en pratique - M¢éla-Safe

Dans I’optique de mettre en pratique les notions abordées au cours de ce manuscrit, nous avons
souhaité développer une architecture d’intelligence artificielle appliquée au diagnostic. Nous

avons choisi d’axer notre projet sur la détection des mélanomes.

I. Justification du projet

1. Contexte

En 2020, le nombre de nouveaux cas de cancers de la peau (carcinomes et mélanomes) était
estimé a 1,5 millions [894]. Les mélanomes, plus rares mais plus dangereux que les carcinomes,
représentent le 17¢éme cancer le plus fréquent mondialement [895]. L’incidence mondiale des
mélanomes est globalement en hausse des années 50 a nos jours, atteignant en 2020 les 325 000
nouveaux cas par an (figure 141) [894]. Ceux-ci sont actuellement responsables du déces de

pres de 57 000 personnes chaque année.
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Figure 141. Incidence de cancer au Etats-Unis entre 1975 et 2019, tous cancers confondus (a) vs.
mélanomes uniquement (b) (National Cancer Institute) [896,897]

Une poursuite de la hausse de ces chiffres est a prévoir au cours des années a venir selon les
estimations du Centre international de recherche sur le cancer. En 2040, le nombre de nouveaux
cas annuels devrait ainsi atteindre 510 000 tandis que le nombre de décés annuels serait de 96
000 [894]. Ce cancer mortel et ayant un fort potentiel métastatique (en particulier les mélanomes
nodulaires) présente pourtant un taux de guérison élevé lorsque celui-ci est pris en charge
précocement [898]. Ce constat met en évidence I’intérét et I’urgence de développer des moyens
favorisant le diagnostic précoce des mélanomes, et ces moyens peuvent notamment s’appuyer

sur I’intelligence artificielle.
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2. Réponse au besoin

Notre projet, que nous avons choisi de nommer Méla-Safe, est une application permettant a ses
utilisateurs de prédire la malignité ou la bénignité d'une tumeur cutanée. En téléchargeant une
photographie de tumeur cutanée, I’utilisateur obtient instantanément une prédiction quant au
caractére malin de la tumeur photographiée, ainsi que les recommandations adéquates. Si la
prédiction indique la présence d’une tumeur maligne, 1’application suggere a 1’utilisateur de
s’orienter vers un dermatologue afin d'établir un diagnostic médical fiable et pouvoir prendre
en charge une éventuelle tumeur maligne dans les plus brefs délais. Dans le cas ou I’application
prédit la présence d’une tumeur bénigne, celle-ci suggére malgré tout a I'utilisateur d’étre
attentif aux signes évocateurs d’une tumeur cutanée maligne (augmentation de taille,
changement d'aspect, forme non circulaire, bords irréguliers, couleur non homogene) et de

consulter un dermatologue en cas de doute.

Bien que Méla-Safe n'ait pas vocation a proposer un diagnostic fiable et définitif, la prédiction
générée permet a 1’utilisateur de prendre des dispositions pouvant a terme permettre un
diagnostic en bonne et due forme. En concourant a la réduction du délai moyen entre l'apparition
d'un symptome évocateur d'un cancer cutané et le diagnostic de celui-ci, la finalit¢ de Méla-
Safe est de contribuer a réduire les complications et la 1étalité liées a ce type de cancers (figure

142).

Prédiction d’une tumeur bénigne Prédiction d’une tumeur maligne
Conseils : Conseils :
- Etre attentif aux signes évocateurs - S‘orienter vers un dermatologue

- S‘orienter vers un dermatologue en
cas de doute

\ )
[

Réduction du délai moyen entre apparition d’'un symptéme évocateur et diagnostic

|

Diminution des complications et de la |étalité liées aux cancers cutanés

Figure 142. Finalité du projet Méla-Safe
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II. Réalisation

La concrétisation de ce projet exigeait un certain nombre de prérequis et d’opérations que nous
pouvons regrouper en trois étapes majeures. Tout d’abord, nous devions constituer un jeu de
données adapté a notre objectif. Ensuite, nous devions construire, entrainer et évaluer des
modeles a partir du jeu de données constitué. Enfin, le modéele retenu devait étre intégré au sein

d’une architecture adaptée et accessible a I’utilisateur final.

1. Constitution d’un jeu de données

a. Collecte des données

La premicre étape de notre projet consistait a nous procurer les données que nous allions utiliser
pour entrainer et évaluer nos modéles, c’est-a-dire des photographies de tumeurs cutanées

labellisées (bénigne/maligne), en nombre et qualité suffisants.

Par commodité, nous avons choisi d’employer des données mises a disposition publiquement
et librement réutilisables. En menant nos recherches, nous avons pu identifier deux jeux de
données correspondant a nos besoins, tous deux téléchargeables sur la plateforme Kaggle :
- Skin Cancer: Malignant vs. Benign, provenant des archives de 1’International Skin
Imaging Collaboration (ISIC) [899] ;
- Melanoma Detection Dataset, mis a disposition par une équipe de chercheur (Noel C.F.
Codella et al.) a I’issue de 1’ International symposium on biomedical imaging organisé

par ’ISIC en 2018 [900].
b. Description des données
En explorant les deux jeux de données sus-cités, nous avons pu constater que ceux-ci n’étaient

pas partagés selon les mémes classes (figure 143). Aussi, nous avons remarqué que les

résolutions et dimensions des photographies variaient.
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Figure 143. Arborescences des jeux de données retenus (Kaggle) [899,900]

En l'occurrence, le jeu de données Skin Cancer: Malignant vs. Benign présentait les classes
« bénigne » et « maligne », divisées entre un jeu d’entrainement (¢raining set) et un jeu de test
(testing set) (figure 143-a). L’ensemble des photographies avaient une résolution de 224 pixels

sur 224 pixels, celles-ci étaient donc carrées.

Le jeu de données Melanoma Detection Dataset, quant a lui, présentait trois classes

« mélanome », « névus » et « kératoses séborrhéiques ». Ce jeu de données était divisé entre un
jeu d’entrainement (training set), un jeu de validation (validation set) et un jeu de test (testing
set) (figure 143-b). L’ensemble des photographies avaient une résolution de 4288 pixels sur
2848 pixels, celles-ci étaient donc rectangulaires. Nous pouvons d’ailleurs constater la haute

résolution des photographies par leur poids élevé (12,2 gb) (figure 143-b).

Nous pouvions également noter que ces deux jeux de données comportent plus de

photographies de tumeurs bénignes que de tumeurs malignes (figure 143).

c. Répartition des données

Afin d’optimiser la quantité et I’hétérogénéité des observations, nous avons souhaité batir un

unique jeu de données en fusionnant les deux jeux présentés ci-dessus. Cela impliquait donc

d’uniformiser la répartition des données.
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Notre application doit étre en mesure de distinguer les tumeurs cutanées bénignes et malignes.
Nous avons donc opté pour les deux classes déja présentes dans le jeu de données Skin Cancer:
Malignant vs. Benign : « tumeur bénigne » et « tumeur maligne ». De fagon a pouvoir évaluer
notre modéele dans le respect des bonnes pratiques, nous avons en revanche choisi de conserver
la répartition adoptée par le jeu de données Melanoma Detection Dataset : jeu d’entrainement,

jeu de validation, jeu de test (voir section P3.11.4.a.) [872].

Pour ce faire, nous avons tout d’abord réuni les classes “névus” et “kératoses séborrhéiques”
afin de constituer une classe “tumeur bénigne” dans les jeux d’entrainement, de validation et
de test du Melanoma Detection Dataset. Nous avons ensuite réuni les jeux d’entrainement issus
des deux jeux de données de facon a constituer un unique jeu d’entrainement divisé en deux
classes. Pour finir, nous avons divisé en deux le jeu de test issu de Skin Cancer: Malignant vs.
Benign, puis réuni chaque moitié avec la classe correspondante des jeux de validation et de test
du Melanoma Detection Dataset, ce qui aboutit sur un unique jeu de validation et un unique jeu

de test, tous deux divisés en deux classes (figure 144).

Melanoma Detection Dataset Méla-Safe dataset

Training set Training set
“Skin Cancer: Malignant vs. Benign” Tumeur
Kératoses bénigne 3066 photos
= 254 photos
Training set
. Tumeur
Validation set TR
1197 photos ;
' s :
umeur
42 photos
Test set Tumeur
m 30 photos 180 photos
Test set Test set
Tumeur
300 photos e
Kératoses bénigne 663 photos
50 photos
Tumeur

Figure 144. Constitution et répartition du jeu de données final

Nous obtenions donc un jeu de données final comportant un total de 6047 photographies
distribuées de la fagon suivante :
- 4637 photographies dans le jeu d’entrainement (environ 77% des données), dont 3066
de tumeurs bénignes et 1571 de tumeurs malignes ;
- 480 photographies dans le jeu de validation (environ 8% des données), dont 300 de

tumeurs bénignes et 180 de tumeurs malignes ;
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- 930 photographies dans le jeu de test (environ 15% des données), dont 663 de tumeurs

bénignes et 267 de tumeurs malignes.

d. Autres prétraitements des données

Nous avons appliqué des prétraitements supplémentaires aux photographies de notre jeu de
données, nécessaires pour certains, préférables pour d’autres. L’ensemble de ces prétraitements

ont été réalisés en Python.

Nous avons choisi de redimensionner les photographies de haute qualité dans une résolution
plus basse. Cela présente I’avantage de réduire le temps nécessaire a I’entrainement des modeles
ainsi qu’a leurs prédictions. A 1’aide de la librairie Pillow (version 8.4.0), les photographies du
jeu de données ont été ajustées au format 224 pixels sur 224 pixels (figure 145) [901]. Nous
avons opté pour un redimensionnement sans rognage donc permettant une altération des
dimensions, cela présente I’avantage de rendre notre modele plus adaptable aux différents

formats de photographies qu’il regoit.

folder_list

~ folder
fil

—_—

Redimensionnement
224 px x 224 px

(b)

Figure 145. Redimensionnement des photographies. (a) Boucle de redimensionnement (codée en Python).

(b) Exemple de redimensionnement réalisé sur une photographie de tumeur cutanée bénigne. (Photographie
provenant des archives de I’International Skin Imaging Collaboration)

Nous avons également opéré de 1’augmentation de données sur notre jeu d’entralnement afin
de réduire le sur-apprentissage (figure 147). En vision par ordinateur, 1’augmentation de
données consiste a appliquer aux images un ensemble de modifications plus ou moins aléatoires
telles que des rotations ou des inclinaisons. L’objectif de ce traitement est d’accroitre
I’efficacité de 1’entrainement en exposant les modeles entrainés a des variantes des images
d’origine. Ainsi, les modeéles acquiérent une meilleure adaptabilité vis-a-vis des différentes
prises de vue [902]. A titre d’exemple, en appliquant une modification de type rotation et

inclinaison, nous pouvons obtenir le type de résultat visible a droite du schéma ci-dessous

(figure 146).
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Data augmentation
Horizontal Flip
j Vertical Flip
Rotation
Perspective

Figure 146. Exemple d’augmentation de données réalisé sur une photographie de tumeur cutanée bénigne
(Photographie provenant des archives de International Skin Imaging Collaboration)

Aussi, nous avons converti ces photographies en tenseurs et nous leur avons appliqué une

normalisation (figure 147). Notre normalisation est identique a celle appliquée aux données

ayant entrainé les réseaux de neurones a partir desquels nous réaliserons par la suite des

apprentissages par transfert (voir section P4.11.2.a.). Selon la documentation de PyTorch, la

normalisation doit étre effectuée selon les valeurs suivantes : moyenne = [0.485, 0.456, 0.406],

écart-type = [0.229, 0.224, 0.225] [903].

train_set torchvision. - {
transform-torchvision.

transforms. r ()

transforms. (s

transforms. (degrees-(a, !

transforms. {distortion_scal

Transformation en tenseur —= torch . . (),
Mormalisation —= transforms.N (mean-(&.4

13}

Data augmentation

Figure 147. Importation, augmentation, transformation en tenseurs et normalisation (codées en Python)
des données d’entrainement

La transformation en tenseur et la normalisation ont également été appliquées aux jeux de
validation et de test (figure 148). En revanche, ces deux jeux de données n’ont pas été¢ soumis
a augmentation de données puisque ceux-ci interviennent uniquement dans 1’évaluation des

modéles.

validation_set - torchvision. . ('da
transform-torchvision.
torchvision. -
transforms. (mean

M

test_set - torchvision. s (d
transform-=torchvision.

torchvision. .
transforms. EED

1)

Figure 148. Importation, transformation en tenseurs et normalisation (codées en Python) des données de
validation et de test
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La transformation en tenseur et la normalisation devaient aussi étre appliquées aux
photographies destinées a étre interprétées par notre modéle (données d’entrée utilisateur)
(figure 149). Nous avons également choisi d’appliquer un redimensionnement en 224x224
pixels, de facon a ce que la photographie importée soit, avant I’inférence, remise aux mémes

résolution et dimension que les photographies ayant entrainé notre modele (figure 149).

imported normalized - torchvision.da
transform-torchvi
transforms

torchvision. 0
transforms.Normalize

1))

Figure 149. Importation, redimensionnement, transformation en tenseurs et normalisation (codés en
Python) des données d’entrée utilisateur

2. Construction du modele d’intelligence artificielle

a. Méthode d’apprentissage

Les prédictions réalisées par notre modele devaient s’appuyer sur de la reconnaissance d’image,
une sous-catégorie de la vision par ordinateur [904]. Nos recherches nous ont amenés a
considérer I’apprentissage par transfert comme approche a privilégier. Notre méthode consiste
donc a importer un réseau de neurones préalablement entrainé pour des taches plus ou moins
spécifiques, puis de D’entrainer a nouveau sur les 4637 images labellisées de notre jeu
d’entrainement afin que les poids s’ajustent a notre problématique (figure 35). Cette méthode
de plus en plus populaire est réputée comme étant particulicrement efficiente dans le cadre de
la classification d’image [905]. En ’occurrence, les réseaux de neurones pré-entrainés qui
promettent les meilleures performances en vision par ordinateur sont les réseaux convolutifs du
Visual Geometry Group (VGG) et les réseaux neuronaux résiduels (ResNet, residual neural

network) [906,907,908,909].

Avant leur réentrainement par rétropropagation du gradient de 1’erreur, nous avons doté tous
ces réseaux de neurones d’une couche de sortie composée de deux neurones, chacun
correspondant a 1’une des classes (tumeur bénigne/tumeur maligne). En revanche, le nombre,
la composition, la structure et la nature des couches d’entrée et des couches intermédiaires

variaient selon le réseau de neurones importé.
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b. Choix des métriques

Concernant les métriques a employer, nous avons opté pour la sensibilité et la spécificité. Il
s’agit des métriques usuelles lorsque I’évaluation porte sur la performance d’un test
diagnostique (voir section P3.11.2.a.). En outre, nous avons choisi de privilégier la spécificité
en nous basant sur les bonnes pratiques. En effet, il convient de privilégier la spécificité lorsque
le but de la démarche est d’affirmer ou de confirmer un diagnostic [910]. Aussi, nous avons tenu
compte des risques encourus dans le cas ou la sensibilité serait privilégiée, c’est-a-dire un
nombre potentiellement conséquent de faux positifs pouvant provoquer une sur-consultation et
donc des dépenses publiques non nécessaires ainsi qu’un accroissement des difficultés d’acces

aux soins en dermatologie [911].

Malgré notre choix de privilégier la spécificité, nous voulions construire un modele présentant
une sensibilité acceptable. De fait, il nous fallait employer une métrique d’arbitrage entre la
sensibilité et la spécificité. En I’occurrence, I’exactitude (accuracy) et 1’aire sous la courbe de
ROC sont classiquement de bonnes métriques d’arbitrage si le jeu d’entrainement est équilibreé,
c’est-a-dire si ses différentes classes présentent un nombre identique (ou proche)
d’observations. Dans le cas contraire, I’arbitrage se voit étre influencé par le déséquilibre de
classes [912]. Si le nombre d'images de tumeurs bénignes est plus important, la spécificité aura
tendance a étre favorisée par ’arbitrage. De méme, si le nombre d'images de tumeurs malignes
est plus important, c'est la sensibilité qui aura tendance a étre favorisée par ’arbitrage [742].
Dans notre cas, 1’exactitude se présente comme étant une métrique pertinente puisque notre jeu
de données comporte davantage d’images de tumeurs bénignes et que nous souhaitons

privilégier la spécificité.

Nous avons également exploré une autre alternative faisant intervenir une métrique permettant
de s’affranchir de ce déséquilibre, a savoir une moyenne harmonique entre la sensibilité et la
spécificité :
2 x Sensibilité x Spécificité

Sensibilité + Spécificité

Moyenne harmonique =
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c. Entrainement et validation des modéles

Une fois notre méthode d’apprentissage et nos métriques déterminées, nous pouvions dés lors
entrainer nos modeles. C’est en Python, en I’occurrence a 1’aide de la libraire Pytorch (version
1.8.1), qu’ont été menées I’ensemble des démarches d’apprentissage (importation des réseaux

de neurones et entrainements) et d’évaluation (validation et évaluation finale) [913].

La phase de validation que nous avons mis en ceuvre est classique. Celle-ci consistait a
entrainer, a partir du jeu d’entrainement et en faisant varier divers hyperparamétres, plusieurs
réseaux de neurones appartenant a la famille des VGG et des ResNet. En évaluant ces modeles
a partir du jeu de validation, nous avons pu ajuster ces hyperparamétres et identifier les réseaux

de neurones les plus performants [914].

Les hyperparamétres que nous avons fait varier sont les suivants (voir section P1.111.2.e.e.3.)
[342] :

- Le taux d’apprentissage ;

- La fonction d’erreur ;

- Le nombre d’epochs ;

- Le décrochage (dropout) [355] ;

- L’optimiseur ;

- La normalisation des lots (batch normalization) ;

- Le nombre d'observations par lot (batch size) ;

- Le pas du planificateur de taux d’apprentissage (scheduler step size) [915] ;

- Le facteur de multiplication du planificateur de taux d’apprentissage (scheduler

gamma) [915] ;

- La métrique privilégiée par I’optimiseur.

Pour certains de ces hyperparametres, nous avons pu identifier des valeurs idéales quel que soit
le réseau de neurones importé :

- Optimiseur : Adaptive Moment Estimation (Adam) ;

- Fonction d’erreur : entropie croisée (cross-entropy loss) ;

- Décrochage : 0,5 ;

- Pas du planificateur : 1 ;

- Facteur de multiplication du planificateur : 0,5.

En faisant varier le réseau de neurones importé et les autres hyperparameétres, les performances

que nous avons pu atteindre sont diverses (fableau 2).
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Tableau 2. Résultats les plus significatifs obtenus a partir du jeu de validation

Modele
chargé

Norm. des
lots

Taux
d’appr.

Taille des
lots

Nombre
d’epochs

Métrique
privilégiée

Exactitude

MH

Sensibilité

Spécificité

AUC

ResNet-18 Exactitude 75,56% 90,00% 91,89%
ResNet-18 Non 0,001 32 15 MH 80,42% 81,09% 84,44% 78,00% 88,48%
ResNet-34 Non 0,001 32 15 Spécificité 69,37% 58,62% 20,56% 98,67% 91,21%
ResNet-34 Non 0,001 32 25 Exactitude 81,67% 79,89% 77,78% 84,00% 88,84%
ResNet-50 Non 0,001 32 25 Exactitude 81,46% 78,73% 72,78% 86,67% 88,80%
ResNet-101 Non 0,001 32 25 Exactitude 82,29% 79,28% 72,22% 88,33% 90,14%
ResNet-152 Non 0,001 16 25 Exactitude 78,75% 77,58% 73,89% 81,67% 85,02%
VGG-11 Non 0,001 32 25 Exactitude 75,00% 72,53% 66,11% 80,33% 81,83%
VGG-11 Oui 0,001 16 25 Exactitude 78,75% 73,91% 63,89% 87,67% 85,56%
VGG-13 Non 0,001 32 25 Exactitude 74,38% 74,79% 76,67% 73,00% 81,10%
0,001 Exactitude 83,64% 81,11% 86,33%

VGG-16 Non 0,001 32 25 Exactitude 77,50% 77,76% 78,89% 76,67% 85,70%
VGG-16 Oui 0,001 16 25 Exactitude 80,83% 76,35% 66,67% 89,33% 89,96%
VGG-19 Non 0,0001 32 25 Exactitude 81,46% 80,32% 76,67% 84,33% 89,41%
VGG-19 Oui 0,001 16 25 Exactitude 79,17% 78,19% 75,00% 81,67% 87,22%

Nous pouvons constater que lorsque 1’optimiseur privilégie la spécificité, la sensibilité est

drastiquement affectée. C’est par exemple le cas du modele ResNet-34 (troisieme ligne du

tableau 2) qui dispose de la meilleure spécificité mais de la sensibilité la plus faible. En outre,

lorsque I’optimiseur privilégie la moyenne harmonique (MH), la sensibilité¢ est modérément

plus élevée que la spécificité. De fait, les résultats les plus satisfaisants sont obtenus lorsque

I’exactitude est privilégice.

En définitive, nous avons retenu les deux modéeles surlignés, qui présentent une bonne

spécificité ainsi qu’'une sensibilité acceptable : ResNet-18 (spécificité = 90%, sensibilité =

75,56%) et VGG-13 (spécificité = 86,33%, sensibilité = 81,11%) (tableau 2).
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d. Evaluation finale

En tenant compte de la loi de Goodhart, nous avons intégré la méthode du hold-out a notre
évaluation (voir section P3.11.4.a.). Il convenait donc d’évaluer a nouveau les deux mod¢les
retenus a partir d’un jeu de données n’ayant pris part ni a leur entralnement ni a leur validation,

en I’occurrence notre jeu de test (tableau 3) [872].

Tableau 3. Résultats obtenus a partir du jeu de test

Modéle
chargé

ResNet-18

Norm. des
lots

Taux
d’appr.

Taille des
lots

Nombre
d’epochs

Meétrique
privilégiée

Exactitude

Exactitude

MH

Sensibilité

58,80%

Spécificité

88,84%

VGG-13

Oui

0,001

25

Exactitude

71,18%

61,42%

84,62%

1 — Computer Vision

10 { — computer Vision

(a)

08

I
I
I
I
I
I
I
I
I
I
I
I
I
|
I
10 I
I
I
I

08

06

0.4

0.2

00

04 06
fpr

(b)

08

10

Figure 150. Courbes de ROC des deux modéles retenus a l'issue de la phase de validation (a : ResNet-18,
b : VGG-13)

Les deux mode¢les évalués présentent des performances semblables, ce qui est illustré par la

similarité de leurs courbes de ROC (figure 150). Nous avons finalement sélectionné le modele

ResNet-18 car celui-ci dispose d’une spécificité plus élevée. Le modéle retenu présente donc

une spécificité et une sensibilité s’élevant respectivement a 88,84% et 58,80% (tableau 3).

3. Intégration du modéle au sein d’une architecture

a. Infrastructure de développement

Afin de rendre son utilisation possible pour I’utilisateur, nous devions intégrer notre modéle au

sein d’une architecture. Celle-ci devait comporter une interface utilisateur (développement

frontal ou front-end) et permettre la mise en ceuvre des fonctionnalités nécessaires au

fonctionnement de notre application (développement dorsal ou back-end) [916]. Parmi les

nombreuses infrastructures permettant le développement d’applications (framework), notre

choix s’est porté sur Dash (version 2.5.1) car celui-ci présente les avantages suivants [917] :
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- Dash permet la création d’interfaces interactives entierement en Python, facilitant ainsi
son intégration a notre environnement de développement.

- Dash permet le développement d’applications web. Celles-ci peuvent étre utilisées sans
nécessiter aucune installation et sont accessibles depuis n’importe quel terminal
disposant d’un navigateur web et d’une connexion a internet.

- Dash permet I’emploi de composants Bootstrap. Ceux-ci assurent la responsivité de
I’application développée, c’est-a-dire sa capacité a s’adapter a la taille de 1’écran du

terminal y accédant.
b. Fonctionnalités majeures

Notre application devait étre en mesure de proposer une prédiction s’appuyant sur le modéle
retenu et sur une photographie importée. Nous devions donc implémenter, tout au moins, des
fonctionnalités permettant a I’application d’avoir acces a la photographie puis de fournir celle-
ci au modele. Pour ce faire, I’application devait étre en capacité de charger une image soit via
une photographie prise a partir d’un périphérique d’acquisition d’image soit via un fichier

présent sur le périphérique de stockage (figure 151).

Aprés clic sur Kl Aprés clic sur [ :
Y 5| e
‘ Prendre une phate. Uplood une photn ‘ Prendre une photo | Uglood une photo
P o photo Souhaitez-vous utiliser cette phato 7
uniquement la zone cutande
Aprés clic sur | Upisad une photo Mprés clic sur [ -
= ¥ =
‘ pernp—— = [ Prendre une photo [ Uslood une photo
Souhaitez-vous utiiser cette phato 7
Cliquez sur licone pour téiécharger une photo ayant déjd été prise. Choisissez m m
une phato prenant de face la rougeur/grain de beauté/tache, et codrant si possible
uniquement la zone cutanée.

Figure 151. Extrait de la maquette de Méla-Safe réalisée avant son développement : importation d’une
photographie (Balsamigq) (Photographie provenant des archives de I’International Skin Imaging Collaboration)

265



La solution que nous avons retenue afin d’implémenter cette fonctionnalité est le composant
Dash « dcc.Upload ». Ce composant permet a 1’application d’importer un fichier quelconque
sous la forme d’une série de caractéres. Cette série de caractéres correspond a un encodage en

Base64 du contenu du fichier importé (figure 152) [918].

dcc.Upload
—

Figure 152. Exemple de codage d'un fichier jpeg en Base64 exécuté par le composant « dcc. Upload ».
Remarque : I’encart affiché ici présente uniquement les premiers caractéres de la série. (Photographie

provenant des archives de I’International Skin Imaging Collaboration)
En I’état, cette série de caractéres ne pouvait pas étre prise en charge par notre modele. 11 était
nécessaire de supprimer le début de cette série de caractéres (dans le cas d’un fichier jpeg,
« data:image/jpeg;base64, ») et de convertir le reste de cette série en un fichier image
exploitable par notre modele. Nous avons cré¢ la fonction « get_image and write_it » chargée
de réaliser ces actions (figure 153). Cette fonction est congue pour prendre en entrée 1’objet «
contents » (correspondant a la série de caractéres Base64 mentionnée ci-dessus) et renvoyer en
sortie un fichier image en son format d’origine. Chaque format de fichier a prendre en charge
devait donc étre prévu au sein de notre fonction. Pour le moment, celle-ci prend uniquement en

charge les fichiers jpeg et png.

=f get_image_and write_it(contents) :
if " b
contents
imgdata

filename = "imp
with open(filename
f.write(imgdata)

Figure 153. Fonction de décodage d’une série de caractére en Base64 vers un fichier jpeg ou png (codée en
Python)
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Une fois la photographie reconstruite et préte a I’emploi, notre application devait étre en mesure
de faire appel a notre modele et d’exécuter ses inférences. Nous avons programmé ces actions
par le biais de deux fonctions distinctes :
- La fonction « load model _and predict » ayant pour role de charger notre mod¢le et
d’amorcer I’inférence (figure 154). Cette fonction renvoie en sortie le résultat de la

fonction « get prediction ».

load model and predict(path):

device
model = ResNetl8 Comp
model . 1oz state dict(torch.load("c 1.pth", map location=device))

Figure 154. Fonction de chargement du modéle et d’initiation de I’inférence (codée en Python)

La fonction « get prediction » ayant pour role d’appliquer a la photographie les
transformations nécessaires (redimensionnement, transformation en tenseur,
normalisation) puis d’effectuer I’inférence a partir de celle-ci (figure 155). Cette
fonction prend en entrée le modeéle chargé et renvoie en sortie la prédiction effectuée

par celui-ci.

imported = to

n.transforms.ToTensor(),
transforms.Normalize(mean=(8.485, ©.456, 8.406), std=(©.229, 8.
)
X, ¥ = observation_extraction(imported, 1)
model.eval()
prediction = model(x.view(1,3,224,224))

n int({prediction.argmax(1)[8])

Figure 155. Fonction de préparation de la donnée d’entrée et d’inférence (codée en Python)

Enfin, nous avons programmé une fonction de rappel (ou callback) chargée de faire le lien entre

I’objet « contents », notre modele et les trois fonctions présentées ci-dessus (figure 156).

QD

contents
@ (base 64) load_model_and_predict

©)

Modeéle

F::::gzs) ...... [ [ U=

e

@

« Prediction »

get_prediction

Image
reconstituée

contents
(base 64)

Résultat :

Tumeur bénigne/Tumeur maligne get_image_and_write_it

©@

Figure 156. Fonction de rappel dédiée a la prédiction
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c. Interface et expérience utilisateur

Pour qu’un utilisateur puisse interagir avec notre application sans que cela ne nécessite des
connaissances spécifiques en informatique, ces fonctionnalités doivent étre associées a une
interface graphique. Afin d’optimiser son esthétique et son ergonomie, nous avons ¢élaboré
I’interface de notre application en tenant compte des recommandations propres a 1’UI (User
Interface) et ’'UX (User Experience) design. Nous nous sommes notamment appuyés sur des
lois communément appliquées a 1I’UX design : loi de Miller, loi de Jakob, loi de Hick, loi de
Fitts [919]. Nous avons également adopté une approche design thinking que nous pourrions
résumer en cinq principes essentiels : I’empathie vis-a-vis de ['utilisateur, la définition du
probléme, la recherche de solution, son prototypage et son expérimentation [920]. Nous

espérons qu’ainsi notre interface permette un parcours utilisateur accommodant et intuitif.

Nous avons choisi de subdiviser notre interface en trois pages distinctes. Nous souhaitions
dédier la premicre page a la présentation de I’application. La page suivante devait permettre
I’importation d’une photographie et I’exécution de la prédiction. Enfin, la troisiéme et derni¢re
page devait présenter le résultat obtenu a I’issue de I'inférence du modele ainsi que les
recommandations adaptées. Pour concrétiser cela, nous avions besoin d’intégrer les composants
Bootstrap suivants :
- Des onglets en guise de pages (dbc.Tabs, dbc.Tab) [921] ;
- Une structure de mise en page (dbc.Col, dbc.Row) [922] ;
- Des zones de texte (html.HI, html.HS5, html.P) [923] ;
- Des boutons cliquables (dbc. Button) [924] ;
- Un menu déroulant permettant un choix parmi plusieurs possibilités
(dbc.DropdownMenu, dbc. DropdownMenultem) [925] ;
- Une alerte qui s’active lorsque 1’utilisateur tente de lancer la prédiction avant d’importer
un fichier conforme (dbc.Alert) [926] ;
- Une zone d’affichage d’image (dbc.Card, dbc.Cardlmg) [927] ;
- Un indicateur de chargement qui s’affiche pour indiquer une action en cours de

traitement (dbc.Spinner) [928].

Nous avons également programmé des fonctions de rappel (app.callback) (figure 157) [929] :
- La fonction de rappel « Home » faisant le lien entre le bouton cliquable « Revenir a
I’accueil » et la page d’accueil.
- La fonction de rappel « Start» faisant le lien entre le bouton cliquable « Lancer

I’application » et la page de prédiction.
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La fonction de rappel « Prediction » dont nous avons déja décrit le rdle (voir section
P4.11.3.D.). Celle-ci s’active lorsque ’utilisateur clique sur le bouton « Obtenir ma

prédiction » et méne, en dernier lieu, a la page de résultat.

Interface Fonctions de rappel

1
Bouton
« Revenir & |'accueil » Callback

« Home »

Page « Accueil »

Callback
« Start »
\\ Page « Prédiction » <——_
@ =

Fichier Python secondaire
contents | | Bouton

(base 64) « Télécharger photo » @
Bouton o /
« Obtenir ma prédiction» Callback /

Modéle

retenu
« Prediction »

get_prediction

Page « Résultat » — contents

Image
1 e
get_image_and_write_it
O,

Figure 157. Vue d’ensemble de I’architecture de Méla-Safe. Le fichier Python principal comporte les
fonctions de rappel ainsi que I’ensemble des composants nécessaires a I’interface tandis que le fichier
Python secondaire comporte les fonctions ordinaires mobilisées par la fonction de rappel « Prediction ».

La fonction de rappel « Language » qui permet a 1’utilisateur de changer le contenu des
zones de texte (en francais/en anglais) en cliquant sur les items « Frangais» ou

« English » du menu déroulant « Change the language » (figure 158).

Interface

Dropdown menu
« Change the language »

item
« English »

ltem
« Francais »

Fonctions de rappel

Bouton

« Revenir a "accueil »

Page « Accueil »

Bouton
« Lancer I'application»
Page « Prédiction »

Bouton
« Télécharger photo »

Bouton
« Obtenir ma prédiction»

Page « Résultat »

Figure 158. Fonction de rappel dédiée au changement de langue

L’emploi des composants Bootstrap permet a notre interface d’étre responsive. Celle-ci est
donc fonctionnelle aussi bien sur un navigateur pour ordinateur que pour smartphone et quelles

que soient la taille et les dimensions de I’écran ou de la fenétre de navigation.
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d. Parcours utilisateur

Lorsque I'utilisateur acceéde a I’application, celle-ci se lance sur la page d’accueil (figure 159).
Cette page contient le nom de 1’application, une présentation succincte ainsi qu’un bouton

« Lancer I’application ».

rs
Mela-Safe

Bienvenue sur Méla-Safe !

Méla-Safe est une application & but non lucratif vous permettant de prédire si une rougeur, un grain de beauté ou une tache présente sur votre peau pourrait
&tre une tumeur cancéreuse.

Son utillisation est trés simple : Importez une photo de votre rougeur/grain de beauté/tache, confirmez et I'application se charge du reste ! (Aucune de vos
photos ne sera ni conservée ni diffusée.)

Vous étes prét(e) ?
Laissez-vous guider:

Lancer I'application

Copyright @ Ismail Alsaidi - 2022-2023 | All rights reserved

Figure 159. Page d'accueil (Méla-Safe)

En cliquant sur le bouton « Lancer I’application », I’application bascule sur la page de
prédiction (figure 160). Celle-ci comporte deux courtes phrases d’instruction invitant
I’utilisateur a uploader une photographie. Cette page affiche les boutons « Télécharger photo »

et « Obtenir ma prédiction ».

Change the language ~

Cliquez ci-dessous pour télécharger votre photo. Choisissez une photo prenant de face la rougeur/grain de beauté/tache, et
cadrant si possible uniquement la zone cutanée.

Télécharger photo
QObtenir ma prédiction

Copyright © Ismail Alsaidi - 2022-2023 | All rights reserved

Figure 160. Page de prédiction (Méla-Safe)
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En cliquant sur “Télécharger photo” (composant dbc.Button niché dans un composant
dcc.Upload), I’ utilisateur peut sélectionner la photographie qu’il souhaite soumettre au modele.
A partir d’un navigateur pour ordinateur, seuls les fichiers présents sur un périphérique de

stockage peuvent étre uploadés (figure 161).

Telécharger photo
Obtenir ma prédiction

@ File Upload X
™ < imported > New photo v G O Rechercher dans : New photo
Organiser * MNouveau dossier O~ TN o
[

~ [l CePC I ES
> @M Bureau . ‘
> = Documents I i,\.\,
s IR images Photo (B).jpg phote (M).jpg
> () Musique
> Téléchargements
> [F Vidéos

> e Acer ()

> = SSD4to (GY)

Norn dufichier: | Photo (B),jpg | Tous lesfichiers () v

Ouvrir Annuler

Figure 161. Importation d’un fichier a partir d’un périphérique de stockage (navigateur pour ordinateur)
(Photographie provenant des archives de I’International Skin Imaging Collaboration)

A partir d’un navigateur pour smartphone, I'utilisateur a la possibilit¢ d’uploader un fichier

présent sur I’espace de stockage ou de capturer la photographie a partir de la caméra (figure

162).

18:28

Télécharger photo

Photo Library
Take Photo or Video

Choose File

Figure 162. Menu déroulant d’importation de fichier a partir d’un périphérique de capture ou de

stockage (navigateur pour smartphone) (Photographie provenant des archives de I’International Skin Imaging
Collaboration)
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Dans le cas ou I'utilisateur upload un fichier dans un format non pris en charge (autre que jpeg
ou png) ou qu’il clique sur “Obtenir ma prédiction” sans avoir préalablement uploadé un fichier,

nous avons prévu I’affichage d’un message d’alerte (composant dbc.Alert) (figure 163).

Télécharger photo

Veuillez uploader une photo au format jpeg ou png.

Obtenir ma prédiction

Figure 163. Message d’alerte consécutif a la tentative de prédiction sans upload préalable d’un fichier
conforme

A l'inverse, si un fichier est bien uploadé et que son format est pris en charge, ’utilisateur peut
des lors déclencher la fonction de rappel « Prediction » en cliquant sur le bouton « Obtenir
prédiction ». L application reconstitue alors I’image uploadée a partir de sa version Base64,
charge le modéle et procede a la prédiction. Durant ces opérations, la page affiche un indicateur
de chargement de type spinner ainsi qu’une zone de texte indiquant le chargement en cours

(figure 164).

Change the language ~

Cliquez ci-dessous pour télécharger votre photo. Choisissez une photo prenant de face la rougeur/grain de beauté/tache, et
cadrant si possible uniquement la zone cutanée.

Télécharger photo
QObtenir ma prédiction

C

Chargement en cours...

Copyright @ Ismail Alsaidi - 2022-2023 | All rights reserved

Figure 164. Page de prédiction affichant un indicateur de chargement (Méla-Safe)

Les actions effectuées par la fonction de rappel « Prediction » s’achévent avec le basculement
vers la page de résultat. Celle-ci affiche le résultat fourni par le modele ainsi que des
recommandations selon que la tumeur soit prédite comme étant bénigne ou maligne (figure

165). Aussi, la photographie fournie par I’utilisateur est affichée a droite du résultat.
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Photographie de tumeur bénigne
, Selon notre modéle, la rougeur/grain de beauté/tache sur votre
photo semble indiquer la présence d'une :

Tumeur bénigne !

—
Inférence Si la prédiction s'avére juste, celle-ci ne présente pas de risque immédiat pour
votre santé. Restez cep alaffut d'une ion de taille ou d'un
changement d'aspect (Forme non circulaire, bords irréguliers, couleur non
homogéne).

Photographie de tumeur maligne
E‘: Selon notre modéle, la rougeur/grain de beauté/tache sur votre
i' e photo semble indiquer la présence d‘une :

Tumeur maligne !

Si la prédiction s'avére juste, celle-ci présente un risque immédiat pour votre

Inférence
santé. Nous vous recommandons fortement de prendre rendez-vous avec un

dermatologue dans les plus brefs délais afin qu'il réalise un diagnostic fiable.

Figure 165. Résultats affichés selon que la photographie ait donné lieu a une prédiction de tumeur bénigne
ou de tumeur maligne (Photographie provenant des archives de I’International Skin Imaging Collaboration)

Quel que soit le résultat obtenu, la page de résultat affiche un message d’avertissement visant
a mettre en garde 1’utilisateur concernant la fiabilité des prédictions émises par notre mod¢le et

incitant a se fier uniquement a un diagnostic émis par un médecin (figure 166).

A

Malgré les efforts déployés et les progrés réalisés dans le d ine des intelig artificielles, les prédictions réalisées par notre modéle restent trés
imparfaites. Les prédictions obtenues ne sont pas en mesure de se substituer a un diagnostic médical. En cas de doute ou si l'application prédit la
pré d’une ti ligne, nous vous r ndons vi de lter un médecin pour obtenir un diagnostic fiable.

Figure 166. Message d’alerte relatif a la fiabilité des prédictions

L’utilisateur peut, a tout moment du parcours, revenir a la page d’accueil en cliquant sur le
bouton « Revenir a I’accueil » ou modifier la langue affichée par 1’application via le menu

déroulant « Change the language » (figure 167).

Change the language ~

Francais

English

Figure 167. Menu déroulant de changement de langue

e. Gestion des vulnérabilités

Le déploiement d’une application web expose ses utilisateurs a un certain nombre de risques.
Ces risques sont inhérents aux vulnérabilités de 1’application pouvant étre la cible d’attaques
de différentes natures [930]. Nous devons faire preuve de vigilance vis-a-vis de ces risques et
prendre les dispositions nécessaires. Notre gestion des vulnérabilités s’articule autour de six

dimensions majeures.
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La premicere d’entre elles est la confidentialité. Notre application est congue pour que 1’acces a
une prédiction ne soit autorisé qu’a partir d’interactions spécifiques (bouton « Obtenir ma
prédiction »). De plus, un utilisateur ne peut avoir acces qu’aux prédictions relatives aux images
qu’il soumet a I’application. Aussi, I’accés a notre application est sécurisé par un protocole
HTTPS (Hypertext Transfer Protocol Secure), garantissant ainsi un cryptage des données
échangées entre le navigateur et le serveur. Cela protége les utilisateurs des attaques de type

« homme du milieu » [931].

Le second aspect auquel nous avons prété attention est 1’intégrité. Si un acteur malveillant
parvenait a détériorer le modele ou toute autre fonctionnalité intervenant dans la prédiction, la
disponibilité ou la qualité¢ des inférences pourraient étre altérées. Nous devions donc protéger
I’application contre les modifications non autorisées. Pour assurer son intégrité, il est capital
d’héberger notre application sur une plateforme fiable, mettant a jour réguliérement ses serveurs

et ses mesures de protection contre les attaques [932].

Nous avons également axé nos efforts sur la fiabilité de notre application. Pour nous en assurer,
nous avons mis au point des tests unitaires afin de contréler le bon fonctionnement des
différentes fonctionnalités au cours du développement. Le choix d’un hébergeur sir et
performant joue ¢galement un rdle dans la fiabilité, la plateforme d’hébergement doit
notamment étre en mesure de protéger ses serveurs contre les attaques par déni de service

(DDoS, Distributed Denial of Service) [933,934].

Le quatriéme aspect que nous avons observé est la maintenabilité. En cas de vulnérabilité
décelée au sein de notre code, notre application doit pouvoir aisément faire 1’objet d’une
correction. Pour ce faire, nous avons suivi les bonnes pratiques relatives a 1’écriture du code

telles que la modularité, la lisibilité, la documentation et le versionnage [935].

La tracabilité a ¢galement fait partie de nos préoccupations majeures. Nous avons donc choisi
un hébergeur mettant a disposition les historiques (logs) des événements survenus sur le serveur
et sur notre application. De plus, nous avons mis en place une surveillance de 1’activité de

I’application via un service de monitoring en continu [936].

Enfin, nous nous effor¢ons d’assurer une veille de sécurité, en particulier vis-a-vis des
composants de notre application. Les composants tiers peuvent étre une source importante de
vulnérabilités. Maintenir a jour ces composants permet de disposer des patchs de sécurité les

plus récents [937].
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4. Bilan et axes d’amélioration

Nous avions pour objectif de développer une application capable de détecter les tumeurs
cutanées malignes. Nous avons pu mener a bien ce projet par le biais d’outils efficients et bien
documentés tels que PyTorch, Dash et Bootstrap. En entrainant notre modele a partir d’un jeu
de données riche et hétérogéne, nous avons pu atteindre une spécificité de 88,84% sans
excessivement compromettre la sensibilité. Ainsi, notre application est en mesure de proposer
a ses utilisateurs des prédictions relativement fiables. Nous ne pouvons pas affirmer avec
certitude que Méla-Safe est en mesure de contribuer significativement a diminuer les
complications liées aux cancers cutanés, mais nous pensons que celle-ci réunit les qualités
nécessaires pour y prétendre. Quoiqu’il en soit, notre rendu final répond aux standards que nous
nous étions fixés en proposant des prédictions instantanées concernant la malignité d’une
tumeur cutanée a partir d’'une simple photographie, a tout moment et quel que soit le terminal
accédant a ’application des lors que celui-ci dispose d’un navigateur web et d’une connexion

internet.

Nous envisageons d'ores et déja des améliorations, notamment des fonctionnalités que nous
aimerions implémenter a I’avenir :
La possibilité de rogner la photographie, ce qui serait utile dans le cas ou la surface
cutanée photographiée est mal cadrée. Une alternative serait d’implémenter un
détourage automatique effectué par suivi de mouvement (ou video tracking) [938].

- Lapossibilité d’effectuer plusieurs prédictions simultanément en soumettant au modéele
un lot d’images.

- Lapossibilité pour I’utilisateur de sauvegarder ses prédictions afin de pouvoir y accéder
ultérieurement, ainsi que la possibilité de confirmer ou infirmer la prédiction suite a un
diagnostic médical et d’autoriser ou non [’utilisation du résultat pour améliorer le
modele (figure 168). Cela impliquerait d’implémenter la création de compte ainsi

qu’une authentification sécurisée par mot de passe.
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A Web Page

€ 3 C |Qntpxt =

? Aide Retour a I'écran d'acceuil 0

Mes prédictions

Prédiction réalisée le : 21/06/2022 (16h35) Confirmer la prédiction

. Résultat obtenu : Probablement bénin Infirmer la prédiction

Diagnostic médical : Partager le résultat

Prédiction réalisée le: 19/06/2022 (14h12) Confirmer la prédiction
Résultat obtenu : Probablement bénin Infirmer la prédiction

Diagnostic médical : Bénin

(& Partager le résultat

| Prédiction réalisée le: 16/06/2022 (09h42) Confirmer la prédiction

‘ Résultat obtenu : Probablement bénin Infirmer la prédiction

Diagnostic médical : Bénin

8 Partager le résultat

Prédictions supprimées Q

Figure 168. Extrait de la maquette de Méla-Safe réalisée avant son développement : page d’accés aux
prédictions sauvegardées (Balsamiq) (Photographie provenant des archives de IInternational Skin Imaging Collaboration)

Nous aimerions clarifier et assouplir 1’expérience utilisateur en ajoutant les éléments suivants :

- Un grisage du bouton « Obtenir ma prédiction » avant I’achévement de I’importation
d’une photographie valide.

- L’ajout d’un bouton « Effectuer une autre prédiction » en page de résultat. Celui-ci
afficherait la page de prédiction et éviterait ainsi a 1’utilisateur de revenir a la page
d’accueil pour chaque prédiction supplémentaire.

- L’ajout d’une limite de poids pour le fichier importé, afin d’éviter une saturation de la
bande passante par un fichier trop lourd. Le poids maximal serait indiqué dans les
instructions présentes en page de prédiction et ferait également 1’objet d’une alerte
destinée a I'utilisateur si celui-ci tente d’uploader un fichier donc le poids exceéde cette
limite.

- Des ¢léments d’explicabilité (voir section P2.111.4.).
Nous pourrions €également déployer notre application sous forme native, ¢’est-a-dire dans un

format pouvant étre installé et utilis¢ localement sur un systéme d’exploitation (ex. : .exe pour

Windows, .app pour macOS, .apk pour Android).
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Concernant le modele que notre application embarque, nous pensons pouvoir I’améliorer en
appliquant les changements suivants :
- Elargir notre jeu d’entralnement, en privilégiant les images de tumeurs cutanées
malignes [939].
Approfondir D’augmentation de données, en expérimentant davantage de
transformations et de combinaisons [902]. Nous pourrions inclure ces variantes dans
notre processus de validation.
Elargir 1’éventail de modéles que nous entrainons lors de la validation, en y intégrant
par exemple les mod¢les de la famille /nception ou EfficientNet [940,941].
Attribuer a notre mode¢le la capacité de détecter si une photographie correspond a ce qui
est attendu ou non (out-of-distribution detection), de facon a ce que notre application

puisse identifier et refuser une photographie ne comportant aucune zone cutanée [942].

Nous espérons pouvoir effectuer ces ajouts dans un avenir proche et proposer ainsi un outil

d'intérét public dont les performances et I’ergonomie sont optimisées.

III. Aspects réglementaires (Espace économique européen)
1. Réglementation des données

La fonctionnalité majeure de notre application est la prédiction, celle-ci fait intervenir des
transformations et une inférence s’appliquant aux photographies importées par les utilisateurs.
Ces opérations constituent un traitement de données [943]. Puisqu’il est prévu que ces
photographies comportent des tumeurs cutanées, celles-ci constitueraient des données de santé

le cas échéant. Il en va de méme pour les prédictions qui leur sont associées [824].

Cependant, notre application est congue pour ne stocker ni partager aucune de ces données, et
pour supprimer instantanément celles-ci des que 1’utilisateur quitte ou redémarre I’application.
Avant leur suppression, ces données sont anonymisées par design puisque leurs métadonnées
sont instantanément effacées lors de l’importation et qu’aucune information concernant
I’utilisateur n’est demandée. Ainsi, ni les utilisateurs ni les photographies importées ne sont
identifiables. Concernant le mod¢le en lui-méme, ses données d'entrainement sont également
anonymisées. Le RGPD ne s’applique pas aux traitements de données de santé a 1’usage
exclusif de la personne dont sont issues ces données et/ou lorsque ces données sont anonymisées
[833]. En outre, les jeux de données que nous avons utilisés sont soumis a une licence Creative

Commons (CCO, BY, ou BY-NC), autorisant notamment la copie, la transformation et la

277



création a partir du matériel [900,944,945]. En 1’état, notre application est donc conforme aux

exigences réglementaires relatives aux données.

L’ajout de la possibilité de sauvegarder et/ou de transmettre le résultat (tel que décrit dans la
section IV.B.4.) nécessitera une réévaluation de la conformité au RGPD. Ces fonctionnalités
impliquent la conservation des photographies, des prédictions et du diagnostic médical indiqué
par I'utilisateur. Or, comme nous 1’avons mentionné¢, il s'agit de données de santé [824]. La
conservation, si celle-ci s’effectue via une application web, ainsi que le partage de ces données
sont soumis aux exigences du RGPD : information et recueil du consentement, possibilité de
retirer son consentement a tout moment, désignation d’un(e) délégué(e) a la protection des
données, analyse d'impact, etc. (voir section P3.1.). En 1’occurrence, notre application est d'ores
et déja en conformité avec le RGPD concernant les points suivants :
- Traitement des données minimisé, spécifique et légitime [825] ;

- Mise en place de mesures de sécurité (voir section P4.11.3.e.) [828].

2. Mise sur le marché

Notre application est un logiciel destiné a étre utilis¢ chez ’humain pour obtenir une prédiction
d'ordre médical. Celle-ci est destinée a fournir des informations ne présentant pas un danger
immédiat pour la santé de I’utilisateur. En outre, son fonctionnement dépend d'une source
d'énergie autre que celle générée par le corps humain. Notre application est donc qualifiable en

dispositif médical actif de classe Ila [946].

Sa mise sur le marché est conditionnée par 1’apposition d’un marquage CE médical. Cela
implique d’étre en conformité avec les exigences €noncées par le Reglement 2017/745 :
sécurité, performance, systeme qualité, documentation technique, plan de surveillance post-
AMM, etc. (voir section P3.111.2.). La conformité aux exigences de sécurité et de performance
doit notamment étre démontrée par le biais d’une évaluation clinique [873]. Un dossier de
demande d’AMM regroupant les éléments de preuve quant a cette conformité doit ensuite étre

constitué et transmis a un organisme notifi¢ [880].

En cas d’obtention de I’AMM, le plan de surveillance post-AMM validé par I’organisme notifié
doit étre mis en ceuvre (voir section P3.111.3.) [879]. L ’application doit également étre déclarée
aupres d’une autorité compétente lors de la premicre mise en service. Si la durée d’AMM
souhaitée excede celle conférée, une réévaluation doit étre prévue a l'issue de la durée de

validité du certificat fourni par I’organisme notifié [881].
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Conclusion

En dressant un état de 1’art de D’intelligence artificielle appliquée au diagnostic et a la
thérapeutique, nous avons mis en évidence les avancées significatives que celle-ci est en mesure
d’engendrer dans ces deux domaines [947]. A ce jour, 1’usage qui prédomine est celui de ’aide
a la décision. Néanmoins, les applications s’étendent de plus en plus et offrent des perspectives
nouvelles : médecine prédictive, médecine de précision, chirurgie assistée, rééducation assistée,
suivi thérapeutique automatisé, recherche thérapeutique accélérée, etc. Les résultats issus des
expérimentations indiquent que ces différents usages représentent une opportunité majeure
d’améliorer I’efficience des soins de santé et de la recherche biomédicale [375]. Sous réserve
de qualité et de mutualisation, le volume sans cesse croissant de données de santé alimenté
depuis de nombreuses années par les soignants pourrait de surcroit constituer le terreau fertile

de ces innovations [948].

Ces applications de l’intelligence artificielle sont cependant source de préoccupations en
matiere d’éthique, de confidentialité et de responsabilité. Les défis majeurs qu’elles soulevent
sont typiques en apprentissage automatique [949] : biais algorithmiques, explicabilité,
confidentialité et sécurité des données, responsabilité¢ 1égale, etc. Ces problématiques sont
d’autant plus exacerbées que les exigences relatives a la sécurité et a la performance sont
¢levées. C’est notamment le cas sur le territoire de I’Espace économique européen au sein
duquel la réglementation qui s’applique aux intelligences artificielles médicales est celle qui
régit les dispositifs médicaux [950]. Bien que ce réglement (2017/745) soit communément
considéré comme exemplaire de par son degré élevé de rigueur, celui-ci ne mentionne pas
explicitement les intelligences artificielles et leurs spécificités [873]. En I’occurrence, la
transposition dudit réglement a une architecture embarquant de 1’intelligence artificielle peut
dans certains cas s’avérer complexe (ex. : apprentissage incrémental) [889]. Qui plus est, la
tendance semble indiquer que la pertinence de cette transposition sera a remettre en question a
mesure que les modeles d’intelligence artificielle se complexifieront [951]. De fait, nous
souhaitons souligner 1’importance de poursuivre les efforts de réflexion visant a établir des
normes et approches spécifiques dans I’encadrement et 1’évaluation des intelligences
artificielles appliquées au diagnostic ou a la thérapeutique. Nous pensons que I’évolution
continue des intelligences artificielles devrait étre suivie de prés par une évolution
réglementaire également continue. Cette derniére devrait tenir compte des risques et

problématiques propres aux modeles d’apprentissage automatique, notamment aux phases
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d’apprentissage et de validation qui occupent une place fondamentale dans leur développement.
C’est en tout cas la démarche engagée par la Commission Européenne qui prévoit d’étendre le
RGPD via son projet de réglementation sur l'intelligence artificielle, I’ Artificial Intelligence Act

[952,953].

Par ailleurs, 1’évolution de la réglementation doit également tenir compte des fonctions que les
intelligences artificielles seraient amenées a endosser [954]. Méme si leurs performances
parviennent parfois a atteindre 1’excellence (ex. : vision par ordinateur appliquée a I’imagerie
médicale), cela n’est pas généralisable a I’ensemble des cas d’usage [955]. De plus, la dimension
interrelationnelle du soin (empathie, négociation, etc.) subsiste comme étant une compétence
propre a I’humain [709]. Actuellement, I’applicabilité des intelligences artificielles en contexte
clinique se restreint donc a des taches spécifiques et délimitées. Malgré que I’intégration de ces
outils dans les flux opérationnels suggeére une redéfinition des pratiques médicales, la
perspective d’un remplacement des soignants n’est résolument pas a I’ordre du jour. Au
contraire, le cadre d’intégration qui est communément revendiqué par les fabricants est celui
d’une approche holistique des soins de santé [956]. De plus, afin de favoriser un usage éthique
et responsable de ces technologies, il est crucial que les professionnels de santé soient acteurs
de cette évolution en prenant part a la conception des modeles, a leur évaluation, a 1’élaboration
du cadre réglementaire et en assurant la collecte et la labellisation des données [957]. En mettant
l'accent sur la synergie entre les compétences des professionnels de santé et les atouts propres
a l'intelligence artificielle, I’intention générale est d’optimiser la précision et I’exactitude des
diagnostics et des traitements ainsi que le temps consacré aux patients [713]. Dans un contexte
démographique induisant des problématiques d’acces aux soins (médecine a flux tendu et
déserts médicaux), I’intelligence artificielle est donc appelée a jouer un réle majeur dans les
pratiques diagnostiques et thérapeutiques de demain [783]. Les enjeux de la santé et de
l'intelligence artificielle sont complexes et multiples, aussi nous espérons que
I’interdisciplinarité de cette theése préfigurera un phénomene plus large et salutaire de

convergence des domaines de la santé et de I’intelligence artificielle.
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Les progrés spectaculaires réalisés récemment par ’intelligence artificielle lui valent souvent d’étre considérée
comme étant précurseur d’un changement de paradigme pour le champ médical. Ses applications s’étendent de plus
en plus et offrent des perspectives nouvelles : diagnostic augmenté, médecine de précision, médecine prédictive,
chirurgie assistée, rééducation assistée, suivi thérapeutique automatisé, recherche thérapeutique accélérée, etc. Ces
différents usages représentent une opportunité majeure d’améliorer I’efficience des soins de santé et de la recherche
biomédicale mais sont également source de préoccupations en matiere d’éthique, de sécurité, de confidentialité et de
responsabilité. Au coeur de ces dernieres réside I’enjeu de la réglementation, dont la réflexion nécessite un dialogue
interdisciplinaire faisant intervenir non seulement des professionnels de santé et de la donnée, mais aussi des juristes
et philosophes spécialistes de I’éthique. En naviguant a travers ces thématiques, cet ouvrage dresse un état de 1’art de
I’intelligence artificielle appliquée au diagnostic et a la thérapeutique, et examine la transposabilit¢ de la
réglementation et des méthodes d'évaluation appliquées aux produits de santé. Secondairement, celui-ci propose aux
lecteurs une synthése historique et technique de I’intelligence artificielle, et souléve notamment I’importance de
former les professionnels de santé a ces technologies. Ceux-ci sont résolument amenés a devoir jouer un role actif
dans la convergence de la santé et de l'intelligence artificielle, en étant les garants d’un usage éthique servant au
mieux I’intérét des patients. Enfin, cet ouvrage illustre cette approche interdisciplinaire par la présentation d’une
application (détection de mélanome a partir d’une photographie) développée par I’auteur au cours de ses recherches.
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The spectacular progress recently achieved by artificial intelligence has often led to it being considered as a precursor
of a paradigm shift for the medical field. Its applications are expanding more and more, offering new perspectives:
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therapeutic monitoring, accelerated therapeutic research, etc. These different uses represent a major opportunity to
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